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一一一种种种并并并行行行协协协同同同粒粒粒子子子群群群优优优化化化的的的支支支持持持向向向量量量机机机预预预测测测模模模型型型
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摘要:转炉提钒过程是一个非常复杂的多元非线性反应过程,从统计学和反应机理等角度出发,难以建立终点控
制静态模型. 针对这样的问题,提出了并行协同粒子群优化的支持向量机预测模型,不仅克服了支持向量机偏差ε和

折中参数C选择的随机性,而且较好地解决了大数据集的快速并行计算,缩短了计算时间,从而有利于连续生产操
作.试验表明,用该模型预测转炉提钒的冷却剂加入量和吹氧时间,结果的误差减小,满足了终点命中率在90%以上
的指标,具有工程实用性.
关键词: 并行协同粒子群;支持向量机;参数优化;转炉提钒;预测模型
中图分类号: TP183 文献标识码: A

Prediction model of support vector machine based on parallel
cooperative particle swarm optimization
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Abstract: Converter re-vanadium is a very complex diverse and nonlinear reaction. From the point of view of statistics
and reaction mechanism, it is difficult to build an endpoint control static model. Considering this problem, we presented a
prediction model using support vector machine (SVM) based on parallel cooperative particle swarm. This model not only
perfectly solves the problem of random selection of SVM regression parameter such as ε and C, but also provides rapid
calculation for the problem with large data sets and reduces the computing time. Accordingly the model is beneficial to
continuous production. The model was used to predict the quantity of refrigerant and time consumption of oxygen in con-
verter re-vanadium, the results of experiments showed that the errors were reduced and the endpoint hitting ratio reached
the target for over ninety percent.
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1 引引引言言言(Introduction)
某大型钢铁厂为了优化工艺结构,降低提钒工序

成本,保证钒渣和半钢质量,满足当前提钒快节奏生
产,对转炉提钒冷却制度进行了优化,但是现有的操
作工艺几乎完全依赖统计分析结果,而转炉提钒过
程是一个非常复杂的多元非线性反应过程[1], 有很
多影响提钒效果的因素,仅仅依靠数据统计结果难
以提高半钢质量; 而从转炉提钒机理出发建立的优
化模型,具有很大的局限性,很难适应产品种类、原
材料来源的变化,移植和维护都很困难.转炉提钒处
于炼钢过程中的中间环节,除去铁水的转运时间,正
常操作时间一般不超过10分钟, 因此需要一种快速

高效的智能计算方法, 根据提钒前的初始条件以及
半钢质量的要求, 估算合适的冷却剂加入量和吹氧
时间,达到终点状态要求.
粒子群优化算法(particle swarm optimization,

PSO)已广泛应用于函数优化、神经网络训练、模
式分类、模糊系统控制等领域[2∼4]. 粒子群在追逐
最优粒子过程中, 随着它接近最优粒子, 其速度也
越小, 因此粒子群表现出强烈的“趋同性”, 容易
陷入局部极小点. 一些PSO算法的改进算法因此提
出,如Shi等提出惯性权重的改进调整[5]和模糊自适

应PSO[6]算法, 吕振肃等提出的自适应变异PSO算
法[7], Yasuda等提出自适应粒子群算法[8].
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支持向量机(support vector machine, SVM)可以
基于有限样本训练就能获得良好的泛化能力, 并
且是一个通用的学习机, 广泛用于模式识别、回归
估计等越来越多的领域.基于大规模数据的SVM比
较成熟的训练算法如T. Joachims的SVM-light[9], J.
Platt的SMO[10].
用粒子群优化求解支持向量机的算法诸如: U

Paquet和AP Engelbrechet采用线性(约束)粒子群算法
求解支持向量[11], 其创新之处在于: 1)对于凸二次
优化问题,提出了基于线性约束的粒子群优化算法,
利用其快速寻优能力代替分解算法的数值迭代计

算; 2) 针对分解算法的要求, 对于粒子群初始化时
采用了约束方程(文献[11]中的式(13))对粒子群进行
线性约束; 3)在利用线性约束的粒子群算法求解工
作集αβ时, 将其转换为求解对偶问题目标函数(文
献[11]中的式(3))下降速度最快的方向d,这些d的非

零向量分量的下标即组成工作集αβ , 当然在求解
过程中同样要考虑约束条件(文献[11]中的式(4)(5)).
文献[11]提出的算法考虑了粒子群算法的线性约束,
但没有考虑粒子群寻优过程中参数的变化对收敛的

影响,也没有采用并行寻优的方法,而且是用来求解
支持向量的工作集αβ ,而不是用来优化SVM的一些
重要参数以提高SVM的计算性能.
支持向量机的参数优化算法很多. 例如: Olivier

Chapelle和Vladimir Vapnik研究了SVM算法依赖的
几个参数, C是其中之一, 它是控制边缘最大和误
差最小的折衷系数, 另外几个参数出现在非线性映
射到特征空间的过程中, 通称为核参数. 他们用最
速梯度下降法微调上述几个参数, 直到达到他们所
定义的几种结构化风险最小[12]. 王志明等则在此
基础上采用交叉校验和梯度下降优化SVM的学习
参数,改善系统辨识性能,采用了均方误差、平均绝
对增幅误差和线性相关系数作为性能评价指标[13].
文献[12,13]之间的区别在于性能评价指标不同. 朱
家元等提出了最小二乘支持向量机折衷系数和核

参数优化方法—-多层动态自适应优化算法[14], 采
用学习样本进行学习, 输出学习误差, 其学习误差
测度采用期望输出和辨识输出的平均绝对增幅误

差为性能指标,取最小误差对应的节点值为最优参
数对, 如果学习的精度没有达到所需要的要求, 则
以最优参数对为中心, 以其值的一定倍数向扩展网
格宽度, 构建新二维网络平面, 选取数值相近的参
数值进一步学习, 从而获得更高精度的学习结果.
Frauke Friedrichs和Christian Igel提出了用串行的进
化策略(ES)去决定核空间的参数和控制参数正则化,
通过进化计算编码后的核参数, 个体的适应度函数
等于在个体所在的搜索空间的目标函数值[15].

以上可以看出支持向量机的参数优化算法基本

上都是对折衷参数和核参数进行优化, 确实提高
了SVM的计算精度,却很少同时涉及选择一个有效
的偏差系数ε以及折衷参数C, 只有同时调整二者,
才能取得良好的效果[16]. 而且, 上述算法没有考虑
优化计算的额外开销可能增加系统的负担, 造成计
算速度下降, 如果是在线系统辨识时算法的实用性
会受到影响.
本文提出协同粒子群算法, 要求粒子群之间相

互协同, 避免陷入局部极值. 协同粒子群算法用于
优化SVM的偏差ε以及折衷参数C,考虑到粒子群适
应值的每次求解都要经历支持向量机的二次优化过

程, 因此只有利用粒子群的并行计算才能完成大规
模数据的快速预测, 粒子群的追踪过程在各个相对
独立的并行进程内完成, 能保证各个种群的多样性
和快速性.
本文将并行协同粒子群优化的支持向量机用于

建立转炉提钒预测模型,通过现场扩大性试验,输出
结果达到终点命中率要求,证明了算法的有效性,可
以指导生产实践.

2 协协协同同同粒粒粒子子子群群群算算算法法法(Cooperative PSO algo-
rithm)
粒子通过跟踪两个“极值”来更新自己, 算法

结构简单,运行速度快. 但是,基本粒子群优化算法
在解空间内搜索时, 有时会出现粒子在最优解附近
“振荡”的现象,而且这个最优解可能就是局部最
优. 文献[8]通过严格的数学推导,得出如下结论.粒
子群的速度按如下公式计算:



vk+1
i =wi · vk

i +2(1−k2i) · φ · rand(·) · (piBesti−
xk

i )+2k2i · φ · rand(·) · (gBest−piBesti),

xk+1
i =xk

i + vk+1
i .

(1)
其中φ = wi + 1− 2

√
wi + 4k1i

√
wik2i.

参数对群体收敛性的影响是: 如果0 6 wi < 1,
群体的收敛性随着wi变小而加强;如果0 < k1i < 1,
收敛性随着k1i变大而发散;如果0 < k2i < 1, k2i →
0时群体将收敛于局部最优, k2i → 1时群体将收敛
于全局最优. 但是文献[8]并没有给出这几个参数
的选择方法. 为此本文将根据各个参数的作用不同
设计了wi, k1i, k2i: wi度量靠近局部最优解的程度,
k2i度量靠近全局最优解的程度, k1i的影响程度较

低,因此度量迭代次数的增加对它的影响.
在算法运行初期,因粒子之间的差异较大,局部

极值piBest和个体xi之差一般比较大,惯性因子wi接

近于1,同理全部极值gBest和局部极值piBest之差一
般比较大, k2i接近于0, k1i的值设计得较大.
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粒子在位置更新与速度更新的过程中,如果发现
新位置优于个体极值,则将个体极值设置为新位置;
同样,如果新位置优于全局极值,则将全局极值设置
为新位置gBest. 粒子群在式(1)的作用下向gBest靠
拢,其间将不断更新个体极值.对于粒子群中的任意
粒子, 其最终收敛位置将是整个粒子群找到的全局
极值, k1i随着迭代次数n的增加以指数下降.
当算法接近收敛时, 局部极值和全局极值的差

距逐渐减小并趋向于0,惯性因子wi自动调整逐渐接

近0, k2i逐渐接近1. 根据以上分析,设计如下参数：



w1 = 1− exp(−‖piBest− xi‖2

2
),

k1i = k0 exp(− i

τ0

),

k1i = exp(−‖piBest− gBest‖2

2
).

(2)

3 并并并行行行协协协同同同粒粒粒子子子群群群优优优化化化的的的支支支持持持向向向量量量机机机(SVM
based on parallel cooperative PSO)
支持向量机采用经验风险极小化方法解决非线

性回归问题,其核心就是求解支持向量的值,因此支
持向量机的偏差ε以及折中参数C对于损失函数和

支持向量个数至关重要.通常这些参数是凭经验来
决定取何值,如果选择不当,就会使得输入数据和训
练样本之间有很小的畸变,得不到正确的结果.
针对这个问题,利用协同粒子群优化算法具有全

局快速寻优的特点,弥补偏差ε以及折中参数C的随

机性,以确定最佳值.由于群体每次寻优过程都要经
历耗时的二次优化计算,从而计算效率不高,为此本
文将上述协同粒子群算法并行化, 粒子群的追踪过
程是在各个相对独立的并行进程内完成的, 根据粒
子群不同的运动方式得到不同的参数wi, k1i, k2i,这
样既提高了加速比又在各个进程保证了种群的多样

性,不易陷入局部极小.
因此支持向量机预测模型的主要步骤是: 选择

适当ε和C,求解最优化问题,用其解构造决策函数.
1) 初始化粒子群参数wi, k1i, k2i. 初始化粒子

群: 由于采用并行计算, 故每个进程都分配一群粒
子, 第j次优化粒子群的结构是: Xj = (x1j, · · · ,

xpj)T, 其中p是进程数, j是优化次数; Xij =
(xij1, · · · , xijk)T, xijk代表第i进程第j次优化的

第k个粒子,它是二维变量,分别代表ε和C.
2) 读取训练集T = {(x1, y1), · · · , (xk, yk)} ∈

(X, Y )k, 其中xi ∈ X = Rn, yi ∈ Y = Rn, i =
1, · · · , k. 选择适当的核K(x, x′) = exp(−‖x −
x′‖2/σ2), 用核主分量分析法KPCA进行数据预处
理: 对于给定的训练样本{xi}k

i=1, 计算k × k核矩

阵K = {K(xi, xj)},其中K(xi, xj) = ϕT(xi)ϕ(xj),

计算特征值Kα = λα, 其中λ为K的特征值, α为

对应的特征向量. 归一化计算的特征值αT
kαk =

1
λk

, k = 1, 2, · · · , p,其中λp是矩阵K最小的非零特

征值.为了抽取测试点的主分量,计算投影

αk = qT
kϕ(x) =

k∑
i=1

αk,jK(xj, x), k = 1, 2, · · · , p.

其中αk,j是特征向量αk的第j个元素.
3) 构造并求解最优化问题

min
α(∗)∈R2k

1
2

k∑
i,j=1

(α∗i − αi)(α∗j − αj)K(xi, xj)+

ε
k∑

i=1

(α∗i + αi)−
k∑

i,j=1

yi(α∗i − αi)

s.t.
k∑

i=1

(α∗i−αi)=0, 06α∗i , αi 6
C

k
, i = 1,· · · ,k,

得最优解ᾱ=(ᾱ1, ᾱ
∗
1,· · · ,ᾱk, ᾱ

∗
k)

T.其中K(x, xi)=
ϕT(xi)ϕ(x).

4) 构造决策函数

f(x) =
k∑

i=1

(ᾱ∗1 − ᾱ1)K(xi, x) + b̄ = wTx + b̄.

其中: w =
N∑

i=1

(α1 − α′1)ϕ(xi),b̄按下列方式计算:

选择位于开区间(0, C
k

)中的ᾱi或ᾱ∗i , 若选到的是ᾱi,

则b̄ = yi−
k∑

i=1

(ᾱ∗1− ᾱ1)(xi ·xj)+ ε;若选到的是ᾱ∗i ,

则b̄ = yi −
k∑

i=1

(ᾱ∗1 − ᾱ1)(xi · xj)− ε .

5) 结合文献[12]提出的关于SVM参数调整的径
向边缘约束准则,定义粒子群的适应度函数为

fitness = (R2 + 1/C)(‖w‖2 + 2C
k∑

i=1

ξi).

其中: ξi是松弛变量, 用于度量一个数据点对
模式可分的理想条件的偏离程度, ξi = 1 −
yi(

k∑
j=1

ᾱ∗jyjK(xj, xi) + b̄), R是包含所有ϕ(xi)的最

小球面,计算R是一个二次优化问题,故用最小球面
的半径代替, R2 = max

16i6k
(K(xi, xj)). 最小化适应度

函数就可评价并行协同粒子群参数优化是否收敛,
若适应度超过允许值,则继续循环计算;否则退出.

6) 各个进程的局部粒子群优选如下:

pijBest = (max{fij1, fij2, · · · , fij40})−1,

并汇集到主进程,然后主进程全局粒子群优选如下:

gjBest =


max




f1j1 f1j2 · · · f1j40

...
fij1 fij2 · · · fij40







−1

,
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其中(·)−1表示由适应值反向找到对应的中心数,主
进程最后判断训练次数是否达到最大值或适应值达

到要求,并决定是否进入下一步.
7) 接收本次循环得全局最优解gjBest, 利用

式(1)更新粒子速度和位置.
8) 利用式(2)修正参数wi, k1i, k2i,返回到本进程

的第3步.
由上述分析设计得到优化算法流程如图1所示.

图 1 优化算法程序流程

Fig. 1 Flow chart for optimized algorithm program

4 计计计算算算复复复杂杂杂度度度分分分析析析(Computing complexity
analysis)
为了分析算法的计算复杂度和收敛性, 本文通

过分析并行算法每一步找到并行进程所需的计算时

间,由于MPI的发送和接收就是文件的读写,因此文
件I/O读写时间被考虑在内.
设: n为粒子群数, d为粒子群维度, P为节点数,

TFW为发送文件时间, TFR为读取文件时间, TA为算

法计算操作时间, 主进程的计算时间忽略不计, δ为

算法循环数, Ts为阻塞同步通信时间.
基于Master-Slaver结构的并行协同粒子群SVM

算法计算时间可以被描述如下: 主进程所用时间为
(P −1)[TFR +TFW +TS],从进程所用时间为2TFR +
TFW + TS + ndTA/P , 则总时间为(ndTA/P +
PTFW + (P + 1)TFR + PTS)δ.
只要合理将训练和测试数据集分配到各个进

程, 使得每个进程的负载大致平衡, 阻塞同步时
间TS就小, 就可以减小同步通信量和读写时间, 这
时, ndTA/P À PTFW + (P + 1)TFR, 总时间近似
于ndTA/P ,只有串行计算的1/P .

5 并并并行行行计计计算算算实实实验验验(Parallel computing experi-
ments)

5.1 建建建立立立实实实验验验环环环境境境(Building up experimental envi-
ronment)
用1∼7台联想奔月2000 1G作为Slaver, 1台DELL

Server作为Master, 整个网络用以太网交换机连接,
计算机间除了用网络联接外, 其他全部独立. 编程
语言采用Visual C＋＋6.0. 消息传递库为标准MPI,
版本为mpich2. SVM算法采用LibSVM-26程序,结合
并行协同粒子群优化算法,形成并行优化SVM算法.
然后设计主从模式的MPI程序, 算法采用先局部后
全局的思想,其计算过程特征可以描述如下:
第第第1步步步 数据划分. Master主进程采用随机抽样的

方法向Slaver从进程广播数据, 为每个Slaver从进程
划分数据;
第第第2步步步 任意从进程i第j次在本地数据上各自

独立地利用协同粒子群算法优化计算SVM算法得
到pijBest即局部最佳中心数.
第第第3步步步 从进程用MPI Send或者MPI Bcast与主进

程交换计算所得的局部最优解pijBest, 使得主进程
都拥有每个从进程的pijBest.
第第第4步步步 Master主进程将收集的来自Slaver从进程

的pijBest,并检查是否达到最优适应值,若达到则得
到全局最优解gjBest,停止搜索,若否,则继续直到达
到最优适应值.
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5.2 评评评价价价并并并行行行算算算法法法性性性能能能(Evaluating the perfor-
mance of parallel algorithm)
本 文 采 用 的 并 行 加 速 比 计 算 式 为S =

P
1 + (TFR + TFW)/TA

, 并行效率为E = S
P

, 将结

点数由2增加到8,运行并行协同粒子群SVM算法,并
记录其性能,分析结果如表1所示
随着节点的增多,计算时间缩短,通信时间增加,

但总的执行时间降低,因此并行算法加速比在增加,
算法具备一定的可伸缩性,但是效率下降,说明并行
机群之间的读写时间占总执行时间的比例在增加,
还可以在数据通信的方式上做改进, 比如在任务分
配时可以考虑各个节点计算机的CPU资源, 内存资
源,当前进程数,响应时间等信息作为负荷均衡的依
据,合理分配负荷,提高计算效率.

表 1 并行算法性能分析
Table 1 Parallel algorithm performance analysis

P=2 P=4 P=6 P=8

通信时间/s 2.74 5.84 8.39 11.76
计算时间/s 64.15 43.02 31.23 24.56
总时间/s 66.83 48.93 39.61 36.36
加速比 1.91 3.52 4.72 5.41
效率 0.95 0.88 0.78 0.67

6 转转转提提提钒钒钒预预预测测测模模模型型型(Prediction model for con-
verter re-vanadium)
考虑到影响转炉提钒的几个因素之间存在严重

的非线性关系,为了克服以往方法实用性较差的困
难,采用并行智能计算方法来构建提钒非线性模型.
由于影响转炉提钒的因素较多,因此需要对转炉提
钒过程的一些变化不大且易于实现的因素进行量

化和固化, 忽略一些影响因素较小的因素. 由于铁
水中的Si,Mn,Ti,P等元素含量少,提钒过程中主要耗
氧元素是C和V, 因此确定模型的输入为：TSC (铁
水碳), TSSI (铁水硅), TSV (铁水钒), TSWD (铁水温
度), HJTSZL (铁水重量), BGWD (半钢温度), BGV
(半钢钒), BGC (半钢碳);目标输出为: SJ CYSJ (吹氧
时间)和SJ LQJ (冷却剂量).
首先要建立训练和测试数据集, 考虑到冷却剂

的种类对提钒效果的影响, 选择某大型钢铁公司
的时间在2003年1月到2003年6月的数据建立模型训
练需要的数据集, 这期间使用的是复合球团冷却
剂, 选择这期间铁水温度T在1207oC∼1314oC、铁水
碳C在3.8%∼4.9%、铁水钒V在0.222%∼0.366%、铁
水硅Si在0.06%∼0.28%的数据, 为了获得高加速比,
最终获得8300多条样本, 用其中的8260多条作训练

集,其余30条作测试集,数据被分配到8结点上,用Z-
Score标准化方法将它们转化为无量纲0和1之间的
数据.
实验是基于两种模型方法的比较: 并行优

化SVM和标准SVM. 为便于比较, 30组数据分别采
用并行优化SVM和标准SVM算法计算,之后每个时
刻比较分析值与模型输出值之差. 两种算法的输出
和实际值对比如图2, 3所示(其中虚线为预测输出,
实线为实际值).
图2,3显示了并行优化SVM模型预测结果最大相

对误差低于标准SVM模型10%∼20%,其相对误差平
均在10%以内,即命中率在90%以上. 标准SVM对于
“干净”的训练数据预测性能较好,但是对于不经
常出现的数据处理起来却很差. 而并行优化SVM模
型由于得到了适合样本数据的参数,因此对于全部
范围的数据几乎都能良好地逼近.

(a)吹氧时间预测

(b)相对误差

(c)冷却剂量预测
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(d)相对误差
图 2 标准SVM模型预测输出及误差

Fig. 2 Outputs and errors of standard SVM

(a)吹氧时间预测

(b)相对误差

(c)冷却剂量预测

(d)相对误差

图 3 并行优化SVM模型预测输出及误差

Fig. 3 Outputs and errors of parallel optimized SVM

除了预测精度外,还比较了算法计算所需的时间
和SVM参数,比较结果如表2所示.

表 2 计算结果比较
Table 2 Comparision with computing results

吹氧时间 冷却剂量

计算时间/ s 7.8 10.6
平均误差/ % 15.8 12.6

标准SVM
ε 0.01 0.01
C 10 10

计算时间/ s 8.2 11.3
平均误差/ % 6.25 9.07

并行优化SVM
ε 0.0062 0.0075
C 12.42 18.19

虽然SVM参数的优化增加了算法的计算时间,
但是这种粒子群优化SVM算法的并行执行方式有
效地避免了预测计算的时间增加过大,使得循环执
行的优化操作在机群中并行进行, 仅仅增加了不
到1 s的计算时间,相反明显提高了预测的精度,特别
是吹氧时间,提高了约7%.
从上述测试结果及其分析中可以得出, 并行优

化SVM算法执行的预测性能高于标准SVM.预测结
果满足要求, 符合转炉提钒实际生产对于实时性和
准确性的要求.
7 结结结论论论(Conclusion)
针对粒子群算法可能出现的停滞现象,以及支持

向量机参数优化对于大数据集计算时求取速度较慢

的缺点,本文提出了一种并行协同粒子群SVM参数
优化算法,引入了协同机制和并行计算方法. 理论和
实践证明, 并行协同粒子群优化的支持向量机模型
可以对提钒过程进行及时识别和预测, 对钢铁提钒
处理生产过程具有指导作用. 应当指出,在粒子群参
数选择、并行任务分解这几个方面的处理还有不完

善之处,还需要有的改进,以得到算法全局最优解的
概率和并行机群的负载平衡能力.
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