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摘要:针对非线性SISO系统,提出一种基于核学习辨识模型的单步预测控制算法(kernel learning one-step-ahead
predictive control, KLOPC).通过KL辨识模型得到系统的一步超前预报值,并引入输出反馈和偏差校正以克服模型
失配等因素引起的预测误差,以此构造一步加权预测控制性能指标,然后采用Brent一维搜索方法求取控制律.该方
法无需任何相关的导数信息,需调整的参数少,求解效率高. 在一非线性液位系统的仿真研究表明了KLOPC优于整
定的PID和其它基于KL模型的控制方法,对噪声和扰动等均具有更好的鲁棒性和自适应性.
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using Brent optimization
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Abstract: A novel kernel learning one-step-ahead predictive control (KLOPC) algorithm is presented for the general
unknown single-input/single-output nonlinear systems. Firstly, a one-step-ahead predictive model is obtained by using the
KL identification framework; secondly, a new one-step-ahead weighted predictive control performance index is formulated;
thirdly, the control law is computed via Brent optimization method, which is efficient and reliable in one dimension search
without knowing any derivative of the KL identification model. This simple KLOPC scheme has few parameters to be
chosen, making it very suitable for real-time control. Simulation results of a nonlinear process show that the new KLOPC
algorithm is superior to other methods based on KL model and the well tuned PID controller. The proposed KLOPC
strategy also exhibits more satisfactory robustness and adaptation to both additive noise and unknown process disturbance.
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1 引引引言言言(Introduction)
神经网络(neural networks, NN)的非线性逼近能

力使得NN非线性系统辨识和控制技术得到了广泛
研究[1∼3],但NN存在的拓扑结构难确定和过拟合等
问题制约了其应用和发展.支持向量机(support vec-
tor machines, SVM)和核学习(kernel learning, KL)方
法[4,5]已应用到工业过程的建模和故障诊断等领

域中[6,7]. 针对非线性系统的控制, 文[8]提出了基
于SVM的一步超前预测控制,但缺乏对控制量的约
束易导致过大的控制作用; Zhong等人基于二次多项
式核函数SVM得到单步预测控制律[9],较NN控制效
果更好,但其辨识模型缺乏普遍性.

为设计简单有效的适合工业过程的控制器,提出
一种基于KL辨识模型的单步预测控制算法(KL one-
step-ahead predictive control, KLOPC). 先由KL辨识
出非线性系统的模型, 并用最新的测量值校正辨
识模型以克服模型失配等因素引起的误差, 接着
由Brent方法[10]优化目标函数以求取控制量. 在小样
本数据情况下, KL辨识的模型准确且推广性能较好;
以Brent法求取控制律无需辨识模型相关的导数信
息;且整个KLOPC控制器需调整的参数少.

2 KLOPC控控控制制制算算算法法法(KLOPC control algo-
rithm)
考虑如下的非线性SISO系统:
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y(k + d) = f [y(k + d− 1), · · · , y(k + d− ny),

u(k), · · · , u(k − nu + 1)]. (1)

其中: u(k)和y(k)分别是k时刻系统的输入和输出,
nu和ny分别为其相应的阶次, 时滞为d(d > 1),
f(·)是一未知的非线性函数. 为推导方便,设d = 1,
并记

Y (k) = [y(k), · · · , y(k − ny + 1)],

U(k − 1) = [u(k − 1), · · · , u(k − nu + 1)],

x(k) = [Y (k), u(k), U(k − 1)],

则式(1)可表示为

y(k+1)=f [Y (k), u(k), U(k−1)]=f [x(k)]. (2)

可采用并行(或串–并行)NN模型[1]来提供输

出y(k + 1)的预报值ym(k + 1), 然而NN基于传统
的经验风险最小化原则,容易过拟合导致推广能力
下降. 相比之下, 以SVM为代表的KL建模方法基于
结构风险最小化原则,具有很好的非线性处理能力,
能保证在小样本情况下(很多工业过程只能得到很
有限的输出)辨识的模型推广性能较好,且模型容易
获得[4∼6]. 因此, 本文提出由KL方法辨识非线性系
统的模型并依此得到KLOPC控制律.根据统计学习
理论[4,5],并行形式的KL辨识模型可表示为

ym(k + 1) = KL[x(k), α(k)]. (3)

其中α(k)为KL模型的参数, 可离线学习或在线学
习自适应调整[4∼6]. 当KL为SVM回归[4](support vec-
tor regression, SVR)或最小二乘SVR[5](least squares
SVR, LSSVR)时,式(3)可统一为

ym(k + 1) =
NSV∑
i=1

αiK〈x(i), x(k)〉+ b. (4)

其中: αi为广义拉格朗日乘子: 选择SVR时αi为拉

格朗日乘子的线性组合;采用LSSVR时αi即为拉格

朗日乘子. NSV为支持向量个数, K〈x(i), x(k)〉为满
足Mercer定理的核函数[4], b为偏置.

为了克服模型失配等因素引起的误差, 提高对
各种不可测干扰的鲁棒性, 有必要用实测的输出
信息来校正预报值ym(k + 1), 以构成闭环预测.
本文采用一种简单的校正方法[9], 即根据最新的
系统输出y(k)和KL辨识模型输出ym(k)之间的误
差e(k) = y(k) − ym(k), 来校正预报值ym(k + 1),
即

yp(k + 1) = ym(k + 1) + he(k). (5)

其中: h为误差修正系数, 取为1[9]. 设yr(k)是k时刻

的参考轨迹,由设定值ysp获得
[9],采用如下的一步加

权预测控制性能指标:

J [u(k)]=[E(k+1)]2+λ[u(k)−u(k−1)]2, (6)

s.t. umin(k) 6 u(k) 6 umax(k),

∆umin(k) 6 ∆u(k) 6 ∆umax(k). (7)

其中: E(k + 1) = yr(k + 1) − yp(k + 1) =
yr(k + 1) − ym(k + 1) − e(k)为误差项, ∆u(k) =
u(k)− u(k− 1)为控制量的变化, λ(λ > 0)表示控制
作用的加权因子. 当J [u(k)]可微时, 可用梯度下降
法求取控制律[8]:

u(k) = u(k − 1)− µ
∂J

∂u(k − 1)
. (8)

然而, 其缺点是优化步长µ不好选取; 且没有真
正考虑式(7)的约束;况且J [u(k)]并不总是可微的.

注意到上述问题可归结为一单变量实函数有约

束边界的最小值问题,可采用基于非导数优化的方
法如: 随机搜索, 黄金分割法, 或遗传算法等智能
方法求解. 考虑到控制系统的实时性要求, 本文采
用Brent法[10],它是求解有约束单变量极值问题一种
高效可靠的方法.

Brent法巧妙结合了黄金分割搜索和抛物线插值
法两者的优点: 基于抛物线插值的思想,在优化迭代
步长的选取方面, 将抛物线插值与黄金分割法相结
合,从而自适应限定移动步长的大小并确保新的区
间包含最优解[10].

选择Brent法优点在于:无需J [u(k)]可微;可同时
考虑输入约束(文[8,9]等方法则不行);能确保在每一
控制时刻快速求取目标函数J [u(k)](尽管它始终都
在变化)的极小值,具有很好的自适应性.

因此, 采用 Brent 法求解 J [u(k)] 在区间
[max(u(k− 1)+∆umin(k), umin(k)), min(u(k− 1)+
∆umax(k), umax(k))]的最小值便可求得u(k). 所提出
的基于Brent优化的KLOPC控制器由两个模块组成:
KL辨识模型和Brent优化控制器. 在k时刻, 由KL辨
识模型得到单步预报值ym(k + 1), 并加上修正误
差e(k)得到yp(k + 1), 和参考轨迹yr(k + 1)相比得
到总误差E(k + 1),从而构成目标函数J [u(k)],最终
由Brent优化方法求取u(k).

3 仿仿仿真真真研研研究究究(Simulation study)
以文[2,3]的非线性液位系统为研究对象.文[2]设

计了NN自适应控制器, 文[3]采用基于递归模
糊NN的广义预测控制, 控制效果均不错. 然而, 前
者需要系统精确的数学模型且其瞬态增益必须为

正;后者控制器复杂且计算量大.

不失一般性, 以离线学习的SVR作为KL辨识
模型, 选择KL方法中常用的Gaussian核函数[4,5]:
K〈xi, xk〉 = exp(‖xi − xk‖2/σ2), 参数σ为核宽度.
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以[−1, 1]的白噪声序列对系统进行激励得到辨识
数据集, 考虑小样本情况, 样本数为100, x(k) =
[y(k), y(k − 1), u(k), u(k − 1)]. 由交叉验证法[5]得

到SVR的线性不敏感损失函数参数ε = 0.005,惩罚
系数γ = 100,核参数σ2 = 16, NSV = 48,最终获得
辨识模型.

为了全面验证所提出的KLOPC控制器的简单和
有效,作如下两方面研究:

1) 和另外两种基于KL辨识模型的控制器进行
比较,突出采用Brent优化的优越性;

2) 和PID控制器比较以表明KLOPC控制器的自
适应性和鲁棒性.

3.1 3种种种KLOPC控控控制制制策策策略略略的的的比比比较较较(Comparisons of
three KLOPC control strategies)
在设计控制器时, 梯度下降法(简记为Gradient)

需调整µ和λ两个参数, 文[9]方法(记为Zhong)和
Brent法均只需调整λ一个参数. 以积分绝对误
差IAE作为性能指标, 调整相应的参数得到较满意
的结果.图1比较了3种方法的控制效果,从中可知基
于Brent优化的KLOPC控制器有最快的阶跃响应,超
调小,综合控制效果最佳.

图 1 不同KLOPC控制效果的比较
Fig. 1 Comparisons of system response to the set-point

tracking based on different control schemes

Gradient法由于µ不好选取(较大的µ收敛快但可

能不稳定, 反之亦然)造成较大的超调,且µ和λ相互

制约增大了参数选取的难度.如前所述,采用二次多
项式核进行辨识[9]不具有普遍性; 用卡丹公式求解
控制律并不能保证u(k)满足输入约束,因此Zhong法
出现了振荡和稳态误差. 3种方法计算量都较小,
以Gradient法最快(整个过程耗时0.172 s), Zhong法次
之(0.203 s), Brent法稍慢(0.765 s).

λ是用于限制∆u(k)的剧烈变化, 以减少对被控
对象的过大冲击. 较大的λ可实现稳定控制, 但也
减弱了控制作用. Brent法中λ可调整的范围较大,

当0.001 6 λ 6 0.1时, 都能获得很好的控制效
果(最大的IAE = 4.691). 而Zhong法对λ依赖性较

大: 如当λ = 0.001时, IAE = 7.082; 当λ = 0.1时,
IAE = 15.804. 这充分说明了Brent法能自适应的根
据优化目标J [u(k)]的不同求取u(k), 受λ的影响相

对较小.

3.2 Brent 法法法 KLOPC 控控控制制制律律律和和和 PID 的的的比比比

较较较(Comparisons of Brent KLOPC and PID)
为 了 突 出Brent法KLOPC控 制 策 略 的 优 越

性, 与一优化整定的PID控制器比较, 其参数
为(Kc, Ti, Td) = (1, 0.2, 0.01)[3]. 跟踪类似文[3]的
波形, 对系统的输出加入均值为0, 方差为0.02的白
噪声, 同时在k = 35处加入幅值为0.3的反向干扰,
为表明KLOPC对参数选取的鲁棒性, 仍取λ=0.1(此
时不一定最优,以下同).

从图2可知, 此时输出含有一定的噪声并受到
较大的扰动, 但系统并没有受到太大的影响, 尤
其在扰动后很快恢复正常. 而PID受到扰动后恢
复到稳态的过渡时间较长, 抗干扰能力不强. 为
获得统计意义下的结果, 进行蒙特卡洛实验50次,
得到KLOPC和PID的平均IAE分别为7.013和8.684,
这表明KLOPC的综合控制效果(跟踪和调节)均优
于PID控制器,对噪声和扰动具有更好的鲁棒性.

图 2 噪声和扰动下跟踪效果比较

Fig. 2 System response with both noise and disturbance

为了进一步研究KLOPC控制器的自适应能力,
考虑跟踪如下参考轨迹:

yr(k) =




−0.5, 1 6 k 6 20,

0.7sin[exp(
k − 20
200

π)], 21 6 k 6 200.

(9)

它由一阶跃信号和一频率逐渐变大的正弦曲

线组成. 从图3可知KLOPC控制器在不改变任何
参数的情况下仍旧能很好的跟踪新的参考轨迹.
而PID已无法跟踪前一部分的阶跃信号,这意味着其
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参数需重新整定; 同时,在跟踪正弦波形时,随着频
率的变大, PID控制逐渐跟不上节拍,有较大的振荡.
两方面均表明KLOPC较PID有更好的自适应能力,
这是由于KLOPC基于KL辨识模型, 且采用Brent优
化J [u(k)], 能保证控制器参数适应范围较广. 计算
时间PID(跟踪式(9), 0.08 s)较KLOPC(1.97 s)更快.

图 3 混合波形跟踪效果比较

Fig. 3 System response to tracking a mixed wave

综上, KLOPC控制方法以准确的KL辨识模型为
基础设计控制器,采用Brent优化高效的求解目标函
数获得控制律,两方面共同保证KLOPC控制器在各
种情况下均有满意的控制效果.

4 结结结论论论(Conclusion)
KL辨识模型能很好的描述非线性系统, 基

于Brent法优化的控制器需调整的参数少, 无需辨
识模型的导数信息,并可确保高效求取控制律.仿真
研究验证了采用Brent法的KLOPC控制器性能优于
其它相应的方法;同时较优化整定的PID控制器对噪
声和扰动等均具有更好的鲁棒性,且能自适应跟踪
不同的参考轨迹. 因此, 基于KL设计的先进控制算
法在工业过程的控制中将逐步展现其应用潜力.
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