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摘要: k–均值聚类算法易受初始聚类中心的影响而陷入局部最优解. 现有聚类中心初始化方法尚未得到广泛认
可.本文依据每个类内至少有一个数据稠密区,且处于不同类的数据稠密区比处于同一类的数据稠密区相距更远的
假设,在数据集合上构造一棵最小支撑树,应用根树原理在其上搜索数据稠密区并估计其密度,从中选出密度大且
足够分离的数据稠密区,以其内的点作为初始聚类中心,得到了一个聚类中心初始化的新方法. 将此方法与现有的
方法进行比较,仿真实验表明,本文方法性能更优越.
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Abstract: The k-means clustering algorithm is prone to be trapped into local optima by inappropriate initial cluster
centers. For this reason, the existing initialization methods for the cluster center have not been widely accepted. We
assume that there is at least one dense subset of data in a cluster; and the dense subsets between different clusters are more
distant than those in the same cluster. A minimum spanning tree is built for the given data set. The dense subsets can
be found through the search from root trees, and their densities are obtained by the estimation technique for data density.
The initial cluster centers are picked out from the dense subsets that are dense enough and distant enough from each other.
The comparisons between the proposed method and current methods show that the performance of the proposed method is
promising.
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1 引引引言言言(Introduction)
数据聚类是机器学习、数据挖掘和模式识别的

基础. k-means聚类算法因其简单易行而广为应用[1].
其原理是: 应用迭代方法将数据聚为k类, 使得每
个数据到其最邻近的类中心的距离平方之和达到

最小[2]. k-means聚类算法是一种局部优化策略, 容
易陷入局部最优解, 而且对初始中心非常敏感[3].
好的初始中心有助于k-means算法避免陷入局部最
优解. 因此, 如何为k-means算法提供初始聚类中心
吸引了国内外学者的广泛关注. 自1965年Forgy首
次为k-means算法提出了一个聚类中心初始化方
法以来[4], 国内外学者提出了各种不同的聚类中
心初始化方法. 早期的有McQueen提出的随机筛
选法[2]、Tou和Gonzales提出的simple cluster seeking
method(简易中心搜索法)[5]、Linde et al.提出的

Binary Splitting (二分法)[6]. 其共同的不足在于时
间复杂度高,不适合大规模的数据. 近期的有Huang
and Harris提出的direct search binary splitting(直接搜
索二分法)[7]、Katsavounidis et al.提出的KKZ法[8]. 最
近, Khan and Ahmad提出了一个基于数据压缩原理
的聚类中心初始化方法, 简记为CCIA[9]. 这种方法
内置了k-means算法, 其时间复杂度随着数据维数
的增大而增加, 不适合高维数据[9]. Stephen J. Red-
mond提出了一个基于kd-tree的聚类中心初始化方
法, 简记为kd-tree[10]. 这种方法利用kd-tree, 从待划
分的数据集中筛选密度大而又相互分离的数据作为

初始中心. 其基本原理相对合理, 但其估算数据密
度的方法有待改进. 其他聚类中心初始化方法见文
献[11], 各种聚类中心初始化方法的比较研究可参
看文献[2,12].
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聚类中心初始化方法各式各样、各有特色,但没
有一个获得广泛的认可[13]. 本文应用图论中的最
小支撑树原理,为k-means算法设计一个聚类中心初
始化方法, 简记为MST.该方法的基本思想是, 从稠
密而又足够分离的k个数据区域中各选出一个数据

作为k-means的初始中心,即选择密度大而又足够分
离的k个点作为k-means的初始中心. 将本文提出的
方法与Khan and Ahmad[9]和Stephen J. Redmon[10]的

方法进行比较. 实验显示, 本文提出的方法具有明
显的优越性. 由于本文提出的方法是对Stephen J.
Redmon[10]方法的改进,下面简要介绍它.

2 基基基于于于kd-trees的的的聚聚聚类类类中中中心心心初初初始始始化化化方方方法法法(A
method for initialising the K-means cluster-
ing algorithm using kd-trees)
记X = {x1, x2, · · · , xn} ∈ Rm为一个待划分的

数据集,其中xj = (x1j, x2j, · · · , xmj)T为m维向量.
在数据集X上构造kd-tree的方法如下: 首先视X为

一个母数据箱(box or bucket), 计算X的每一维属性

的长度l, 其中l为该维属性值的最大值与最小值之

差. 找出X的长度最大的属性,称为最长维,以最长
维的属性值的均值或中位数为分界点, 将X的最长

维的属性值一分为二, 最长维中处于同一组的属
性值所在的数据模式构成一个子数据箱,由此得两
个子数据箱X1, X2. 例如, 若X的最长维为第k维,
记第k维的属性值为Ak = {xk1, xk2, · · · , xkn}, 计
算Ak的均值或中位数a, 以a为分界点, 将Ak一分为

二,得两个子集合A1, A2,其中:

A1 = {x(1)
kj |x(1)

kj ∈ Ak, x
(1)
kj 6 a},

A2 = {x(2)
kt |x(2)

kt ∈ Ak, x
(2)
kt > a}.

则A1中的所有元素x(1)
kj
所在的数据模式xj构成一

个子数据箱X1, A2中的所有元素x(2)
kt
所在的数据模

式xt构成另外一个子数据箱X2. 然后, 分别视X1与

X2为母数据箱,按照上述方法一分为二, 如此反复,
直至所有子数据箱中的数据个数少于预设值α而成

为叶子数据箱. Stephen J. Redmon设定α = 20[10].

设X的kd-tree共有q个叶子数据箱, 记为L1, L2,

· · · , Lq, A
(t)
i 为Lt的第i维属性值构成的集合, λ(i)

max

和λ
(i)
min分别为A

(t)
i 的最大值与最小值, 定义li =

λ(i)
max − λ

(i)
min为Lt的第i维属性的长度, 则Lt的体积

为

Vt =
m∏

i=1

li. (1)

若Lt含有Nt个数据模式,则其密度为

ρt = Nt/Vt. (2)

用Lt中数据的均值yt代表Lt(t = 1, 2, · · ·, q),则ρt表

示yt代表的数据箱Lt的密度,也称为yt的密度.基于
kd-tree的聚类中心初始化方法就是从y1, y2, · · · , yq

中选出k个密度大而又相互分离的点作为k-means算
法的初始中心. 具体筛选过程为:首先将y1, y2, · · · ,

yq的密度ρ1, ρ2, · · · , ρq按照由小到大的顺序排列,
并用每个密度的序号替换它, 由此将密度ρt转换成

序号密度ρ̂t. 从y1, y2, · · · , yq中选出一个序号密度

最大的点作为第一个初始中心v1; 然后计算余下的
每个候选点yi与已经入选的所有初始中心的最小距

离dj = min
c
{d (yj, vc)}, 其中d (yj, vc)为欧氏距离.

再从中选出ρ̂jdj达到最大的候选点作为初始中心,
重复此过程,直至选出k个初始中心.

Stephen J. Redmond指出, 在实际应用中有两个
问题值得关注: 其一, 叶子数据箱的体积可能为0,
例如,若叶子数据箱Lt中所有数据的第j维属性值相

等, 则第j维属性的长度为0, 导致Vt = 0, 此时ρt无

意义.在这种情形下, 他建议用长度不为0的其他属
性的长度的几何平均值作为长度为0的属性的长度.
其二, ρjdj的值可能被ρj或dj所左右,若被ρj左右,则
选出的初始中心密度大但分离度不够, 反之, 选出
的初始中心足够分离但密度不够大, 有可能选出
噪音点作为初始中心. 为避免上述两种不利情形,
Stephen J. Redmond建议将ρj按照由小到大的顺序排

列,用ρj对应的序号取代ρi的真实值.为避免噪音的
干扰, 他同时提出, 去掉20%的低密度数据子箱, 重
新筛选一组初始中心.

3 基基基于于于最最最小小小支支支撑撑撑树树树的的的聚聚聚类类类中中中心心心初初初始始始化化化

算算算法法法(A cluster center initialization method
based on minimum spanning tree)
Stephen J.Redmond指出的上述问题确实存在,但

其建议的处理方法值得商榷. 比如, 用密度的序号
替换密度的真实值能否削弱密度的真实值对ρjdj的

影响, 要视具体情况而定. 在不同叶子数据箱的密
度差异不是很大的情况下, 用密度的序号替换密
度的真实值反而会强化密度在选择初始中心时的

作用. 例如, 假设总共有100个叶子数据箱, 其密度
的真实值差异不大,不妨设最大密度与最小密度满
足ρmax = 40ρmin, 但是ρ̂max = 100ρ̂min, 此时, 叶子
数据箱的密度普遍被人为放大, 依据最大化ρ̂jdj的

原则选择初始中心更加强化了密度的作用, 更容易
选择密度大而分离度不够的叶子数据箱的中心点为

初始中心. 在数据聚类时,由于数据的相关信息,如
数据的分布、稠密度、噪音等等, 难以获得, Stephen
J. Redmond建议的方法只有在满足其假设条件的时
候才有效.
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仔细分析可以发现, 上述两个问题的根源在于
叶子数据箱的体积的定义. 若将体积定义为数据

各维长度的平方和的算术平方根, 即Vi =

√
m∑

j=1

l2j ,

则体积总是大于0, 上述第1个问题就不会出现. 上
述第2个问题是dj与Vj的定义导致它们的数量级不

一致. dj是m个数的平方和的算术平方根, Vj是m个

数的乘积. m个数的乘积的数量级与这m个数的平

方和的算术平方根的数量级有时候相差较大.例如,
3个数的乘积0.1×0.3 × 0.5 = 0.015远小于这3个数
的平方和的算术平方根

√
0.12+0.32+0.52 = 0.59,

而3个数的乘积10×30× 50 = 15000远大于这3个数
的平方和的算术平方根

√
102 + 302 + 502 = 59.16.

加上各个数据子箱内含的数据量几乎相等, 导致
ρjdj = Njdj/Vj 的值可能被dj左右,选出足够分离
但密度小的噪音点为初始中心,也可能被Vj左右,选
出密度大但处于同一类的点为初始中心. 例如, 三
维数据模式x与已入选的某个初始中心处于同一类,
不妨设dx =

√
12 + 22 + 32 =

√
14, 按照Stephen J.

Redmond定义的体积估计数据密度, 不妨设Vx =
1× 0.6× 0.5 = 0.3,其数量级大概是dx的十分之一,
则ρx = nx/0.3, ρxdx = nx

√
14

/
0.3;另外一个三维

数据模式y与已入选的任意初始中心都不同类, 其
与已入选的初始中心的距离大于dx, 不妨设dy =√

32 + 42 + 52 = 5
√

2, Vy = 1 × 2 × 0.5 = 1,
则ρy = ny, 由于nx ≈ ny, 所以, ρy < ρx表明x所

在的数据区域比y所在的数据区域更稠密. ρydy =
ny5

√
2
/
1 < nx

√
14

/
0.3 = ρxdx表明x比y更有可能

被选为初始中心,导致选出的初始中心处于同一类.
若将体积定义为数据各维长度的平方和的算术平方

根,则

Vx =
√

12 + 0.62 + 0.52 =
√

1.31,

ρx = nx/
√

1.31,

Vy =
√

12 + 22 + 0.52 =
√

5.25,

ρy = ny/
√

5.25,

ρxdx = nx

√
14/

√
1.31 <

5
√

2ny/
√

5.25 = ρydy,

此时, y比x更有可能被选为初始中心, 导致选出的
初始中心处于不同类. 此例表明, 在相同的情况下,
用Stephen J.Redmond定义的体积估算数据密度, 由
于距离dj与体积Vj的数量级相差较大, 导致ρjdj的

值可能被ρj左右,选出的初始中心可能处于同一类,
若将体积定义为数据各维长度的平方和的算术平方

根,由此估计数据密度,由于距离dj与体积Vj的数量

级相近, ρjdj的值不再被ρj左右, 而是由ρj与dj共同

确定,导致选出的初始中心处于不同类.
基于kd-tree的聚类中心初始化方法的思想基础

值得借鉴,即选择密度大且足够分离的叶子数据箱
内的点的均值作为初始中心是可取的. 众所周知,
一个数据集内可能存在多个区域, 不同区域的形
状、大小及其密度由数据自身结构决定, 可能相差
较大.用叶子数据箱界定区域的范围能否反映数据
的真实结构, 这一点依然值得商榷. 况且, Stephen
J.Redmond说kd-tree产生的不同叶子数据箱内的数
据量几乎相等[10],用叶子数据箱内数据的数量与其
体积之比度量叶子数据箱的密度,其结果完全取决
于叶子数据箱的体积. 一旦体积的定义不合理, kd-
tree就无法准确地估计数据的密度. 另外, kd-tree中
的参数α 在应用中难以设定. 直观地讲, 设计一个
聚类中心初始化方法应该同时考虑两个原则: 1) 每
个类的初始中心应该处于该类中数据比较密集的区

域; 2) 不同类的初始中心足够分离. 这两个原则可
用数据密度与聚类中心间的距离加以量化,其中,数
据密度是一个比较难估计的量,尤其是高维数据. 本
文用最小支撑树原理估计数据密度,提出一个聚类
中心初始化的新方法, 称为基于最小支撑树的聚类
中心初始化方法. 该方法利用最小支撑树的连通性
搜索不同的数据区域,它们的形状、大小及其内含
的数据量可能不同,且由数据自身结构决定,这不同
于kd-tree的叶子数据箱界定的数据区域, 因为不同
叶子数据箱内含的数据量几乎相等. 为避免Stephen
J.Redmond定义的体积产生的两个问题,本文重新定
义了数据区域的体积.新定义的体积能确保数据区
域的体积总是大于0,且保持数据区域的体积的数量
级与两点间的距离的数量级一致.用数据区域内的
数据量与其体积之比度量数据区域的密度,用不同
数据区域的中心点间的距离度量它们之间的分离

度,依据最大化密度与分离度之积的原则,选出初始
中心. 下面详述本文的聚类中心初始化方法.
以X中任意两点xi, xj间的距离d(xi, xj)为连接

这两点的边的权,创建一个带权完全图G(X , E, D),
其中E = {{xi, xj}}|xi, xj ∈ X}, D = {d(xi, xj)|
{xi, xj} ∈ E}. 应用Prim算法[16]求出图G的一棵最

小支撑树T (X , ET, DT), 其中ET ⊂ E, DT ⊂ D.
在最小支撑树T (X , ET, DT)上搜索初始中心,其过
程如下:
首先, 确定初始中心的所有候选点. 计算最小

支撑树上各点的度deg x,平均度θ =
∑

x∈X

deg x/|X|.
以最小支撑树上度大于平均度的点为初始中心的候

选点.

然后计算每个候选点所在区域的密度. 这个过
程有点复杂, 先以例说明, 再在算法1中给出伪代
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码. 若deg x > θ, 将它存入Bx, 以x为父节点, 在
最小支撑树上搜索其所有子节点y1, y2, · · · , yp, 将
它们存入Bx,若∀i ∈ {1, 2, · · · , p},都有deg yi > 1,
则将子节点y1, y2, · · · , yp升级为父节点, 在最小支
撑树上搜索每个父节点的所有子节点, 并将它们
存入Bx, 否则, 终止搜索, 由此产生一棵以x为根的

子树, 此树上的所有结点构成一个数据区域, 称之
为以x为中心的数据区域, 记为Bx. 记λmax,j, λmin,j

分别为Bx中所有数据的第j维属性值的最大值与最

小值,定义第j维属性的长度lj为

lj = λmax,j − λmin,j, j = 1, 2, · · · ,m. (3)

定义数据区域Bx的体积V (Bx)为

V (Bx) =

√
m∑

j=1

l2j . (4)

定义稠密区域Bx的密度,也称为候选点x的密度为

ρ(Bx) = |Bx|/V (Bx) =

|Bx|/
√

m∑
j=1

(λmax,j − λmin,j)2.
(5)

算算算法法法 1 估算数据密度.

Step 1 将x分别存入集合F与Bx;

Step 2
while min

y∈F
{deg y} > 1

for i = 1 to |F |
在最小支撑树上搜索F中第i个结点

的所有邻接点,存入集合C与Bx;

end

用C更新F ,即F = C;

清空集合C;

end

Step 3 用式(5)计算点x的密度.

最后筛选初始中心. 选择密度最大的点为第1个
初始中心, 如果密度最大的点有多个, 则从中任
选一个, 存入集合 V 中. 从筛选第2个初始中心开
始, 先计算每个候选点到集合 V 的距离 d(x, V ) =
min
v∈V

{d(x, v)},再计算 ρxd(x, V ),依据最大化 ρxd(x,

V )的原则,选择下一个初始中心,重复这个过程,直
至选出所有初始中心. 下面给出基于最小支撑树的
聚类中心初始化算法的伪代码,简记为MST.

算算算法法法 2 基于最小支撑树的聚类中心初始化算

法.

Step 1 创建一个带权完全图G(X, E,D), E =
{{xi, xj}|xi, xj ∈ X}, D = {d(xi, xj)|xi, xj ∈ X}.

Step 2 应用Prim[16]算法求出G(X, E,D)的一
棵最小支撑树T (X, ET, DT), ET ⊂ E, DT ⊂ D;

Step 3 确定初始中心的所有候选点. 对于
T (X, ET, DT)上的任意一个结点x,若它满足

deg x > 1
|X|

∑
y∈T (X,ET,DT)

deg y,

则x为初始中心的候选点,它们构成一个候选点集S;

Step 4 按照算法1给出的方法估算每个候选点
的密度;

Step 5 从候选点集S中选出k个初始中心.

选择x1 = arg max
x∈S

{ρx}为第一初始中心v1,存入

集合V ;

for i = 2 to k

计算d(x, V ) = min
v∈V

{d(x, v)}, ∀x ∈ S;

选择xi = arg max
x∈S

{ρxd(x, V )}为第i个初始中心

vi,存入V ;

end

输出所有选定的初始中心v1, v2, · · · , vk.

注注注释释释 deg x表明与x邻接的点的数量, 其值越大,

以x为中心的数据区域是稠密区域的可能性越大, 反之,

以x为中心的数据区域是稠密区域的可能性越小. 所以,并

非每个点都有可能成为稠密区域的中心,比如,叶子结点处

于稠密区域的边缘的可能性很大.为简化计算,不需要从每

个点出发,搜索稠密区域,只要从度相对较大的点出发,搜

索稠密区域即可.本文认为,度大于平均度的点是初始中心

的候选点. 以候选点为根节点,在最小支撑树上搜索一棵子

树时,为避免因最小支撑树的联通性而误将整棵最小支撑

树当成一棵子树,并确保搜索出的子树处于稠密区域,本文

设定子节点升级为父节点的条件,只有当上一代所有父节

点的所有子节点都有其子节点,它们才能升级为父节点. 以

不同候选点为根节点的子树所代表的数据区域,其密度可

能不同,密度越大表明该数据区域越稠密,其中心点成为初

始中心的可能性越大,在选择第一个初始中心时,不需要考

虑它与其它初始中心的分离度,因而,选择密度最大的区域

的中心作为初始中心是恰当的、可行的.

4 实实实验验验(Experiments)
在下面的实验部分, 用MST, CCIA和kd-tree分别

表示本文的、Shehroz S. Khan与Stephen J.Redmond
的聚类中心初始化方法. 用它们为k-means算法提
供初始中心. 为测试本文提出的聚类中心初始
化方法的效果, 选用不同规模、不同结构的真实
数据—–sonar[15], svmguide2[15], zoo[14], segment[15],
pendigit(test)[14]与模拟数据(见图1)对MST进行测试,
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并与CCIA与kd-tree进行比较. 实验结果展示于图1
和表1中. 图1(a)中的数据分为4个类, 有3个噪音点.
MST和kd-tree准确地估算出数据的密度, 它们提供
的4个初始中心分别位于4个类的稠密区中,而CCIA
由于内置了k-means算法而易受噪音干扰,误将一个
噪音点当作初始中心. 图1(b)中的数据有5个类, 形
状和稠密度互不相同, 结构相对复杂. 只有MST准
确地估计出数据的密度,并在选择初始中心时准确
地结合了密度与分离度, 提供的5个初始中心分别
位于5个类的稠密区, CCIA提供的5个初始中心虽然
相互分离, 但有两个初始中心落在类的范围之外.
kd-tree虽然正确地估计出数据的密度, 但由于各类
的密度相差不是很大, 尤其在椭圆形、长方形与线
性3个类中, 它们的密度非常接近, kd-tree将真实密
度转换为序号密度,人为放大了这3个类的密度的差
异,反而导致数据密度在选择初始中心时处于支配
地位,选择密度大但分离度不够的数据区域内的点
作为初始中心. 图1(b)显示, kd-tree提供的5个初始中
心虽然位于类的稠密区中,但相互间不够分离,两个
初始中心出现于同一个类中,密度相对较大的类却
被忽略了.

图中: “◦”表示MST提供的初始中心;“*”表
示CCIA提供的初始中心;“◇”表示kd-tree提供的
初始中心.

用k-means算法对真实数据进行聚类时, 去除真
实数据的类标号, 并分别用MST, CCIA和kd-tree为
k-means算法提供初始中心. 就k-means算法的模式
识别率而言,表1说明在sonar, segment与pendigit 3个
数据上, MST, CCIA和kd-tree没有太大的差别, MST
略微优于 CCIA 和 kd-tree. 但在 svmguide 2[15]与

zoo[14]两个数据上, MST明显优于CCIA和kd-tree,大
幅度地提高了k-mean算法的模式识别率(k-mean算

法正确识别的模式数与模式总数之比).就CPU的运
行时间而言, 表1表明kd-tree最快、CCIA次之、MST
最慢. 这是由于应用Prim算法[16]求最小支撑树, 其
时间复杂度相对较高. 但在数据sonar上, CCIA比
MST慢, 这说明CCIA随着数据维数的增加, 时间复
杂度增大,正如Shehroz S.Khan所说, CCIA不适合于
高维数据.

(a)

(b)

图 1 3种聚类中心初始化方法的效果对比图
Fig. 1 Comparisons among three cluster center

initialization methods

表 1 3种初始化方法的比较结果
Table 1 Comparisons among three cluster center initialization methods

k-means的模式识别率 CPU Time/s
数据名称 数据维数 数据个数 聚类数

MST CCIA kd-tree MST CCIA kd-tree

sonar 60 208 2 56.2500 55.2885 55.2885 0.578783 1.157092 0.033807
svmguide2 20 391 3 66.2404 41.9437 40.6650 2.896330 0.253951 0.038106

zoo 16 101 7 79.2079 71.2871 58.4158 1.258225 0.587573 0.035282
segment 19 2310 7 58.8745 54.8485 53.3333 29.430145 12.105683 0.589930
pendigit 16 3498 10 68.1532 64.4940 66.8382 30.990076 9.639070 0.476125
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5 结结结论论论(Conclusions)
在Stephen J.Redmond的聚类中心初始化方法

的启发下, 本文给出了设计聚类中心初始化方法
的两个原则,在此原则的指导下,提出了一个基于
最小支撑树的聚类中心初始化方法. 该方法克服
了Stephen J.Redmond给出的方法在估计数据密度
方面的缺陷,但增加了时间复杂度.应用真实数据
与模拟数据对本文的聚类中心初始化方法MST进
行测试,并与CCIA与kd-tree进行比较.模拟数据上
的实验表明, 在CCIA或kd-tree不能选出处于不同
类的数据作为初始中心的时候, MST能选出处于
不同类的数据作为初始中心.

真实数据上的实验表明, 应用MST为k-means
算法提供初始聚类中心, 相对于应用CCIA
和kd-tree提供的初始聚类中心而言, MST在一定
程度上提高了k-means算法的模式识别率.
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