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摘要:针对传统相关向量机在训练过程中易受异常点影响的问题,提出了一种鲁棒相关向量机模型,并将其应用
于转炉炼钢终点碳含量和温度的预报. 通过为每一个训练样本设定独立的噪声方差系数,并使其在训练过程中随
模型预测误差的增大而逐渐减小来降低异常点的影响,同时依据贝叶斯证据框架给出了模型超参数的迭代计算公
式,进行参数的优化. 使用标准测试数据和转炉炼钢实际生产数据进行仿真,结果表明本文模型具有较好的预报精
度和鲁棒性.
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Abstract: To deal with the problem that the classical relevance vector machine is sensitive to outliers, we present a
novel robust relevance vector machine. This machine is applied to predict the endpoint carbon content and temperature of
the basic-oxygen-furnace(BOF) steelmaking. Each training sample is assumed to have its individual coefficient of noise
variance. With the increase of the prediction error during training procedure, the coefficients of outliers gradually decrease,
reducing the impact of outliers. In addition, the iterative formulas for the optimization of hyper-parameters are derived in
the Bayesian evidence framework. Simulation results of benchmark test data and the BOF steelmaking data show that the
proposed mode achieves high prediction accuracy and good robustness.
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1 引引引言言言(Introduction)
转炉炼钢是目前世界上最常用的炼钢方法之一,

通过向炉内铁水顶吹氧气达到降碳、升温和除杂的

目的, 从而获得终点碳含量和温度都满足工艺要求
的钢水.在转炉炼钢生产过程中,钢水终点碳含量和
温度预报是最重要的环节之一.因为预报结果直接
关系到对吹氧量的调节以及炼钢终点的控制,所以
建立准确的终点预报模型对保证钢水质量、减少生

产返工、缩短冶炼时间、降低冶炼成本等具有重要

意义[1].
传统的终点碳含量和温度预报是根据吹氧降碳

过程中的质量平衡和热量平衡建立机理模型, 但由
于转炉炼钢的反应过程十分复杂, 而且易受炼钢原
材料成分不稳定等因素的影响,因此机理模型的预

报精度通常较低[2]. 近几年来, 有学者采用神经网
络(neural network, NN)[3, 4]、支持向量机(support vec-
tor machine, SVM)[5, 6]等智能方法建立炼钢过程的

终点预报模型并且取得了不错的效果,但是这类模
型通常需要一定数量的数据样本进行训练. 随着样
本规模的增加, 往往会造成模型参数(如NN的隐层
节点个数、SVM的支持向量个数)逐渐增多、模型结
构更加复杂等问题出现[7], 因此不适合在实际生产
现场使用.

相关向量机(relevance vector machine, RVM)是
由M. E. Tipping于2000年提出的一种非线性概率模
型[7]. 它利用贝叶斯方法进行推理, 模型结构简单,
具有优于SVM的稀疏性,而且使用的核函数不需满
足Mercer条件, 选择范围更加广泛[8]. 目前, 该模型
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已在化工[9]、制造[10]等工业过程领域的建模方面有

所应用. 虽然RVM相比SVM具有模型结构更加稀疏
等优势, 但该方法的不足是假设所有样本数据的噪
声均满足高斯分布,当训练样本中包含异常点时会
给模型造成影响,降低预测精度[11]. 在工业生产中,
由于环境复杂、测量误差等因素的影响,现场得到的
数据不可避免会包含一些异常点. 这样就导致训练
样本噪声不再满足高斯分布,影响了相关向量机的
训练过程,降低模型鲁棒性并限制其进一步的应用.
针对该问题, 本文提出了一种鲁棒相关向量机

(robust relevance vector machine, RRVM)并利用其建
立转炉炼钢终点碳含量和温度预报模型. 通过给每
个训练样本点设定独立的噪声方差系数来降低异常

点的影响,同时依据贝叶斯证据框架对模型超参数
进行优化. 仿真结果表明, 该方法在训练样本包含
异常点时仍能保持较高的预报精度,具有较好的鲁
棒性.

2 传传传统统统相相相关关关向向向量量量机机机的的的回回回归归归原原原理理理(Regression
principle of classical RVM)
设给定输入–输出样本对{xi, ti}N

i=1作为训练数

据集,其中: xi ∈ Rn, ti ∈ R,同时假设输出变量ti全

部由带有噪声εi的回归模型产生,如式(1)所示:

ti = y(xi;w) + εi, (1)

其中: 样本噪声εi满足均值为0, 方差为σ2的高斯分

布,即εi ∼ N(εi|0, σ2). 类似于SVM, RVM也将回归
函数y(x;w)表示成一系列基函数K(x,xi)的线性
组合形式:

y(x;w) =
N∑

i=1

wiK(x,xi) + w0. (2)

定义模型的权值向量w = [w0 w1 · · · wN ]T. 由
于假设噪声εi满足高斯分布, 结合式(1)可知输出变
量ti也满足均值为y(xi;w), 方差为σ2的高斯分布,
即p(ti|xi) = N (ti|y(xi;w), σ2). 为方便起见,引入
超参数β = 1/σ2,则整个训练数据集的似然函数可
以表示为

p(t|w, β) = (
β

2π
)N/2 exp{−β

2
‖t−Φw‖2}, (3)

其中: t = [t1 t2 · · · tN ]T, Φ ∈ RN×(N+1)是设计矩

阵,定义式为Φ = [φ(x1) φ(x2) · · · φ(xN)]T,基
函数向量φ(xi) = [1 K(xi x1) · · · K(xi,xN)]T,
i = 1, · · · , N .

RVM训练过程的最终目的是求出权值向量w的

后验分布, 为了保证模型稀疏性, 需要定义权值wj

(j = 0, · · · , N)的先验分布.假设其满足均值为0,方
差为α−1

j 的高斯分布,因此w的先验可以表示为

p(w|α) =
N∏

j=0

N(wj|0, α−1
j ), (4)

其中: α = [α0 α1 · · · αN ]T, 每一个独立的超参
数αj都只与其对应的权值wj相关.根据贝叶斯公式,
利用样本似然函数式(3)和w先验分布式(4)可以得
到w的后验分布计算公式:

p(w|t,α, β) =
p(w|α)p(t|w, β)

p(t|α, β)
. (5)

由于p(w|α)和p(t|w, β)均为高斯分布,因此其乘积
也满足高斯分布,而p(t|α, β)中不包含w,可以看作
是归一化系数,所以w的后验能进一步表示成

p(w|t,α, β) = N(w|µ,Σ). (6)

协方差矩阵和均值分别如公式(7)(8)所示:

Σ =
(
βΦTΦ + A

)−1
, (7)

µ = βΣΦTt, (8)

其中A = diag{α0, α1, · · · , αN}. 超参数β和αj直接

影响w的后验分布, 需要对其优化从而得到w的最

大后验分布. 优化过程依据贝叶斯证据框架, 即通
过最大化边缘似然p(t|α, β)实现超参数的优化. 首
先将p(t|α, β)取负对数得到目标函数, 然后令目标
函数分别对超参数αj(j = 0, 1, · · · , N)和β求偏导

并令导数式为0,就可以得到迭代计算公式,如式(9)
(10)所示:

αj =
1

µ2
j + Σjj

=
γj

µ2
j

, j = 0, 1, · · · , N, (9)

β =
(N −

N∑
j=0

γj)

‖t−Φµ‖2
, (10)

其中: µj是权值后验均值向量µ的第j个元素, Σjj是

协方差矩阵Σ的第j个对角元, γj = 1 − αjΣjj .
在RVM模型的训练过程中, 公式(7)∼(10)要依次进
行迭代计算,直到所有参数都收敛或达到最大训练
次数时为止,此时RVM的建模过程完成.

3 鲁鲁鲁棒棒棒相相相关关关向向向量量量机机机模模模型型型(Robust relevance
vector machine model)
RVM假设所有训练样本的噪声εi都满足具有相

同方差σ2的0均值高斯分布,但是如果训练数据集包
含异常点, 就会破坏该假设. 异常点可以看作是正
常样本点夹杂了严重的噪声所致,因此其噪声分布
的方差可能大于σ2, 这样就导致式(3)不成立, 利用
RVM建立的回归模型就会受到异常点的影响,致使
其鲁棒性下降.

在训练数据包含异常点的情况下, 用相同方
差σ2(或超参数β)来描述所有训练样本的噪声分布
显然不合适. 为解决该问题,本文提出的鲁棒相关向
量机通过为每个样本点引入独立的噪声方差系数来

提高模型对异常点的抑制能力. 同时,依据贝叶斯证
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据框架推导出模型超参数和噪声方差系数的迭代计

算公式,实现各参数的优化. 具体过程如下: 借鉴贝
叶斯加权线性回归的思想[12],设第i个样本点所包含

噪声εi的分布为

p(εi) = N(εi|0,
σ2

βi

), (11)

其中: σ2是所有样本的平均方差, βi是引入的噪声方

差系数,并且假设其先验分布满足γ分布,即p(βi) =
Gamma(ai, bi). 定义向量β = [β1 β2 · · · βN ]T,则
训练样本的似然函数变为

p(t|w,β, σ2) =

(2πσ2)−N/2|B|1/2 × exp{− 1
2σ2

(t−
Φw)TB(t−Φw)}. (12)

其中: B = diag{β1, β2, · · · , βN}, |B|表示矩阵B的

行列式, t,w和Φ的定义与前面相同, w的先验分布

不变,仍为式(4),因此由贝叶斯公式可得权值的后验
分布为

p(w|t,α,β, σ2) =
p(w|α)p(t|w,β, σ2)

p(t|α,β, σ2)
= N(w|µ,Σ), (13)

其中Σ和µ的计算公式分别为式(14)和(15):

Σ = (A + σ−2ΦTBΦ)−1 =

(A + σ−2
N∑

i=1

βiφ(xi)φ(xi)T)−1, (14)

µ = σ−2ΣΦTBt=σ−2Σ(
N∑

i=1

βiφ(xi)ti).

(15)

由于均值和协方差矩阵的计算公式中都含有超

参数α, β和σ2, 依据最大似然的思想, 需要对其进
行优化, 从而得到模型权值w的最大后验估计. 优
化方法仍然根据贝叶斯证据框架,通过最大化边缘
似然函数p(t|α,β, σ2)和噪声方差系数β的先验分

布p(β)的乘积实现[13, 14]. 与传统RVM不同, 鲁棒相
关向量机模型中待优化的超参数除了α和σ2外, 还
增加了噪声方差系数向量β. 前面已经定义了p(βi)
的先验分布,因此p(β)可以表示为

p(β) =
N∏

i=1

p(βi). (16)

边缘似然p(t|α,β, σ2)的计算公式如式(17)所示:

p(t|α,β, σ2) =
w

p(t|w,β, σ2)p(w|α)dw =

(2π)−N/2|C|−1/2 exp{−1
2
tTC−1t}, (17)

其中C = σ2B−1 + ΦA−1ΦT.

最大化边缘似然函数p(t|α,β, σ2)和β先验分

布p(β)的乘积等价于最小化其负对数. 另外, 为
了便于计算,一般不直接关于α, β和σ2进行优化,而
是关于其对数形式log α, log β和log σ2进行优化[7].
对p(t|α,β, σ2)和p(β)的乘积取负对数并去掉与α,
β和σ2无关的项后,得到待优化的目标函数:

L=−1
2
[− log |Σ|−log |A|+N log σ2−log |B|+

µTAµ + σ−2(t−Φµ)TB(t−Φµ)] +
N∑

i=1

(ai log βi − biβi). (18)

令式(18)分别对log αj(j = 0, · · · , N), log βi(i =
1, · · · , N)和log σ2求偏导并令导数式等于0, 整理
后得到超参数的迭代公式,如式(19)∼(21)所示(详细
推导过程请参见附录):

αj =
1

µ2
j + Σjj

=
γj

µ2
j

, (19)

βi = (2ai + 1)/[2bi + σ−2(ti − φ(xi)Tµ)2 +

σ−2tr(Σφ(xi)φ(xi)T)], (20)

σ2 =
(t−Φµ)TB(t−Φµ)

N −
N∑

j=0

γj

. (21)

其中: j = 0, · · · , N, i = 1, · · · , N , µj是均值向

量µ的第j个元素, Σjj是协方差矩阵Σ的第j个对角

元, γj = 1 − αjΣjj , tr(·)表示矩阵的迹. 引入γj的

目的是为了通过分析γj与αj的关系来表征wj适应

训练样本数据的程度. αj是wj先验分布方差的倒数,
如果αj较大,由式(14)易知Σjj ≈ α−1

j , 此时γj ≈ 0,
表明wj受先验分布的影响较大,对训练数据的适应
程度较差. 反之当αj较小时,有γj ≈ 1,表明wj对训

练数据的适应程度较好.由此就得到了鲁棒相关向
量机权值后验的协方差矩阵、均值以及超参数的迭

代公式,分别为式(14)(15)(19)∼(21).
综上所述,鲁棒RVM的训练过程如下:
Step 1 初始化模型的超参数α, β, σ2以及ai, bi,

i = 1, · · · , N ;
Step 2 利用式(14)(15)计算权值w后验分布的

协方差矩阵Σ和均值µ;
Step 3 利用式(19)∼(21)更新超参数α,β和σ2

的值, 部分αj在迭代过程中会趋于正无穷(通常判
断其是否大于某一阈值, 如109, 对应的µj逐渐趋近

于0,实现“剪枝”,从而保证模型稀疏性[8];
Step 4 判断所有参数是否收敛,若收敛则停止

迭代,否则返回Step 2. 此时后验均值µ中剩余非0元
素对应的基函数即为“相关向量”.

在模型训练过程中, 式(14)(15)(19)∼(21)几个公
式需要交替使用, 直到所有参数都收敛或是达到最
大迭代次数时为止. 从式(20)可以看出, 样本点{xi,
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ti}对应的预测误差平方(ti − φ(xi)Tµ)2在分母上,
如果其值很大, 那么对应的噪声方差系数βi就会很

小. 当预测误差趋近于正无穷时,相应的βi值就会趋

于0. 通过分析式(14)(15)可知, w后验均值µ和协方

差矩阵Σ的计算公式中包含了所有样本点的加权求

和项. 其中µ的计算公式中包含的加权求和项为
N∑

i=1

βiφ(xi)ti, Σ 的计算公式包含的求和项为

N∑
i=1

βiφ(xi)φ(xi)T,加权系数值恰好都为βi.因此,在

利用公式(14)(15)迭代计算w的后验均值和协方差

矩阵时, 如果一个样本点对应的噪声方差系数βi较

小, 那么该点对均值µ和协方差矩阵Σ的贡献率就

会下降. 这样当样本中包含异常点时,由于训练过程
中该点的预测误差较大, 因此对应的βi就会逐渐减

小, 相当于在建模过程中自动实现对异常点的检测
和剔除,降低了其对模型的影响.模型训练完成后即
可使用测试样本进行检验,若输入向量为x∗,则输出
为y∗ = φ(x∗)Tµ.

下面分析算法的时间复杂度.模型训练时要利用
式(14)求出w后验分布的协方差矩阵Σ,这一过程中
要进行矩阵求逆操作,通过Cholesky分解实现,时间
复杂度为O(N 3),其中N是训练样本个数. 当N过大

时,计算Σ所需的时间会增加,但是由于鲁棒RVM不
需要使用交叉检验确定模型参数, 所以在模型参数
选择方面只需要较少的计算时间即可,从而补偿了
计算Σ所消耗的时间,这样在样本规模较小时,模型
总的训练时间并不会增加很多.

4 仿仿仿真真真实实实验验验(Simulations)
为了验证鲁棒RVM模型的性能, 使用两组数据

进行仿真实验: 一组是sinc函数逼近,另一组是转炉
炼钢的实际生产数据. 核函数选择常用的高斯型核
函数K(xi,xj) = exp{−||xi − xj||2/c2},超参数初
始值αj = N/var(t), σ2 = var(t), 其中var(t)为t的

方差. 在βi的先验分布Gamma(ai, bi)中令ai = 1,
bi = 1, 这样βi先验分布的均值为ai/bi = 1, 方差
为ai/b2

i = 1 [12],表示最初假设所有训练样本点的噪
声都满足相同的高斯分布,即认为样本中没有异常
点存在. 在迭代过程中每个样本对应的βi会发生变

化,异常点的βi逐渐减小,由于设定了ai =1和bi =1
的先验信息,由式(20)可知迭代过程中βi的变化范围

是0 < βi < 1.5. 这组先验参数值在大多数情况下是
适用的.

4.1 sinc函函函数数数逼逼逼近近近(Approximation of sinc function)
y = sinc x = sin |x|/|x|是检验算法回归性能的

标准测试函数, x取值范围是[−10, 10]. 利用该函数
随机生成100个采样点并在输出目标值上加入均值
为0, 方差为0.01的高斯噪声作为训练样本. 训练结

束后需进行测试,为了能更好地表现出函数曲线的
真实性, 从x ∈ [−10, 10]的区间内均匀产生1000个
采样点带入训练好的模型中计算.测试点的数量较
多,所以点之间的距离较小,从而能更真实地体现出
函数曲线形状的局部特性, 更好地反映模型的逼近
效果. 分别采用RVM和本文提出的RRVM模型进行
训练及检验,高斯核宽度都选择为2.5(经过反复多次
实验, 发现核宽度在2.5附近时逼近效果最好),结果
如图1所示. 在训练样本不包含异常点的情况下两种
算法的逼近结果相差不多, 逼近值与实际值比较接
近,图中的小方框代表RRVM模型的相关向量.

图 1 无异常点时的sinc逼近结果对比

Fig. 1 Comparison of approximation to sinc without outliers

为了检验模型的鲁棒性, 在原有100个训练样
本中增加一定数量的异常点, 加入方式分为两种:
第1种是加入25个输出为恒值的异常点{xo, to}, 其
中to = 0.8; 第2种是加入25个满足标准高斯分布的
异常点. 使用这125个样本点训练模型,并仍然采用
相同的方法检验模型对sinc函数的逼近效果,结果分
别如图2, 3所示. 由于RVM假设所有训练样本的噪
声都满足同一高斯分布,所以在异常点的干扰下函
数逼近效果较差. 本文提出的RRVM模型由于引入
了噪声方差系数, 因此在训练过程中能很好地抑制
异常点的影响,具有较好的鲁棒性,逼近效果好于传
统RVM模型.

图 2 加入恒值异常点时的sinc逼近结果对比
Fig. 2 Comparison of approximation to sinc with

outliers the outputs of which are constant
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图 3 加入标准高斯分布异常点时的sinc逼近结果对比
Fig. 3 Comparison of approximation to sinc with outliers

which are generated from standard Gaussian

distribution

除传统RVM外, 本文还将RRVM与文献[15]提出
的另一种提高RVM鲁棒性的改进模型TRVM进行了
对比. TRVM通过剔除异常点、约简样本集的方法
来增强模型鲁棒性. 在训练过程中首先根据模型
预测误差来检测异常点并将其从训练样本中剔除,
进行样本集的约简, 然后利用去除异常点后的样本
重新训练模型, 直到所有异常点都被检测到为止.
表1给出了训练样本有、无异常点时, 3种模型逼近
值与函数实际值均方根误差(root mean square error,
RMSE)的对比. 可以看出, RRVM的逼近精度要高于
其他两种模型, 尤其是在训练样本包含异常点的情
况下,仍然能保持较高的精度.

表 1 不同模型逼近结果的RMSE对比
Table 1 RMSE comparison of different models

RMSE(不同训练样本情况下)
模型

无异常点 恒值异常点 高斯异常点

RVM 0.0517 0.1454 0.1145
TRVM[15] 0.0520 0.0565 0.0575

RRVM 0.0428 0.0424 0.0517

4.2 转转转炉炉炉炼炼炼钢钢钢终终终点点点预预预报报报(Endpoint prediction of
BOF steelmaking)
本文使用转炉炼钢的实际生产数据建立终点

碳含量和温度预报模型. 炼钢过程中, 当吹氧进行
到80%左右时, 炉前操作人员会降下副枪第一次测
量钢水温度和碳含量, 然后根据测量信息调整吹氧
量, 因此用副枪测得的过程碳含量和温度对终点预
报有影响.另外,冶炼过程中熔池内的降碳和升温主
要靠吹氧实现, 所以从第一次副枪测量到冶炼结束
这段时间内(工艺上称作二吹阶段)的吹氧量也是影
响终点的重要因素.通过以上分析,选择终点预报模
型的输入变量为:副枪测量的过程碳含量[C]S、过程
温度TS和二吹阶段氧气量VO2 , 输出变量为钢水从

第一次副枪测量到吹炼结束时的降碳量∆[C]和升
温值∆T . 利用本文提出的RRVM分别建立钢水终点
降碳量和升温值预报模型:

∆[C] = f[C]([C]S, TS, VO2), (22)

∆T = fT([C]S, TS, VO2). (23)

根据降碳量∆[C]和升温值∆T的预报结果就可

以求出钢水终点的碳含量和温度.因为转炉炼钢二
吹阶段的主要目的是降低钢水碳含量并升高温度,
因此终点碳含量应该由过程碳含量[C]S减去降碳
量∆[C]得到,而终点温度则应由过程温度TS加上升

温值∆T后得到. 相应的钢水终点碳含量、温度计算
公式分别如式(24)(25)所示:

[C]End = [C]S −∆[C], (24)

TEnd = TS + ∆T. (25)

仿真实验数据来源于某钢厂一座 150 t转炉,共
计300组. 选择数据集中的前200组用于模型训练,
后100组用于测试. 为了进行对比, 分别使用SVM、
RVM、前面介绍过的文献[15]中的 TRVM和本文提
出的RRVM进行仿真. SVM 程序选择目前常用的
LIBSVM软件包[16], 4种模型的核函数都使用高斯
核. 经多次实验后降碳量预报模型的核宽度选择
为2.8,升温值预报模型的核宽度选择为0.5, SVM模
型的正则项系数C和ε不敏感损失函数的参数均通

过交叉检验确定. 仿真结果比较的指标除了均方根
误差RMSE外, 还增加了在转炉炼钢领域经常使用
的炼钢终点碳含量和温度的命中率,定义如下:

命中率 =
终点命中的炉次数量

炉次的总数量
× 100%, (26)

其中: 终点命中是指钢水终点碳含量或温度的预报
值ypredict与实际值yreal之间的误差绝对值在允许范

围e之内,即满足|ypredict − yreal| < e,通常转炉炼钢
终点碳含量的允许误差绝对值为0.02%,终点温度的
允许误差绝对值为12℃.

仿真结果对比如表 2 所示, 除温度命中率外,
RRVM在其他指标上都好于其他3种方法. 此外还可
以看出,各模型预报终点温度的命中率普遍低于碳
含量命中率.这是由于在转炉炼钢冶炼后期,钢水中
的磷、硅等杂质元素均已脱除, 影响钢水降碳的因
素较少, 降碳过程比较平稳, 因此4种模型预报结果
的命中率都普遍较高. 而钢水温度在吹炼过程中所
受的影响因素则较多,如喷溅、炉壁传热、铁元素氧
化以及炉气带走热量等, 这些都使钢水升温过程变
得复杂,从而导致终点温度预报的命中率普遍偏低,
但是在允许误差范围内, RRVM还是取得了优于其
他方法的预报结果.图4,5分别是使用RRVM模型时,
终点碳含量和温度预报值与实际值的比较.
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表 2 不同模型的终点预报结果对比
Table 2 Endpoint prediction result comparison of

different models

终点碳含量 终点温度

模型 命中率/ RMSE/ 命中率/ RMSE/
% (0.01 %) % ℃

SVM 90 1.2230 70 12.37
RVM 92 1.1648 71 12.55

TRVM[15] 92 1.1648 71 12.70
RRVM 94 1.1027 71 12.02

图 4 终点碳含量预报值与实际值的比较
Fig. 4 Comparison of predicted value and actual value of

endpoint carbon content

图 5 终点温度预报值与实际值的比较
Fig. 5 Comparison of predicted value and actual value of

endpoint temperature

5 结结结论论论(Conclusions)
本文提出了一种鲁棒相关向量机模型RRVM,通

过为每个训练样本设定独立的噪声方差系数来提高

模型对于异常点的抑制能力,从而解决传统RVM易
受异常点影响的问题. 使用标准测试数据sinc函数
的仿真结果表明,在训练样本包含异常点的情况下,
RRVM仍能保持较高的逼近精度. 在此基础上, 利
用RRVM分别建立了转炉炼钢终点碳含量和温度预
报模型并使用实际生产数据进行仿真, 均取得了较
好的命中率和预报精度,说明该方法在冶炼现场条

件复杂、测量数据噪声较大的转炉炼钢终点预报方

面具有一定的应用前景.
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附附附录录录 超超超参参参数数数迭迭迭代代代公公公式式式(19)∼(21)的的的推推推导导导过过过程程程
(Appendix Derivation process of iteration formulas
(19)∼(21) on hyperparameters)

超参数α, β和σ2优化过程的目标函数是文中的公

式(18),即

L =−1

2
[− log |Σ| − log |A|+ N log σ2 −

log |B|+ µTAµ + σ−2(t−Φµ)TB(t−

Φµ)] +
NP

i=1
(ai log βi − biβi).

1) αj(j = 0, 1, · · · , N)计算公式(19)的推导过程.

首先令目标函数L分别对log αj(j = 0, 1, · · · , N)求偏

导,去掉与log αj无关的项后可以得到

∂L

∂ log αj
=

−1

2
[

∂

∂ log αj
(− log |A|+ µTAµ− log |Σ|)] =

−1

2
[−∂ log |A|

∂ log αj
+

∂

∂αj
(µTAµ− log |Σ|) ∂αj

∂ log αj
].

(A1)

因为A = diag{α0, · · · , αN}且µ = [µ0 · · · µN ]T,所以

∂ log |A|
∂ log αj

=
∂

∂ log αj
(log

NQ
j=0

αj) =

∂

∂ log αj
(

NP
j=0

log αj) = 1, (A2)

∂µTAµ

∂ log αj
=

∂

∂αj
(µTdiag{α0, · · · , αN}µ)=µ2

j , (A3)

其中µj是µ的第j个元素.根据矩阵行列式对数求偏导的计
算公式[17]:

∂ log |X(z)|
∂z

= tr(X−1 ∂X

∂z
),

可以得到下式:

−∂ log |Σ|
∂αj

=
∂ log |Σ−1|

∂αj
= tr(Σ

∂Σ−1

∂αj
),

其中tr(·)表示矩阵的迹. 根据文中的公式(14)可知Σ−1 =

(A + σ−2ΦTBΦ), 所以
∂Σ−1

∂αj
是一个绝大多数元素为0的

稀疏矩阵,只有第j个对角元素为1,这样就可以得到

−∂ log |Σ|
∂αj

= tr(Σ
∂Σ−1

∂αj
) = Σjj , (A4)

其中Σjj是Σ的第j个对角元. 又因为
∂αj

∂ log αj
的值为

αj ,将此结果与式(A2)∼(A4)代入公式(A1)中就可以得到

∂L

∂ log αj
= −1

2
[−1 + αj(µ

2
j + Σjj)].

令上式等于0,整理后即求出αj的迭代公式:

αj =
1

µ2
j + Σjj

, j = 0, 1, · · · , N.

如前文所述,引入γj = 1−αjΣjj用以表征wj对训练样本数

据的适应程度. γj的值越大,表明wj越适应训练数据, γj的

值越小, 则说明wj受先验分布的影响较大, 对训练数据的
适应程度较差. 引入γj后就得到文中的式(19):

αj =
1

µ2
j + Σjj

=
γj

µ2
j

, j = 0, 1, · · · , N.

2) βi(i = 1, 2, · · · , N)计算公式(20)的推导过程.

令目标函数L分别对log βi(i = 1, 2, · · · , N)求偏导, 去
掉与log βi无关的项后,得到

∂L

∂ log βi
=−1

2
· ∂

∂ log βi
[− log |B|+ log |Σ−1|+

σ−2(t−Φµ)TB(t−Φµ)] +

∂

∂ log βi

NP
i=1

(ai log βi − biβi). (A5)

又因为B = diag{β1, β2, · · · , βN},所以上式第1项为

∂ log |B|
∂ log βi

=
∂

∂ log βi
(log

NQ
i=1

βi) =

∂

∂ log βi
(

NP
i=1

log βi) = 1. (A6)

第2项为

∂ log |Σ−1|
∂ log βi

=
∂ log |Σ−1|

∂βi

∂βi

∂ log βi
=

tr(Σ
∂Σ−1

∂βi
)βi = tr(Σ

∂

∂βi
(A+σ−2ΦTBΦ))βi =

σ−2tr(Σφ(xi)φ(xi)
T)βi. (A7)

第3项为

∂

∂ log βi
(σ−2(t−Φµ)TB(t−Φµ)) =

∂

∂βi
(σ−2(t−Φµ)TB(t−Φµ))

∂βi

∂ log βi
=

σ−2(ti − φ(xi)
Tµ)2βi. (A8)

第4项为

∂

∂ log βi

NP
i=1

(ai log βi − biβi) = ai − biβi. (A9)

将以上式(A6)∼(A9)的计算结果代入
∂L

∂ log βi
的计算公

式(A5)中可得

∂L

∂ log βi
=−1

2
[−1 + σ−2tr(Σφ(xi)φ(xi)

T)βi +

σ−2(ti − φ(xi)
Tµ)2βi] + ai − biβi.

令上式等于0,整理后即可求出βi(i = 1, 2, · · · , N)的迭代计

算公式,即文中的式(20):

βi =
2ai + 1

2bi + σ−2(ti − φ(xi)Tµ)2 + σ−2tr(Σφ(xi)φ(xi)T)
.

3) σ2计算公式(21)的推导过程.
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令目标函数L对log σ2求偏导,并去掉与log σ2无关的项

后可以得到

∂L

∂ log σ2
=

−1

2
[N +

∂(log |Σ−1|+ σ−2(t−Φµ)TB(t−Φµ))

∂ log σ2
],

(A10)

其中

∂

∂ log σ2
(log |Σ−1|+ σ−2(t−Φµ)TB(t−Φµ)) =

∂

∂σ2
(log |Σ−1|+ σ−2(t−Φµ)TB(t−Φµ))

∂σ2

∂ log σ2
=

(
∂

∂σ2
log |Σ−1| − σ−4(t−Φµ)TB(t−Φµ))σ2 =

σ2 ∂

∂σ2
log |Σ−1| − σ−2(t−Φµ)TB(t−Φµ). (A11)

上式第1项又可以表示为

σ2 ∂

∂σ2
log |Σ−1| = σ2tr(Σ

∂Σ−1

∂σ2
) =

σ2tr(Σ
∂

∂σ2
(A + σ−2ΦTBΦ)) =

σ2tr(−σ−4ΣΦTBΦ) = −tr(Σ(σ−2ΦTBΦ)) =

−tr(Σ(Σ−1 −A)) = −tr(I −ΣA).

前面已经定义γj = 1 − αjΣjj , 所以σ2 ∂

∂σ2
log |Σ−1|可以

进一步表示为

σ2 ∂

∂σ2
log |Σ−1| = −tr(I −ΣA) =

−(N − tr(ΣA)) = −(N −
NP

j=0
(Σjjαj)) =

−
NP

j=0
(1−Σjjαj) = −

NP
j=0

γj . (A12)

将式(A11)(12)代入公式(A10)中可得

∂L

∂ log σ2
=

−1

2
[N + (−

NP
j=0

γj − σ−2(t−Φµ)TB(t−Φµ))].

令上式等于0,整理后就得到了σ2的迭代计算公式,即文中
的式(21):

σ2 =
(t−Φµ)TB(t−Φµ)

N −
NP

j=0
γj

.

以上就是RRVM模型超参数α, β和σ2迭代计算公式的

详细推导过程.
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