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摘要:针对多元混沌时间序列具有强非线性,难以建立数学模型进行准确预测的问题,本文提出一种加权极端学
习机预测算法. 首先对多元混沌时间序列进行相空间重构,并根据相空间中输入数据对预测误差的影响施加不同
的权重. 然后,提出一种支持向量极端学习机预测模型,具有支持向量机的核映射表达能力以及极端学习机的一步
快速训练能力,因此训练简便且具有较好的泛化性能.所提算法具有和训练样本三次方成正比的计算复杂度,因此
适用于102 ∼ 103样本规模的平稳时间序列. 基于Lorenz混沌时间序列和年太阳黑子和黄河年径流混沌时间序列预
测的仿真结果证明所提算法的有效性.
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Multivariate chaotic time series prediction based on
weighted extreme learning machine

HAN Min†, WANG Xin-ying
(Faculty of Electronic Information and Electrical Engineering, Dalian University of Technology, Dalian Liaoning 116023, China)

Abstract: Considering the strong nonlinear property of the multivariate chaotic time series and difficulties in mathe-
matical model building for accurate prediction, we propose a weighted extreme learning machine (ELM) prediction model.
Firstly, the multivariate chaotic time series are reconstructed in the phase space, and the instances in prediction window
are weighted according to their influence on the prediction errors. A support-vector extreme learning machine prediction
model is proposed, which combines both the kernel mapping ability of support-vector machines and the one-step fast train-
ing advantage of extreme learning machine, so that it is easy to conduct and has good generalization performance. The
computational complexity of the proposed algorithm is proportional to the cube of the training sample. Therefore, it is
suitable for stationary time series with 102 ∼ 103 sample size. The effectiveness of the proposed model are demonstrated
by simulation results based on Lorenz chaotic time series, annual sunspots, and the runoff of the Yellow River chaotic time
series.
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1 引引引言言言(Introduction)
混沌时间序列预测是目前非线性科学研究领域的

一个研究热点,并已在复杂系统建模和非线性系统预
测控制等方面取得了成功的应用[1–3],如电力系统短
期负荷预测[4]、短期交通流预测[5]、税收预测[6]. 同
时,与单元时间序列相比,多元时间序列包含更多的
系统动态特征[7–8]. 因此,对多元混沌时间序列进行建
模预测已成为科学和工程领域的一个研究重点[9–11].

神经网络因具有较强的非线性处理能力,已成为
混沌时间序列预测的一种有效方法[12–15]. 然而神经
网络的预测建模精度及更广泛的应用一直制约于其

本身存在的训练速度慢、易陷入局部最优等缺陷.极

端学习机(extreme learning machine, ELM)[16]是新近

发展起来的一种有效的神经网络学习方法,克服了传
统神经网络的缺陷,在混沌时间序列建模预测等领域
取得了较好的应用[17].

极端学习机网络隐含层节点个数对其建模预测效

果具有较大的影响,通常需采用试错法或交叉检验等
方法对其进行选择,计算量通常较大.另一方面,支持
向量机(support vector machine, SVM)作为非线性建
模领域中的另一类重要方法,采用核函数隐式表达特
征空间中的内积,并可将其求解表征为凸优化问题,
克服了传统神经网络存在的隐含层节点难以选择和

局部最小等问题[18–19],但支持向量机在某些情况下也
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存在训练较为复杂的问题.基于以上分析,本文将极
端学习机与支持向量机相结合,将支持向量机中的核
函数映射替换为极端学习机中的隐含层映射,构造一
种支持向量极端学习机预测模型,避免隐含层节点的
选择问题并保留极端学习机模型的训练简便优点. 同
时考虑到多元混沌序列预测时间窗内样本点可能来

自于不同的底层分布[11],对时间窗内的样本点施加不
同的权重,以进一步提高建模预测精度.

2 多多多元元元混混混沌沌沌时时时间间间序序序列列列和和和极极极端端端学学学习习习机机机(Multiva-
riate chaotic time series and extreme learning
machine)

2.1 多多多元元元混混混沌沌沌时时时间间间序序序列列列相相相空空空间间间重重重构构构(Multivariate
chaotic time series phase space reconstruction)
给定M维多元混沌时间序列x(1), x(2), · · · ,

x(N),其中x(i) = (x1(i), x2(i), · · · , xM(i)), i = 1,

2, · · · , N . 对该多元时间序列进行相空间重构有

D(n) =

{x1(n), x1(n− τ1), · · · , x1(n− (d1 − 1)τ1),

x2(n), x2(n− τ2), · · · , x2(n− (d2 − 1)τ2), · · · ,

xM(n), xM(n− τM), · · · , xM(n− (dM − 1)τM)},
(1)

其中τi, di(i = 1, · · · ,M)是i维混沌时间序列的延迟

时间和嵌入维数. 由嵌入延时定理[20]可知: 若d或di

充分大,则存在一个映射F : Rd → Rd(d =
M∑
i=1

di)使

得

D(n + 1) = F (D(n)). (2)

上式也可写为



x1(n + 1) = F1(D(n)),
x2(n + 1) = F2(D(n)),

...
xM(n + 1) = FM(D(n)).

(3)

由式(3),延迟时间τi(i = 1, · · · ,M)和嵌入维数di确

定好以后,重构相空间内的多变量数据即可用于建模
预测. 可采用信息熵[21]等方法确定延迟时间τ和嵌入

维数d.

2.2 极极极端端端学学学习习习机机机(Extreme learning machine)
极端学习机 [16]是一种新的前馈神经网络模型.

图1给出了相应的结构示意图. 数学表达式如下式所
示:

ok = wTg(Win · xk + b), k = 1, 2, · · · , N, (4)

其中: Win为输入权值, b为隐含层偏置值, w为输出权

值, g为激活函数,一般取Sigmoid函数, N为样本个

数, xk为m维输入向量, ok为输出向量,本文采用单输
出形式. 输入权值Win和偏置值b随机初始化,并在训

练过程中保持不变.输出权值w是唯一需要训练确定

的参数,可采用如下算法确定:

w = H†T, (5)

其中: †为广义逆运算,

H =




g(Winx1 + b1) · · · g(Winx1 + bn)
...

. . .
...

g(WinxN + b1) · · · g(WinxN + bn)




N×n

为极端学习机的隐含层输出矩阵; T = (t1, t2, · · · ,

tN)T为期望输出向量.

由式(5)可知,极端学习机的训练过程即一个简单
的线性回归过程,其有效克服了传统神经网络固有的
缺陷.

图 1 极端学习机结构示意图

Fig. 1 Structure of extreme learning machine

3 加加加 权权权 极极极 端端端 学学学 习习习 机机机(Weighted extreme
learning machine)
影响极端学习机预测建模性能的一个重要参数即

隐含层节点个数,通常需要根据训练任务的不同,采
用较为繁琐的交叉检验方法进行选择. Schrauwen和
Williams等学者已经证明[22–23]: 具有无穷个隐节点的
神经网络与支持向量机方法是等价的,而具有有限隐
节点的神经网络可看作是支持向量机方法的低维逼

近.为避免极端学习机模型中隐节点选择问题,本文
将支持向量机中的核函数映射ϕ(x)由极端学习机中
的隐含层节点映射h(x)替代,对支持向量机进行低维
逼近,以此构建支持向量极端学习机模型. 如果隐层
特征映射h(x)是未知的,可对极端学习机定义如下的
核矩阵:

ΩELM = HHT :
ΩELMi,j = h(xi) · h(xj) = K(xi · xj),

(6)

相应的输出函数可以重写为

f(x) = h(x)HT(
I

C
+ HHT)−1T =




K(x · x1)
...

K(x · xN)




T

(
I

C
+ ΩELM)−1T, (7)
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其中C为正则化系数,以平衡模型精度和模型复杂度.

在该极端学习机的特殊核实现中,隐层特征映射
h(x)可以是未知的,但通常给出相应的核K(u, v)(例
如K(u, v) = exp(−γ‖u− v‖2)). 因此,不再需要确
定隐层节点数L(隐层特征空间的维数).

在传统时间序列预测方法中,预测时间窗内的样
本点对预测点的影响是相同的. 然而,实际情况下,预
测时间窗内的样本点对预测点的影响是具有差异的,
尤其是在多元混沌时间序列预测建模中,预测时间窗
内的样本点通常来自于不同的底层分布,具有异方差
性. 基于此,本文考虑对这些样本点施加不同的权重,
以进一步提高建模预测的精度.

通过权重因子vk对支持向量极端学习机中误差变

量ek =αk/C进行加权,得到加权极端学习机(weight-
ed extreme learning machine, WELM)的优化问题:

minJ(w∗, e∗) =
1
2
w∗Tw∗ +

1
2
C

N∑
k=1

vke
∗2
k . (8)

由式(7)可得

f(x) =




K(x · x1)
...

K(x · xN)




T

(VC + ΩELM)−1T, (9)

其中VC = diag{ 1
Cv1

, · · · ,
1

CvN

}.

在本文中,权重因子vk选为

vk =
σ̂

|ek| , (10)

其中: ek = yk − f(xk)为真实值与预测值之间的残

差, σ̂ =
√

1
n

n∑
k=1

e2
k为样本噪声的标准差估计.

式(9)给出了加权极端学习机的模型方程,与式(7)
的支持向量极端学习机相比,每个样本点被施加了不
同的权重.

因此,基于加权极端学习机的多元混沌时间序列
预测算法可以总结如下:

步步步骤骤骤 1 对多元混沌时间序列进行归一化预处

理,并确定合适的重构参数进行相空间重构.

步步步骤骤骤 2 确定K(u, v),初始化支持向量极端学
习机.

步步步骤骤骤 3 按照式(10)对样本进行加权,确定训练
和测试样本集.

步步步骤骤骤 4 利用加权的训练样本集对支持向量极

端学习机进行训练.

步步步骤骤骤 5 判断

1
n

n∑
i=1

|(eold
i − ei)/eold

i | 6 10−3

是否成立,若成立转步骤6,否则转步骤3.

步步步骤骤骤 6 利用训练好的支持向量极端学习机在

测试样本上进行预测.

步步步骤骤骤 7 对预测结果进行反归一化,计算预测误
差.

本文所提算法的主要计算量在(VC + ΩELM)的求
逆计算,计算复杂度为O(N 3),其中N为样本个数. 本
文算法在102 ∼ 103数量级平稳时间序列数据中具有

较好的运算效率,对于104数量级以上大规模时间序

列数据可采用图2所示的滑动时间窗方法进行局部预
测.

图 2 时间序列预测的滑动时间窗方法

Fig. 2 Sliding window method for time series prediction

4 仿仿仿真真真实实实例例例(Simulation examples)
为验证本文所提方法的有效性,将本文所提基于

加权极端学习机的多元混沌时间序列预测方法分别

应用于Lorenz三元混沌系统和年太阳黑子–黄河年径
流二元混沌时间序列预测中. 为对不同建模方法的预
测性能进行定量比较,引入均方根误差(root mean
square error, RMSE):

RMSE = (
1

S − 1

S∑
t=1

[Pi −Oi]2)1/2,

其中: S为样本个数, Oi为实际观测值, Pi为预测输出

值.仿真实验中,正则化系数C初始化为1.

4.1 Lorenz混混混沌沌沌时时时间间间序序序列列列(Lorenz chaotic time
series)
式(11)为三维Lorenz混沌方程,当取参数a = 10,

b = 8/3, c = 28和初始值x(0) = y(0) = z(0) = 1.0
时,系统产生混沌. 本文采用四阶Runge-Kutta法迭代
产生相应的三元混沌时间序列,如图3所示.

采用x(t), y(t)和z(t)序列共同分别预测x(t + 1),
y(t + 1), z(t + 1).




ẋ = a(y − x),
ẏ = (c− z)x− y,

ż = xy − bz.

(11)

仿真实验的参数设置如表1所示. 表2给出了本文
所提方法和其他最新提出的混沌时间序列预测方法
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的比较,从表2中可以看出文献[24]提出的将高斯过程
与回声状态网络相结合的回声状态高斯过程(echo
state Gaussian process, ESGP)方法、文献[25]提出的
具有核形式的极端学习机(extrem learning machine
with kernels, ELMK)方法以及文献[26]提出的将支持
向量机与回声状态网络相结合的支持向量回声状态

机(support vector echo state machine, SVESM)方法和
本文所提方法取得的预测精度在同一数量级上. 而
在4种方法中,本文所提方法预测取得了最小的预测
误差,说明本文所提方法更具有效性.

图 3 Lorenz三元混沌时间序列

Fig. 3 Lorenz three variables chaotic time series

表 1 Lorenz-x(t)仿真参数设置
Table 1 Lorenz-x(t) simulation parameter settings

延迟时间 嵌入维数 训练 测试

τ1,2,3 = 19, 13, 12 m1,2,3 = 3, 5, 7 2000 428

表 2 Lorenz-x(t)仿真预测结果比较
Table 2 Lorenz simulation prediction results

RMSE ESGP[24] ELMK[25] SVESM[26] WELM

Lorenz-x(t) 0.0017 0.0016 0.0018 0.0015

图4–6分别给出了仿真实际曲线和本文所提方法
的预测曲线以及相应的预测误差曲线,从图中可以看
出,所提方法的预测曲线在测试数据上较好地拟合了
实际曲线.

图 4 Lorenz-x(t)预测(RMSE = 0.0015)与误差曲线
Fig. 4 Lorenz-x(t) prediction (RMSE = 0.0015) and

error curves

图 5 Lorenz-y(t)预测(RMSE = 0.0018)与误差曲线
Fig. 5 Lorenz-y(t) prediction (RMSE = 0.0018) and

error curves

图 6 Lorenz-z(t)预测(RMSE = 0.0022)与误差曲线
Fig. 6 Lorenz-z(t) prediction (RMSE = 0.0022) and

error curves
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4.2 年年年太太太阳阳阳黑黑黑子子子–黄黄黄河河河年年年径径径流流流混混混沌沌沌时时时间间间序序序列列列
(Annual sunspots and runoff of the Yellow River
chaotic time series)
将所提方法应用到年太阳黑子和黄河径流二元混

沌时间序列的预测中,样本区间为1700年∼2003年太
阳黑子与黄河径流二元混沌时间序列数据,如图7.

图 7 年太阳黑子和黄河年径流时间序列
Fig. 7 Annual sunspots and runoff of the Yellow River

chaotic time series

仿真实验的参数设置如表3所示. 表4给出了本文
所提方法和其他最新提出的混沌时间序列预测方法

的比较,从表4中可以看出,在太阳黑子序列中,本文
所提方法与ELMK和SVESM方法取得了几乎相近的
预测结果,其中SVESM方法取得了最好的预测精度,
而ESGP方法取得预测误差较大.在黄河年径流序列
中, ESGP与SVESM方法预测结果相近,而本文所提
方法和ELMK方法相近且预测误差要小于ESGP和
SVESM方法,其中本文所提方法在4种方法中取得了
最小的预测误差. 以上预测仿真结果比较分析说明本
文所提方法的有效性.

表 3 年太阳黑子和黄河年径流仿真参数设置
Table 3 Annual sunspots and runoff of Yellow River

simulation parameter settings

延迟时间 嵌入维数 训练 测试

τ1,2 = 19, 13 m1,2 = 3, 5 200 52

表 4 年太阳黑子和黄河年径流仿真预测结果比较
Table 4 Annual sunspots and runoff of Yellow River

simulation prediction results

RMSE ESGP[24] ELMK[25] SVESM[26] WELM

太阳黑子/个 20.5946 15.950 15.404 15.946
黄河径流/m3 44.259 27.558 48.569 26.077

图8–9分别给出了实际曲线和本文所提方法的仿
真预测曲线以及相应的预测误差曲线,从图中可以看

出,所提算法的预测曲线在测试数据上较好地拟合了
实际值,证明所提方法的有效性.

图 8 年太阳黑子预测(RMSE = 15.946)与误差曲线
Fig. 8 Annual sunspots prediction (RMSE = 15.946) and

error curves

图 9 黄河年径流预测(RMSE = 26.077)与误差曲线
Fig. 9 Runoff of the Yellow River prediction (RMSE =

26.077) and error curves

5 结结结论论论(Conclusion)
本文针对多元混沌时间序列预测问题,提出一种

加权极端学习机预测模型,克服了传统神经网络预测
模型训练困难和容易陷入局部最优的问题,并避免了
极端学习机模型难以确定隐节点个数的不足. 为进一
步提高预测精度,对预测时间窗内的样本点施加不同
的权重. 基于Lorenz和年太阳黑子–黄河年径流的多
元混沌时间序列预测仿真实验证明所提方法的有效

性.
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