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摘要:本文提出了一种多元化智能个体分工明确、协同合作的超启发式智能优化算法—–多元优化算法. 多元优
化算法通过交替的全局、局部搜索迭代对解空间搜索以逐渐逼近全局最优解. 搜索个体按照分工不同可以分为全
局搜索个体(全局元)和局部搜索个体(局部元). 全局元负责对整个解空间进行全局搜索以快速找到较优潜在解区
域,局部搜索元负责对各个潜在解区域进行局部搜索以提高解的质量. 该算法具有两个特点: 分工明确的搜索策略
不需要考虑均衡全局搜索和局部搜索,能够保证局部搜索能力的同时加强全局搜索以避免陷入局部最优解;全
局、局部交替搜索保证了算法对全局最优解的渐近性. 本文从理论上证明了算法的渐近性并且基于复杂多模态测
试函数比较了几个优秀的进化算法. 实验结果表明多元优化算法在渐近性方面优于其他几个比较的算法.
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On asymptotic property of multivariant optimization algorithm
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Abstract: We propose a meta-heuristic intelligent optimization algorithm named as multivariant optimization algorithm,
in which intelligent searchers have specific and defined roles in cooperation. To obtain the global optimal solution gradually,
we search the solution space through alternate iterations of global exploration and local exploitation. According to different
responsibilities, the searchers (atoms) can be divided into two kinds: the global atoms and the local ones. The global atoms
explore the whole solution space to locate the potential areas rapidly. The local atoms exploit each potential area to improve
the quality of the solution found by the global atom. The algorithm has two characters: on the one hand, the search strategy
with clear division of responsibilities eliminates the need of balancing global exploration and local exploitation, which helps
the global exploration to escape from local traps while ensuring the local exploitation. On the other hand, the alternate
iterations of global exploration and local exploitation guarantee the asymptotic behavior of algorithm. The asymptotic
property of multivariant optimization algorithm is proved theoretically. Extensive comparisons with some outstanding
evolutionary algorithms are carried out based on eight complex multi-modal benchmark functions. Results show that this
multivariant optimization algorithm is superior to the compared algorithms in asymptotic property.

Key words: multivariant optimization algorithm; asymptotic analysis; global atom; local atom; multimodal optimiza-
tion; evolutionary algorithms; optimization

1 引引引言言言(Introduction)
启发式群智能优化算法以其操作简单,收敛速度

快而被应用在路径规划、无线传感网络等实际问题

中[1–2]. 其中精英保留策略的遗传算法(genetic algo-
rithm with one elitist, EGA)[3],自适应惯性权重的粒
子群优化算法(particle swarm optimization algorithm
with inertia weight, PSO-w)[4]被普遍认为是经典有效

的方法. 然而实际优化问题的适应度面往往是复杂多
峰的[5],这些算法容易陷入局部最优解而早熟收敛[6].

为了解决该问题,许多学者通过引入新策略以提高算
法对最优解的渐近性从而逃出局部最优解,逐步逼近
全局最优解[7]. Liang教授等提出的全面学习粒子群
优化算法(comprehensive learning particle swarm opti-
mizer, CLPSO)[8]利用所有粒子历史最优信息更新粒

子的位置. CLPSO算法中,粒子的不同维度向不同的
粒子学习,该策略加强了全局搜索能力有助于逃出局
部最优解. Yang教授提出来的萤火虫算法(firefly
algorithm, FA)[9]是受启发于萤火虫之间的相互吸引
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力与它们各自的亮度成正比与它们的距离成反比.萤
火虫算法中萤火虫之间的交流仅限于与其相近的个

体,这有利于局部搜索,消除了由于存在多个最优解
给搜索群带来的迷惑. 虽然这些算法在大部分优化问
题中表现出了良好的性能,但是它们都是从搜索策略
出发要么加强全局搜索能力避免陷入局部最优解;要
么集中在各个局部的搜索避免搜索个体在多峰之间

振荡而不收敛. 由于所有搜索个体职责相同导致算法
的全局和局部搜索能力相互制约. 这些算法需要均衡
全局和局部搜索才能获得较好的结果.

为了同时加强全局和局部搜索能力. 本文提出了
一种多元化搜索个体分工明确、协同合作的超启发式

智能优化算法. 由于搜索个体(元)分工不同具有多元
化的特点,因此本文把该算法命名为多元优化算法
(multivariant optimization algorithm, MOA).在本文提
出的算法中,多个搜索元基于高效的信息共享机制按
照各自的分工对解空间进行搜索以逼近全局最优解.
搜索元按照分工不同可以分为全局搜索元和局部搜

索元,全局搜索元在解空间中随机生成负责对全局进
行搜索并对发现的潜在解区域进行记忆,局部搜索元
在潜在解区域内进行局部搜索以找到该局部区域内

的更优的解. 搜索元利用结构表完成高效的信息筛
选、记忆和共享以进行分工合作.

本文第2节介绍了多元优化算法及其复杂度.第3
节对该算法的渐近性进行了理论证明. 第4节通过模
拟实验从适应度值渐近曲线和最优解渐近精度两个

方面比较了多元优化算法,精英保留策略的遗传算法,
自适应惯性权重的粒子群优化算法,全面学习粒子群
优化算法,萤火虫算法的性能.实验结果表明多元优
化算法在渐近性方面优于其他几个参与比较的算法.

2 多多多元元元优优优化化化算算算法法法 (Multivariant optimization
algorithm)

2.1 多多多元元元优优优化化化算算算法法法的的的实实实现现现(Implementation of mul-
tivariant optimization algorithm)
多元优化算法通过交替的全局–局部搜索对解空

间进行迭代搜索并逐渐逼近全局最优解. 在迭代过程
中,多元优化算法的搜索个体被命名为元(atom),具有
职责不同,分工明确的多元化特点. 按照其职责可以
分为全局元和局部元,全局元负责全局探索,局部元
负责局部开发.

全局元Ga根据式(1)在整个搜索空间中随机生成{
Ga = [h1 · · · hd],

hi = unifrnd(mini,maxi),
(1)

式中: d是问题的维度; mini和maxi分别为解空间

第i维的下届和上届; unifrnd(mini,maxi)函数返回
一个均匀分布在mini和maxi之间的随机数. 由随机

数hi(i = 1, · · · , d)构成的全局元是一个随机向量,其
为解空间中的任意解的概率相等且大于零,因此全局
元具有全局搜索的能力. 可以看出,全局元的生成与
遗传算法(GA)和PSO算法中种群的初始化相似,都是
在整个解空间中随机生成搜索个体实现全局搜索. 不
同的是全局元只是种群的一部分且在每次迭代中生

成,迭代次数越多,全局搜索覆盖率就越大.因此全局
元的全局搜索没有以消弱局部搜索为代价,也不会随
着种群多样性的减少而衰弱. 同时,多元优化算法的
全局搜索与为避免陷入局部最优解而提出的重启策

略唯一不同的是: 全局元在每次迭代中都进行全局搜
索,而不是像重启策略算法陷入局部最优解后才进行
再次全局搜索. 全局元仅对相对具有开发潜力的区域
进行记忆,而重启策略无法保证每次重启后种群都从
具有开发潜力的区间开始进行搜索. 因此,全局元一
旦发现比历史信息更优的区域,立即对其进行局部开
采,反应速度快且保证了局部开采仅在相对有潜力的
区域内进行.

笔者认为适应度值越好的全局元所在的区域,越
有可能包含最优解,越具有开发潜力,越值得进行高
粒度的局部搜索. 全局探索的目的是对整个解空间进
行大致预览以找到多个具有开发潜力的区域.适应度
较好的全局元被作为具有开发潜力的区域中心记录

在结构体的全局链表中.

局部元根据公式(2)在以全局元Ga为中心r为半径

的局部邻域内随机生成,实现对该具有开发潜力区域
的局部搜索.

La = Ga + r × [l1 · · · ld], (2)

式中: li(i = 1, · · · , d)是−1到1之间均匀分布的随机
数. 可见, La为该局部邻域内的任意解的概率相等且

大于零. 当Ga不为该区域内的最优解时,则La优于

Ga的概率大于零. 局部开发的目的一方面为了找到该
局部区域内较全局元更优的解并取代全局元作为新

的潜在解区域中心实现向最优解逼近;另一方面为了
通过不同局部元组对不同局部区域独立搜索的方法

来尽量避免搜索群在多个局部最优解之间震荡而无

法收敛于全局最优解. 新局部元与历史局部元竞争,
较优的元作为历史信息进入局部链表保留下来. 如果
局部元优于该区域的全局元,则该局部元将取代全局
元作为新的潜在解区域中心进入全局链表.

算法基于如图1所示的上三角型结构体完成对历
史信息的记忆和共享来指导多元化搜索元分工合作

对解空间进行全局探索和局部开发.

结构体由一个全局有序链表和n个局部有序链表

构成. 图1中, n为全局链表长度,第i个局部链表长度

为n− i + 1.
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图 1 多元优化算法结构体

Fig. 1 Structure table of multivariant optimization algorithm

结构表中每个链表实际是按照搜索元适应度值优

劣顺序记录搜索元信息的双向链表.全局有序链表根
据全局元的适应度值按照适应度从右到左越来越优

的顺序记录全局元. 全局元位置越靠左,其对应的局
部队列的节点就越多,其周围局部元就越多,其所在
局部区域内搜索粒度越高. 全局链表通过对全局元的
管理实现对全局潜在解区域信息的记忆,更新与共享.
每个局部有序链表根据全局元的适应度值按照适应

度从上到下越来越优的顺序记录局部元. 局部链表负
责其所在局部区域内历史信息的记忆与更新. 基于
C++的链表的实现以及插入、删除、排序操作的详细
描述可以参考文献[10].

多元优化算法的程序流程如图2所示.

图 2 多元优化算法程序流程

Fig. 2 Program flow of multivariant optimization algorithm

由图2可知,算法通过以下6个步骤实现对解空间
的搜索:

步步步骤骤骤 1 设置每次迭代中全局元个数m,第i个局

部区域内分配的局部元个数mi,局部半径r,最大迭代
次数Imax,问题的维度d,解空间第i维的上、下界

mini和maxi.

步步步骤骤骤 2 根据式(1),在整个解空间随机生成全局
元实现全局搜索,以期望快速找到多个具有潜力的解

区域.

步步步骤骤骤 3 更新全局链表的目的有两个:第一是对
比历史全局元更优秀的新全局元进行记忆与共享;第
二是通过按照适应度值排序使得全局元越优秀,其所
在区域就分配越多的局部搜索元. 因此更新全局链表
需要首先对新全局元进行评价,然后根据历史和新全
局元的适应度值对其排序,最后把适应度值较好的全
局元按照顺序放入全局链表.为了保证全局链表的长
度固定不变,较差的全局元被丢弃. 适应度值较好的
全局元作为潜在解区域的中心被记录在结构体的全

局链表中.

步步步骤骤骤 4 在每个以全局元为中心的潜在解区域随

机生成不同数量的局部元实现不同粒度的局部搜索.
新生成局部元个数与其对应的全局元下的局部链表

节点个数相同.全局元越优,其在结构表中对应的局
部链表节点越多则其所在区域生成的局部元就越多,
搜索粒度越高.

步步步骤骤骤 5 更新堆栈.新产生的局部元与其对应堆
栈中历史局部元竞争,越优的局部元越能向上移动.
当局部元优于该局部范围内的全局元时,其将取代全
局元进入全局链表成为新潜在区域的中心. 这样局部
元就能逐渐向更优的区域移动并逐渐向最优解逼近.
为了保证局部链表节点个数不变,较劣的局部元在竞
争中被挤出结构体.

步步步骤骤骤 6 检查终止条件,如果满足则终止算法运
行. 如果条件不满足则转到步骤2开始新一次的迭代,
直到最大迭代次数到达为止.

2.2 多多多元元元优优优化化化算算算法法法计计计算算算复复复杂杂杂度度度分分分析析析(Complexity
analysis of multivariant optimization algorithm)

PSO和GA算法的优点之一就是计算复杂度低,本
文分析比较了MOA算法与PSO和GA算法计算复杂
度.当全局元数目为n,第 i个潜在解内生成局部元数

目为n− i + 1,优化问题的维度为D时, MOA算法一
次迭代中每个步骤的计算复杂度如表 1所示. 全局搜
索操作生成n个D维元的计算复杂度为O(nD). 更
新队列操作的计算复杂度包括评价n个D维元的计

算复杂度O(nD)和 2n个全局元排序的计算复杂度

O(
2n(2n− 1)

2
). 局部搜索操作生成

n(n + 1)
2

个D

维元的计算复杂度为O(
n(n + 1)

2
D). 更新第i个堆栈

操作的计算复杂度包括评价n− i + 1个D维元的计算

复杂度O((n− i + 1)D)和最多O(n− i + 1)2次比较,

则更新所有队列的总计算复杂度为O(
n(n + 1)

2
D+

1
6
(2n3 + 3n2 + n)). MOA算法一次迭代的总复杂度

为O((n2 + 3n)D +
1
6
(2n3 + 15n2 − 5n)). 为了比较

MOA, GA和PSO的复杂度,定义3种算法的种群大小
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均为M = 0.5n2 + 1.5n. 因为2M大于n2,所以MOA
算法一次迭代的总复杂度低于O(2MD+ (2(2M) 3

2

+30M−5(2M) 1
2 )/6) ≈ O(2MD+0.5M

3
2 +5M).

表1中同时列出了,当种群大小也为时M , GA和PSO
的复杂度.详细的GA和PSO算法复杂度分析可以参
考文献[11–12].

表 1 MOA, GA和PSO计算复杂度
Table 1 Complexity of MOA, GA and PSO

算法 步骤 计算复杂度

全局搜索 O(nD)

更新全局链表 O(nD +
2n× (2n− 1)

2
)

MOA 局部搜索 O(
(n2 + n)D

2
)

更新局部链表 O(
(n2 + n)D

2
+

1

6
(2n3 + 3n2 + n))

总复杂度 O(2MD + 0.5M
3
2 + 5M)

GA

轮盘赌法选择M个基因

单点交叉

单点变异

评价M个基因

总复杂度

O(M2)

O(MD)

O(M)

O(MD)

O(2MD + M2 + M)

PSO

更新速度

更新位置

评价M个粒子

更新全局和个体历史最优解

总复杂度

O(6MD)

O(MD)

O(MD)

O(2M)

O(8MD + 2M)

由表1可知: 当种群大小为常数时, MOA, GA和
PSO算法的复杂度主要取决于问题的维度D,它们
的复杂度都是D的1次方;当问题的维度D为常数,
且种群大小相等时,算法复杂度主要取决于种群的
大小, MOA, GA和PSO算法的复杂度分别为M的

1.5, 2和1次方.根据大O的定义[13]可得,当问题的
维度以及种群的大小增加时, MOA算法的计算复杂
度增长速度与GA和PSO属于同一个数量级.

MOA算法中用于管理多元化个体的结构表增加
了算法的空间复杂度,但是目前计算机内存足够大,
MOA算法通过充分利用了计算机大内存的优势来
实现高效的信息记忆与共享.

3 多多多元元元优优优化化化算算算法法法渐渐渐近近近性性性(Asymptotic property
of multivariant optimization algorithm)
本文基于最小化优化问题证明多元优化算法的

渐近性. 给定有限非空集合S中存在最优解集合

Ω = {x∗|x∗ ∈ S, f(x∗) < ε},其中f : S → R为目
标函数, ε是可接受的目标函数值.最小化优化问题
亦即在解空间S中找到至少一个使目标函数最小化

的点x∗.
定定定义义义 1 适应度渐近性. 令k时刻算法找到的最

优解为x∗k, {dk|dk = f(x∗k)− f(x∗), 1 6 k 6 N}为
优化算法所生成的非负随机过程. 如果当f(x∗k) >

f(x∗)时,存在一个正常数τ ,使得E(dk+1)6E(dk)

− τ则称算法具有适应度渐近性.

定定定理理理 1 多元优化算法具有适应度渐近性. 对
于多元优化算法所生成的非负随机过程{dk|dk =
f(x∗k) − f(x∗), 1 6 k 6 N}, 当f(x∗k) > f(x∗)时,
存在一个正数τ ,使得E(dk+1) 6 E(dk)− τ .

证证证 由于多元优化算法通过优胜劣汰的机制决

定搜索元进入或者退出结构体,所以P (f(x∗k+1)−
f(x∗k) > 0) = 0. 又由于多元优化算法全局和局部
元在搜索空间内随机生成且 f(x∗k) > f(x∗),则
P(f(x∗k+1) = f(x∗k)) 6= 1. 由此可得P(f(x∗k+1)−
f(x∗k) < 0) > 0.

令E(f(x∗k+1)− f(x∗k))=−τk+1. 显然 τk+1 >0,
则

E(dk+1 − dk) =
E((f(x∗k+1)− f(x∗))− (f(x∗k)− f(x∗))) =
E(f(x∗k+1)− f(x∗k)) = −τk+1.

即E(dk+1) = E(dk)−τk+1.

令τ = min{τN , · · · , τ1}则E(dt+1) 6 E(dt)−τ .

定理得证. 证毕.

定定定义义义 2 全局最优解渐近性. 令k时刻算法找到

的离全局最优解最近的解为x′k. 对于优化算法找到
的所有解与全局最优值之间最短距离Dk = |x′k −
x∗|所生成的非负随机过程{Dk, 1 6 k 6 N}. 如果
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当x′k 6= x∗时,存在正数ε,满足E(Dk+1)6E(Dk)−
ε,则称算法具有全局最优解渐近性.

定定定理理理 2 多元优化算法具有全局最优解渐近

性. 令x′k为k时刻多元优化算法访问过的与全局最

优值距离最近的解. 多元优化算法所生成的非负随
机过程{Dk, 1 6 k 6 N},当x′k 6= x∗时,存在一个
正常数ε,使得E(Dk+1) 6 E(Dk)− ε.
证证证 对于k时刻搜索元访问过的解集合Sk,经过

全局和局部搜索运算g后生成新集合S′k,可得到k +
1时刻搜索元访问过的集合Sk+1 =Sk∪S′k. 虽然搜
索过程中适应度值最优的解不一定离全局最优解最

近,但是多元优化算法利用结构表记录了搜索历史
信息.所以访问过解离全局最优解的最短距离不可
能增加即P(Dk+1−Dk > 0) = 0. 当x′k 6= x∗时,在
第k + 1次搜索中,全局搜索元以概率访问到比x′k离
全局元更近的解,局部元以概率访问到离某一局部
最优解或全局最优解更近的解. 因此P(Dk+1−
Dk = 0) 6= 1, P(Dk+1−Dk < 0) > 0. 令E(Dk+1−
Dk)=−εk+1,易证εk+1 >0. 则E(Dk+1)=E(Dk)−
εk+1,令ε=min{εN , · · · , ε1},则E(Dk+1)6E(Dk)
− ε. 定理得证. 证毕.

4 数数数值值值仿仿仿真真真(Numerical experiments)
4.1 标标标准准准测测测试试试函函函数数数(Benchmark functions)
本文从参考文献中选择了8个具有多峰性和欺

骗性的二维复杂测试函数用以比较5种算法的渐近
性. 尽管这些函数维度低,但是大部分智能优化算
法容易陷入局部最优解而无法找到这些函数的全局

最优解[14–18]. 因此这些函数具备一定的复杂性来
挑战新方法. 为了以分贝(dB)为单位比较各个方法
的渐近性,本文对部分测试函数增加了一个偏移量
使其最优值为0. 各个测试函数表达式如下:

1) Michalewicz[14].

f1(X) =
d∑

i=1
(sin(

i× x2
i

π
))20 sinxi + 1.81.

搜索空间为x1∈ [0, 5], x2∈ [0, 5],全局最优解x1 =
2.2, x2 = 1.57.

2) Langermann[15].

f2(x, y) = −
5∑

i=1
ci · cos(ziπ) · e− zi

π + 5.163,

zi = (x− ai)2 + (y − bi)2,

a = [3, 5, 2, 1, 7],

b = [5, 2, 1, 4, 9],

c = [1, 2, 5, 2, 3].

搜索空间为x∈ [0, 10], y∈ [0, 10]. 全局最优解为x=
2, y = 1.

3) YangStandingWave[17].

f4(X) = e
−

dP
i=1

(xi/15)6

− 2e
−

dP
i=1

x2
i

d∏
i=1

cos2 xi.

搜索空间为x1 ∈ [−20, 20], x2 ∈ [−20, 20]. 全局最
优解为x1 = 0, x2 = 0.

4) Damavandi[16].

f3(X) = [1− |sin [π(x1 − 2)] sin [π(x2 − 2)]
π2(x1 − 2)(x2 − 2)

|5]×
(2 + (x1 − 7)2 + (x2 − 7)2) + 1.

搜索空间为x1 ∈ [0, 14], x2 ∈ [0, 14]. 全局最优解
为x1 = 2, x2 = 2.

函数5)–8)是文献[18]中提出的新型合成多峰复
杂测试函数. Suganthan教授在其个人主页http://
www. ntu.edu.sg/home/EPNSugan/上提供了这些函
数的代码及其所使用的正交矩阵、偏移全局最优

解、控制参数. 这4个函数搜索空间为xi∈ [−5, 5](i
= 1, · · · , 10),最小值均为0.

5) CF1.

cf1– cf10: Sphere Function.

[δ1 · · · δ10] = [1 · · · 1],
[λ1 · · · λ10] = [0.05 · · · 0.05].

全局最优解: x1 = −1.9402, x2 = −3.7831.

6) CF3.

cf1– cf10: Griewank’s Function.

[δ1 · · · δ10] = [1 · · · 1],
[λ1 · · · λ10] = [1 · · · 1].

全局最优解: x1 = 1.0600, x2 = −3.7617.

7) CF4.

cf1– cf2: Ackley’s Function,

cf3– cf4: Rastrigin’s Function,

cf5– cf6: Weierstrass Function,

cf7– cf8: Griewank’s Function,

cf9– cf10: Sphere Function.

[δ1 · · · δ10] = [1 · · · 1],
[λ1 · · · λ5] = [5/32 5/32 1 1 10],
[λ6 · · · λ10] = [10 0.05 0.05 0.05 0.05].

全局最优解: x1 = 3.3253, x2 = −1.2835.

8) CF5.

cf1– cf2: Rastrigin’s Function,

cf3– cf4: Weierstrass Function,

cf5– cf6: Griewank’s Function,

cf7– cf8: Ackley’s Function,

cf9– cf10: Sphere Function.
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[δ1, · · · , δ10] = [1, · · · , 1],
[λ1, · · · , λ5] = [1/5, 1/5, 10, 10, 0.05],
[λ6, · · · , λ10] = [0.05, 5/32, 5/32, 0.05, 0.05].

全局最优解: x1 = 1.5953, x2 = 2.6440.

4.2 算算算法法法参参参数数数设设设置置置(Parameter settings for algori-
thms)
为了通过统计分析的方法公平合理地比较5种

不同算法的渐近性,本文对每个测试函数进行了
100次寻优测试.所有参与比较的算法在每次测试
中具有相同的种群大小、迭代次数和初始种群: 种
群大小为20,最大迭代次数为200,初始种群是在整
个解空间中均匀采样生成的. 本文实验是在为双核
1.6 GHz CPU, 2 GB内存的个人笔记本电脑上使用
MATLAB 7.8 (The Mathworks, Inc., Natick, MA,
USA)编程实现的.

参与比较的算法以及文献中给出的它们最优参

数如下:

·精英保留策略的遗传算法: 每次迭代种群更
新率(generation gap)为0.8;以轮盘赌的方法对染色
体进行选择;均匀交叉和单点变异的概率分别设置
为0.2和0.01[3].

·自适应惯性权重的粒子群优化算法: 惯性权
重随着迭代次数的增加从1.4按照指数递减到0.5;
加速常数c1和c2均为1.49445[4].

·全面学习粒子群优化算法: 惯性权重随着迭
代次数的增加从0.9按照指数递减到0.4;加速常数c

为1.49445;更新间隔(refreshing gap)为7[8].

·萤火虫算法: 随机搜索因子α为0.2;吸引力参
数β0为1;亮度吸收参数γ为1[9].

·多元优化算法: 结构体为三角形结构;队列长
度分别为5;堆栈深度从左到右依次递减1,左边第
一个堆栈栈深为5;全局搜索元个数与队列长度相
等;局部搜索元组种群大小与其对应的堆栈深度相
等;局部搜索半径r为0.1.

4.3 结结结果果果与与与讨讨讨论论论(Results and discussion)
4.3.1 局局局部部部搜搜搜索索索区区区域域域半半半径径径(Radius of local search

area)
r决定了局部搜索的范围, r过大无法保证渐近

精度,然而r过小一方面不宜与搜索速度,另一方面
也不利于局部元通过自身的搜索跳出局部最优解.
为了研究多元优化算法的控制参数r取不同值时对

优化性能的影响,本文基于CF1, CF3, CF4与CF5等
4个具有挑战性的测试函数分别取解空间上下界跨
度的0.01, 0.05, 0.1, 0.15, 0.2倍作为r值进行了测试.
对于每个r值都进行了20次随机测试.图3展示了r

取不同值时20次试验获得的平均适应度值随迭代次
数的变化曲线.

(a) CF1

(b) CF3

(c) CF4

(d) CF5

图 3 平均适应度值曲线

Fig. 3 Curve of mean fitness value

由图3可以得出如下结论:

1) r取值分别为0.1和2时获得的结果之间的比
较可以看出: r = 2时,适应度值一开始下降较快,然
而搜索后期适应度值下降较慢且最终适应度值较

差; r = 0.1时,适应度值一开始下降较慢,然而最终



第 2期 李宝磊等: 多元优化算法的渐近性分析 175

适应度值较低. 可见取较大的r值时,算法搜索速度
快,渐近精度低;取较小的r值时,算法搜索速度慢,
渐近精度高.

2) 对函数CF3和CF4的寻优结果可以看出当r

= 0.1或者r = 2时算法都没能获得最低的适应度
值. r = 0.1时算法没有获得最低的适应度值的原因
是CF3和CF4函数的适应度值面上存在许多距离较
近的局部陷阱[18], r值过小,算法容易陷入局部最优
解而无法到达全局最优解. r = 2时算法没有获得最
低的适应度值的原因是CF3和CF4函数的全局最优
解在一个非常狭小的范围内, r值过大,算法很难保
证渐近精度.综上所述,当r取值为0.5, 1或1.5时算
法获得CF3和CF4函数较优适应度值也是合理的.

如实说,很难找到一个对所有优化问题都能同
时保证渐近进度以及搜索速度的最佳r值.值得庆
幸的是r值的选取可以参考小生境算法中物种半径

(niching redius)的设置方法,因为它们都是用来确
定局部搜索范围.为了获得较快搜索速度的同时保
证渐近精度, r的设置应采用文献[19]中物种半径的
设置方法既把r设置为解空间上下界跨度的0.05 ∼
0.1倍之间. 该方法被广泛认可[20–21]并且仿真结果

也显示了该方法在多元优化算法局部搜索半径设置

中的普遍有效性. 运算时间充裕的情况下可以把r

值设的小一点以获得较高的渐近精度.渐近精度要
求不高的情况下可把r值设的大一点以获得较快的

搜索速度.为在200次迭代后获得较高的渐近精度,
本文把r值设为解空间上下界跨度的0.01倍既0.1.

4.3.2 对对对比比比结结结果果果(Comparison results)
本文从渐近曲线和渐近误差两个方面比较算法

的渐近性. 图4显示了5种优化算法在200次测试中
找到的最优适应度均值随着迭代次数变化的渐近曲

线.

(a) Michalewicz

(b) Langermann

(c) YangStandingWave

(d) Damavandi

(e) CF1

(f) CF3

(g) CF4

(h) CF5

图 4 适应度均值渐近曲线
Fig. 4 Asymptotic curve of mean fitness value
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由图4本文可以得出如下结论:

1) 除了CF3函数的测试以外,多元优化算法的
最优适应度均值随着迭代次数的增加不断降低并低

于其他4个参与比较的算法. 这说明多元优化算法
在大部分优化问题中逐渐逼近全局最优解,具有全
局最优解适应度值渐近性. 这与定理1的结论相吻
合. CF3函数中多元优化算法表现较差,其原因正如
图3所描述的那样,由于CF3函数的适应度面上存在
许多距离较近的局部陷阱, r取0.1时其值较小,算法
以一定概率陷入CF3函数局部陷阱而无法到达全局
最优解. 尽管如此, MOA算法获得的适应度均值较
最低适应度均值相差不大.

2) 精英保留策略的遗传算法、自适应惯性权重
的粒子群优化算法和萤火虫算法的最优适应度均值

达到一定值之后进入停滞状态,不随着迭代次数的

增加而减少. 这一方面说明这些方法容易陷入局部
最优解,早熟收敛;另一方面也说明这些测试函数
具有一定的欺骗性和复杂性. 使得这些算法不能逐
渐逼近全局最优解,测试算法具有一定挑战性.

3) 在大部分测试函数中,全面学习粒子群优化
算法的最优适应度均值随着迭代次数的增加不断降

低并在函数CF3的测试中低于多元化优化算法. 这
说明与精英保留策略的遗传算法、自适应惯性权重

的粒子群优化算法和萤火虫算法相比,全面学习粒
子群优化算法的跳出局部最优解的能力更强,全局
最优解渐近性更好.

为了比较几种算法的渐近精度,本文定义算法
找到的最优解与全局最优解之间的欧式距离为渐近

误差. 表2中列出了5种优化算法在100次测试中渐
近误差的均值及标准差.

表 2 渐近误差统计
Table 2 Statistic of asymptotic error

测试函数 EGA PSO-w CLPSO FA MOA

Michalewicz 0.0031± 0.00 0.003± 0.00 0.003± 0.00 0.003± 0.00 0.0053± 0.00
Langermann 0.0081± 0.02 2.0974± 3.79 2.4774± 3.28 0.0070± 0.00 0.0431± 0.02
Damavandi 17.3039± 16.52 4.9763± 10.76 28.0014± 2.82 22.5267± 11.37 22.4049± 11.43

YangStandingWave 6.5056± 1.92 7.0711± 0.00 7.0711± 0.00 7.0711± 0.00 5.0683± 3.18
CF1 0.0010± 0.00 0.7722± 1.46 0.7672± 1.65 0.0173± 0.00 0.0122± 0.01
CF3 0.3079± 1.01 1.0501± 1.56 2.0622± 1.55 0.0749± 0.52 0.0231± 0.01
CF4 3.038± 2.92 3.6777± 2.31 4.2574± 2.38 3.1623± 1.40 1.9254± 2.50
CF5 0.0215± 0.29 2.1141± 2.08 3.0268± 2.13 0.524± 1.37 0.0201± 0.01

由表2可以看出:在大多数优化问题中,多元优
化算法找到的最优解与全局最优解误差均值较其他

方法小. 这说明多元优化算法具有全局最优解渐近
性且逼近全局最优解的精度较高. 不同函数的适应
度面差异导致同一个方法对不同测试函数的渐近精

度迥异.对于Michalewicz, Langermann和CF1函数,
各个方法都能达到较高的渐近精度.尽管MOA的渐
近精度不是所有参与比较的算法中最高的,但是其
误差均值与最小误差均值相差不大.对于Damavan-
di函数由于其适应度面具有较强的欺骗性,所有的
方法的渐近精度都较低. 对于YangStandingWave,
CF3, CF4和CF5等4个测试函数,大部分方法的渐近
误差都较大,但是MOA获得最小的渐近误差. 这说
明本文提出的方法在大部分测试函数中具有较高的

渐近精度.

5 结结结论论论(Conclusions)
本文提出了一种搜索个体分工多元化的启发式

优化算法并从理论上证明了该方法的渐近性. 多元
优化算法中,多元化搜索元分工协作分别对解空间

进行全局和局部搜索,而不必考虑均衡全局搜索和
局部搜索的问题,这保证了算法能够以一定的渐近
精度逐渐逼近全局最优解. 仿真结果也显示了该方
法在渐近性和渐近精度方面优于其他几个经典的启

发式群智能优化算法. 该算法在复杂优化问题中具
有较好的渐近性,对于解决容易导致算法早熟收敛
的全局优化问题具有良好的表现.

本文主要集中在从理论和仿真两个方面讨论多

元优化算法的渐近性. 进一步的工作将集中在通过
利用结构体中的历史搜索信息预测搜索结果[22]以

保证渐近精度的前提下提高渐近速度.
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