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摘要: k近邻故障检测(fault detection based on k nearest neighbors, FD–kNN)方法能够提高具有非线性和多模态特
征过程的故障检测率.由于系统故障通常由潜隐变量异常变化引起,而该类型故障并不能被观测数据直观表现,因
此直接在观测变量上执行FD–kNN方法,其故障检测率降低. 本文旨在提高FD–kNN方法针对潜隐变量故障的检测
能力,提出基于独立元的k近邻故障检测方法. 首先,通过对观测数据应用独立元分析(independent component analy-
sis, ICA)方法,获得独立元矩阵;接下来在独立元矩阵中应用FD–kNN方法进行故障检测. 这等同于直接监控过程潜
隐变量的变化,可以提高过程故障检测率.通过非线性实例仿真实验,证明本文方法检测潜隐变量故障是有效的;同
时,在半导体蚀刻工艺过程的仿真实验中,与主元分析(principal component analysis, PCA)方法、核主元分析(kernel
principal component analysis, KPCA)方法、基于主元分析的k近邻故障检测(principal component–based k nearest neig-
hbor rule for fault detection, PC–kNN)方法和FD–kNN方法进行对比,实验结果进一步验证了本文方法的有效性.
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Abstract: Fault detection based on k nearest neighbors (FD–kNN) method is able to improve the fault detection rate
(FDR) in a process with nonlinear and multimode characteristic. Since some faults are caused by some abnormal change of
latent variables and they are difficultly recognized through the observed variables, when FD–kNN is implemented directly
in observed data set, its detection result is disappointed. Aiming to improve the fault detection ability of FD–kNN on
abnormal change of latent variables, a k nearest neighbors fault detection strategy based on independent component analysis
(ICA) is proposed in this paper. First, implement ICA in observed data set to obtain an IC matrix, in which all variables
are independent. Then, the conventional FD–kNN is implemented to detect faults in the proposed IC matrix. When
FD–kNN is implemented in IC matrix, it means that some latent variables are monitored by FD–kNN. Hence, the faults
occurring on latent variables are able to be detected by FD–kNN. The efficiency of the proposed strategy is implemented
in a simulated case and in the semiconductor manufacturing processes. The experimental results indicate that the proposed
method outperforms PCA (principal component analysis), KPCA (kernel principal component analysis), k-nearest neighbor
rule based on PCA (PC–kNN) and FD–kNN.
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1 引引引言言言(Introduction)
在现代工业生产过程中,产品质量与过程安全等

因素促使过程故障检测与诊断技术迅速发展.由于分
布式控制系统可以自动测量和存储大量的多变量采

样数据,因此多变量统计过程监控方法已经成为当今
监控领域研究的重点.

主元分析(principal component analysis, PCA)是一
种典型的、基于数据驱动的多变量统计过程监控方

法;已经被广泛地应用在化工生产过程并且取得了可
喜的成果[1–4]. PCA通过正交变换将高维观测空间分
解成主元子空间和残差子空间,并且分别应用Hotell-
ing’s T2和平方预测误差(squared prediction error, SPE)
实现对上述两个子空间的过程监控.由于PCA本质上
是一种静态的线性变换方法,当其被应用到非线性系
统监控时,该方法通常会导致大量误报情况. 为了解
决非线性过程的监控问题,一些基于PCA的非线性方
法已经被提出,同时获得了快速发展[5–7]. 近些年,基
于核理论的主元分析方法(kernel principal compo-
nent analysis, KPCA)已经有效地被用于解决非线性
系统的过程监控问题[8–11].

上述方法,如PCA和KPCA,适用于监控单模态过
程;将其应用于多模态过程通常存在较高的误报情
况[12]. 为了监视多模态过程, He等提出一种基于k最

近邻故障检测(fault detection based on k nearest neig-
hbors, FD–kNN)方法[13]. FD–kNN方法以当前样本与
其前k最近邻样本距离之和作为统计指标来识别当前

样本状态. 该方法只依靠样本及其近邻的距离相似程
度来监控过程状态,降低了多模态对过程监控的影响.
然而,当样本具有较高维数时, FD–kNN需要频繁计
算高维数据间的距离,这将产生大量的时间消耗,同
时对存储空间也提出更高的要求. 针对上述缺陷,
He等提出一种基于PCA和FD–kNN相结合的检测
(principal component–based k nearest neighbor rule for
fault detection, PC–kNN)方法[14]. 首先,应用 PCA将
数据集分成主元子空间和残差子空间;接下来,在主
元子空间中执行FD–kNN方法. PC–kNN在低维主元
子空间中计算样本间距离,这将降低距离计算的复杂
度,提高计算效率.然而在监控过程中,检测结果的重
要性高于计算效率.由于PCA并不是一种距离保持降
维方法,也就是说,在降维过程中,故障点可能由于空
间位置关系转变为正常点,这将导致检测结果的不准
确性. 综上,相对检测结果而言, PC–kNN不具有优于
FD–kNN的检测性能.

FD–kNN方法应用当前样本与其近邻的欧式距离
相似度度量当前样本状态,因此变量的尺度变换是首
要考虑的问题.通常FD–kNN与Z–score标准化方法
结合使用,通过Z–score方法调节监控变量尺度来提
高FD–kNN的检测性能.然而,观测变量的标准化处

理并不能实现对过程潜隐变量的同步统一标准化处

理. 这将导致分布集中的潜隐变量方向上的微弱故障,
较难被FD–kNN方法检测出来.

近年来,独立元分析(independent component ana-
lysis, ICA)被引入过程监控[15]. ICA作为PCA的延伸,
是从多维统计数据中发现隐含因素或成分的一种方

法[16–17]. ICA区别于其他方法的特点是利用ICA方法
得到的独立成分在统计上独立. ICA方法一方面充分
利用了高阶统计量,另一方面可从观测数据中进一步
提取出相互独立的潜隐变量,这些潜隐变量更能本质
地反映过程特征. 为了提高FD–kNN检测潜隐变量故
障的能力,本文提出一种基于独立元的k最近邻故障

检测(independent component–based k nearest neighb-
ors rule for fault detection, FD–IkNN)方法.首先,对观
测数据进行独立元分析,获得独立元矩阵. 接下来,在
独立元矩阵中执行FD–kNN.本文的余下部分安排如
下: 第2节简要叙述ICA和FD–kNN方法;第3节给出
基于独立元的k最近邻故障检测基本框架;在第4节
中,给出关于非线性数值例子,说明本文方法的有效
性;第5节给出本文方法在半导体蚀刻工艺过程中仿
真应用,同时与PCA、KPCA、FD–kNN和PC–kNN等
方法进行对比分析,进一步验证本文方法的有效性;
第6节给出结论和相关展望.

2 独独独立立立元元元分分分析析析与与与k近近近邻邻邻故故故障障障检检检测测测方方方法法法 (Indep-
endent component analysis and fault detec-
tion based on k nearest neighbors)

2.1 独独独立立立元元元分分分析析析(Independent component analysis)
设x为观测向量,包含n个观测变量. ICA将x分解为

x = sA+ e, (1)

其中: s ∈ R1×r为独立元向量; A ∈ Rr×n为未知混

合矩阵; e ∈ R1×n为误差向量,且r 6 n. ICA方法是
由观测向量x估计A和s,进而得到分离矩阵W和重构

独立元向量ŝ,使其满足

ŝ = xW. (2)

一般进行ICA算法之前,先要对数据进行中心化
和白化预处理,以去除观测变量的相关性,使预处理
后的观测变量的协方差阵为单位阵.

1) 中心化. 对观测变量按照式(3)进行中心化处理,

xi = xi − µi, (3)

其中µi为变量xi均值.

2) 白化. 首先,对中心化向量x的协方差矩阵进行

奇异值分解:

E{xTx} = UΛUT, (4)

其中: Λ为x的协方差矩阵的特征值对角阵, U为与特
征值对应的特征向量矩阵.
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接下来,选取

Q = UΛ− 1
2 , (5)

z = xQ, (6)

则z的协方差矩阵满足E{zTz} = I ,称z为白化向量.

由式(1)和式(6)可得, z = xQ = sAQ = sB,其
中B = AQ为分离矩阵且为正交矩阵. 于是,得到独
立元s估计值

ŝ = xQBT. (7)

由式(2)和式(7)可知B与W满足以下关系:

W = QBT. (8)

文献[18]给出获取独立元的算法FastICA. Fast-
ICA是一种快速寻优迭代算法;基于负熵最大的Fast-
ICA算法以负熵最大作为一个搜寻方向,可以实现顺
序地提取独立元. 文献[19]提出依据分离矩阵W中行

的Euclidian范数(L2)贡献确定独立元个数的方法.

2.2 k近近近邻邻邻故故故障障障检检检测测测方方方法法法 (Fault detection based on
k nearest neighbors)

FD–kNN方法的基本原理是使用样本与其近邻的
距离度量样本之间的差异.首先,在训练样本空间中
查找样本x的前k个近邻{x(1),x(2), · · ·,x(k)} . 其次,
计算x与其前k个近邻样本的距离平方和:

D2 =
k∑

i=1

d2i , (9)

其中di为样本x与其第i近邻x(i)的欧式距离. 最后,根
据非中心的卡方分布,确定置信度为α的检测控制

限D2
α

[13]. 当待检测样本的D2大于控制限D2
α时判定

其为故障样本,否则判定其为正常样本. FD–kNN具
体计算过程如下:

离线建模过程包含以下3步:

第第第1步步步 在训练样本集X中查找每个样本x的前k

个近邻样本;

第第第2步步步 应用式(9)计算x的k近邻距离D2;

第第第3步步步 确定训练模型的控制限D2
α.

同样,在线检测过程也包含3步:

第第第1步步步 在训练数据集X中寻找待检测样本x∗的

前k个近邻样本;

第第第2步步步 利用式(9)计算x∗的k近邻距离D2
∗;

第第第3步步步 将D2
∗与控制限D2

α比较: 若D2
∗ > D2

α,判
定x∗为故障,否则x∗为正常.

3 基基基于于于独独独立立立元元元的的的k近近近邻邻邻故故故障障障检检检测测测方方方法法法 (Indep-
endent component–based k nearest neigh-
bors rule for fault detection)
FD–kNN是一种有效的多变量过程监控方法,已

经成功地被应用于非线性和多模态系统的过程监视

中,并取得了令人满意的结果.由于变量尺度与量纲
差异影响,通常在过程监控之前对采样数据需要进行
有效的标准化处理. Z–score是一种常用的数据预处
理方法,通过调整变量的均值与方差,能够使不同量
纲变量在同一尺度下进行比较. 因此,传统方法中通
常将Z–score与监控方法结合使用,提高经典算法对
过程的监控能力,例如FD–kNN, PCA和KPCA等.

Z–score与FD–kNN相结合的方法对变量相互独
立的过程进行监控是有效的. 例如,图1(a)中变量x

和y相互独立且服从二元高斯分布,均值与标准差分
别为[0, 0]和[5, 1]. 点f1和f2为过程离群点,分别沿变
量x和y方向偏离数据中心4倍标准差的距离. 经过
Z–score处理后的数据散点图如图1(b)所示,变量x

和y被调整为同一尺度,同时离群点f1和f2的故障程

度近似相同.在经过标准化处理后的数据集上应用
FD–kNN方法,可以有效检测出以上两个离群点,同
时可以统计出两个故障点的故障程度近似相同.如果
没有进行Z–score的数据预处理过程,直接在图1(a)
所示数据集中应用FD–kNN,在计算距离过程中,变
量x对距离的贡献往往会淹没变量y相应的贡献,故离
群点f2将会被误报为正常点,降低了FD–kNN方法的
检测性能.

(a) 原始数据 (b) Z-score处理后数据

图 1 说明例子

Fig. 1 Illustration case

图1中x和y同时为观测变量和潜隐变量,对观测
变量进行标准化处理等同于对潜隐变量执行相应的

处理方法. 对具有相关性的观测变量进行Z–score处
理通常并不能实现对潜隐变量尺度的同步调整. 例如
观测变量x和y与潜隐变量s和t满足以下关系:{

x= s− t,

y = s+ t,

如果对观测变量x和y进行Z–score处理,显然并不等
同于对潜隐变量s和t进行了Z–score处理.
为了提高FD–kNN故障检测率,本节提出一种基

于独立元的k近邻故障检测方法. 首先,应用ICA将观
测矩阵进行独立化处理,获取过程潜隐变量;其次在
独立元矩阵中执行FD–kNN故障检测方法,进行过程
监控.
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FD–IkNN方法分为模型建立和在线检测两个阶
段,具体流程如下:
离线建模过程包含以下4步:
第1步步步 应用式(3)和式(6),中心化和白化训练数

据集X;
第第第2步步步 计算分离矩阵W ;
第第第3步步步 由式(7)计算训练数据独立元矩阵Ŝ;
第第第4步步步 在数据集Ŝ上执行FD–kNN方法,确定显

著性水平为α的检测控制限D2
α;

同样,在线检测过程包含以下4步:
对待检测样本x∗,
第第第1步步步 应用式(3)和(6),中心化和白化样本x∗;
第第第2步步步 应用式(7),计算样本x∗的独立元向量ŝ∗;
第第第3步步步 依据式(9),计算样本ŝ∗在Ŝ中k近邻距离

平方和D2
∗;

第第第4步步步 比较D2
∗和D2

α: 若D2
∗ > D2

α, x∗为故障样

本;否则, x∗为正常样本.
FD–IkNN方法通过对训练数据进行独立性分析,

能够消除过程变量的相关性,降低变量不同尺度变化
对样本与其近邻距离计算的影响,提高过程故障检测
效率.

4 数数数值值值实实实例例例(Numerical case)
在本例将通过一个包含4个观测变量的非线性实

例验证本文方法的有效性,具体模型如式(10)所示.
x1 = 5s− t,

x2 = 3s+ t,

x3 = e0.2s + t2,

x4 = s5,

(10)

其中潜隐变量s, t分别在区间[−50, 50]和[0, 1]上服从

均匀分布.

依据式 (10),随机生成 500个样本构成训练集
X500×4;随机生成100个样本用于校验本文方法性能.
通过人工调整潜隐变量t初始值,设置两个阶段故障,
共包含200个故障点. 对于训练、校验和故障数据的潜
隐变量s, t分布如图2所示.

图 2 潜隐变量s, t散点图

Fig. 2 Scatter diagram of s, t

首先,传统的PCA方法在本例中被执行. 按照85%
方差累计贡献率, 2个主元被选取用于过程监视, T2和

SPE检测结果如图3所示. 由于系统具有非线性结构,
这导致T2和SPE两种监控统计均不能有效检测出系统
故障.

图 3 T2和SPE控制图(PCA)

Fig. 3 Control charts of T2 and APE in PCA

接下来,应用FD–kNN方法在观测数据集上进行
故障检测. 在执行FD–kNN之前,采用Z–score方法对
数据集进行标准化预处理. 对训练数据建模分析及试
验参数寻优,设置参数k = 3, FD–kNN的检测结果如
图4所示. 容易看出,由潜隐变量t变化引起的故障不

能被FD–kNN有效检测. 由于Z–score方法只是对观
测数据进行标准化处理,调整了观测变量的尺度变化,
系统的相关性仍然保持在标准化的数据集中,上述原
因导致故障不能被FD–kNN检测出来.

图 4 D2 控制图(FD–kNN)

Fig. 4 Control chart of D2 in FD–kNN

最后, FD–IkNN方法在本例中被执行检测故障.
首先对观测数据集进行独立性分析,计算独立元矩阵,
其中依据Euclidian范数(L2)贡献方法,选取独立元个
数为1. 然后,执行FD–kNN方法,其中k = 3,检测结
果如图5所示. 可以看出本文方法能够准确识别出两
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类故障;同时,可由控制图分析,两类故障具有不同的
故障尺度,这与由两个潜隐变量设置故障的过程相一
致,进一步证明了本文方法的有效性. 图6给出FD–
kNN和FD–IkNN两种方法针对本例中300个测试样
本点在线监控的时间统计,可以看出本文方法较FD–
kNN方法能够更加及时准确检测出过程故障.

图 5 D2 控制图(FD–IkNN)

Fig. 5 Control chart of D2 in FD–IkNN

图 6 故障检测累积时间

Fig. 6 Accumulated time of fault detection

5 工工工业业业实实实例例例(Industry case)
数据采自半导体铝堆蚀刻工艺过程,包括来自3个

不同试验的晶片蚀刻数据: 107个正常晶片, 21个故障
晶片[20]. 故障变量名称及其参数设置可以参考文
献[21]. 原始数据包括40个变量,本文只使用其中的19
个变量监控生产状态,这些变量与产品的生产过程和
最终状态密切相关[21].

5.1 数数数据据据分分分析析析(Data analysis)
半导体蚀刻工艺数据采自间歇生产过程,蚀刻工

艺具有如下特点[21]: 批次宽度不等长: 在107个正常
批次中,批次持续生产时间由95 s变化到112 s;工序
宽度不等长: 各批次数据采自蚀刻过程第四步和第五
步,不同批次中的第4步铝蚀刻持续的时间不同,由
44 s变化至52 s;进程漂移: 对于蚀刻过程,由于材料
不同、蚀刻范围不同等原因导致进程轨迹漂移. 数据
集除具有不等长特点外还具有三向结构(批次I×变量

J×时间K),如图7(a)所示. 本文方法FD–IkNN不能
直接应用于原始数据集(图7(a))进行故障检测,因此
在进行故障检测之前,进行数据展开处理是必要的.
文献[22–23]提出一种基于统计模量的间歇过程数据
预处理方法. 在本例中,统计模量方法首先被执行对
批次数据集进行展开处理,具体过程如下. 对于一个
包含m个采样时刻和n个监视变量的批次数据集,首
先分别计算每个变量的均值与方差;然后,由所有变
量的均值与方差将当前批次数据映射成一个统计模

量向量sp= [c,v],其中c和v分别是均值向量和方差

向量,具体过程如图7(a)和图7(b)所示.

图 7 统计模量框架

Fig. 7 SPA framework

5.2 过过过程程程检检检测测测结结结果果果与与与分分分析析析(Result and analysis)
为了验证本文方法在间歇生产过程中故障检测的

有效性,首先在正常数据集中随机选择101个批次数
据构成训练集,余下6个批次数据构成校验数据集;其
次,传统的PCA, KPCA, FD–kNN和PC–kNN方法依
次被执行,与本文方法进行对比分析. PCA和KPCA的
主元数均通过 85%的方差累计贡献率进行确定;在
KPCA中,核函数选用高斯核函数

K(xi,xj) = exp(−∥xi − xj∥2

c
),

其中窗宽参数c通过文献[24]中的交叉验证方法确定;
FD–kNN、PC–kNN和FD–IkNN中近邻数k通过多次

试验寻优确定;各种方法控制限均采用核密度估计方
法确定,阈值设置为99%[25–26]. 各种参数详细设置见
表1.

表 1 参数设置
Table 1 Parameter setting in different methods

主元数PCs 近邻数k 窗宽参数c

PCA 14 — —
KPCA 15 — 500

FD–kNN — 3 —
PC–kNN 14 3 —
FD–IkNN 5 3 —
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PCA和KPCA方法在主元子空间和残差子空间分
别采用T2和SPE统计量进行过程监控.在99%控制限
标准下, PCA的T2和SPE的检测率分别为14.3%和80.9%;
KPCA的T2和SPE的检测率分别为4.76%和85.71%,
检测结果见图8和9. 本例中,半导体蚀刻工艺数据集
具有多模态结构,这一特点将制约单模型方法的检测
性能,所以PCA和KPCA在本例中具有较低的检测率.

图 8 PCA故障检测结果

Fig. 8 Fault detection results of PCA

图 9 KPCA故障检测结果

Fig. 9 Fault detection results of KPCA

FD–kNN和FD–IkNN方法检测结果由图10给出.
可以看出FD–IkNN具有优于FD–kNN的检测性能.
FD–kNN虽然能够有效处理具有非线性和多模态特征
的故障检测问题,但是通常需要过程变量服从独立高
斯分布.在FD–kNN方法前执行Z–score方法对观测
变量进行标准化处理,所得被标准化数据仍然具有相

关性;同时Z–score对观测数据标准化并不等同于标
准化潜隐变量的尺度,因此, FD–kNN对分布密集的
潜隐变量的微弱故障识别能力仍然较低. 由图10(b)可
以看出,相比其他方法, FD–IkNN具有最高的检测性
能,故障检测率达到100%. 通过本例实验可知,故障的
发生通常较难反映在观测变量上;换句话上,观测变
量通常是潜隐变量的综合体现;独立潜隐变量的变化
通常是故障产生的根源. 本文方法FD–IkNN正是对独
立的潜隐变量进行监控,提升了对过程故障的检测能
力. PC–kNN方法是指在主元子空间运行FD–kNN方
法. 本例针对PC–kNN方法也进行了测试:总共4个故
障点被检测出来,结果如图11所示. PCA方法是依靠
原始数据的线性变换寻找主元子空间,这种线性变换
并不能使得样本与其近邻的距离得到保持;换句话说,
这种线性变换可能使得本来为故障的样本变换成正

常样本.

图 10 FD–kNN and FD–IkNN检测结果

Fig. 10 Fault detection results of FD–kNN and FD–IkNN

图 11 PC–kNN故障检测结果

Fig. 11 Fault detection result of PC–kNN

综上, PC–kNN方法不具有优于FD–kNN的检测
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性能.从计算效率来看,在FD–IkNN中5个独立元被
选取,相比包含14个主元的PC–kNN而言, FD–IkNN
具有更高的计算效率.图12给出FD–kNN, FD–IkNN
和PC–kNN3种方法在本试验中的累积时间统计图.
由图12可以看出,本文方法具有最高的计算效率,这
为过程故障检测的实时性提供了保障.

图 12 故障检测累积时间

Fig. 12 Accumulated time of fault detection

6 结结结论论论(Conclusions)
本文为提高FD–kNN方法对潜隐变量故障的检测

率,提出基于独立元分析的k近邻故障检测方法. 通过
一个模拟实例和一个工业实例测试并与传统监控方

法PCA, KPCA, FD–kNN和PC–kNN进行对比,实验
结果验证了本文方法的有效性. 本文方法从检测性能
上分析优于FD–kNN,但是其具有较高的计算复杂性.
因此,降低复杂的计算过程是本文方法的下一步研究
问题.同时,关于近邻数k的确定方法也是一个开放研
究的问题,本文是通过交叉验证的方法确定近邻数,
确定过程较为复杂. 接下来在FD–kNN方法中将重点
研究近邻数的确定问题.
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