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摘要:预测与健康管理技术能够有效的评估系统健康状态、预测系统剩余使用寿命,是提高复杂系统安全性、经
济性的重要保障. 为全面评估系统健康状态,本文提出了一种基于深度置信网络(DBN)的无监督健康指标构建方
法,并结合隐马尔可夫模型(HMM)进行系统剩余寿命预测. 首先,通过无监督训练深度置信网络实现历史数据的特
征提取,进而构建健康指标;其次,利用健康指标集训练隐马尔可夫模型,实现设备健康状态的自动识别;最后,通过
DBN–HMM混合模型来计算系统剩余寿命. 采用商用模块化航空推进系统仿真软件(C–MAPSS)给出的航空发动机
数据集,验证了上述方法的有效性.
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Abstract: Prognostics and health management can effectively evaluate the health status and predict the remaining useful
life of the system. It is an important guarantee to improve the safety and economy of complex systems. In order to fully
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is calculated by the DBN–HMM hybrid model. To validate the effectiveness of the proposed approach, a case study is
performed on the commercial modular aero-propulsion system simulation (C–MAPSS) aircraft engine datasets.

Key words: deep belief network; hidden Markov model; health indicator; health status recognition; remaining useful
life prediction

Citation: PENG Kaixiang, PI Yanting, JIAO Ruihua, et al. Health indicator construction and remaining useful life
prediction for aircraft engine. Control Theory & Applications, 2020, 37(4): 713 – 720

收稿日期: 2019−01−16;录用日期: 2019−09−12.
†通信作者. E-mail: kaixiang@ustb.edu.cn; Tel.: +86 10-62333084.
本文责任编委:王郸维.
国家自然科学基金项目(61873024, 61773053),中央高校北京科技大学基本科研业务项目(FRF–GF–17–A4, FRF–BD–17–002A, FRF–BD–18–
002A)资助.
Supported by the National Natural Science Foundation of China (61873024, 61773053) and the Fundamental Research Funds for the China
Central Universities of USTB (FRF–GF–17–A4, FRF–BD–17–002A, FRF–BD–18–002A).



714 控 制 理 论 与 应 用 第 37卷

1 引引引言言言

预测与健康管理 (prognostics and health manage-
ment, PHM)是一种在系统实际生命周期中评估其可
靠性的方法,通过预测失效的发生来降低系统风险[1].
PHM技术能够有效提高复杂系统的安全性、可靠性,
实现设备的视情维修,应用于国防军事、航空航天、生
产制造等领域中尤为重要.系统剩余使用寿命 (re-
maining useful life, RUL)预测是PHM中的一项关键
技术,通过预测系统的RUL,能够实现有效的系统级
维护,对维修决策提供重要信息.其中面临的一个关
键问题就是如何构建可以反映系统退化趋势的健康

指标(health indicator, HI),这是因为合理的健康指标
能够在简化预测模型的同时提高RUL预测精度.
当下的RUL预测方法主要分为3类: 基于机理模型

的方法、数据驱动的方法和两者结合的方法[2]. 基于
机理模型的方法能够更精确的给出系统退化过程,
Haile等[3]利用机械设备RUL预测中最常用的Paris-
Erdogan(PE)模型对旋翼机主要构件进行裂纹退化建
模; Zhao等[4]提出了齿轮传动系统的一般预测框架,
利用齿轮有限元模型和损伤传播模型对齿轮进行退

化建模及RUL预测. 但实际工业过程中机理建模非常
困难,很多复杂设备无法精确建立机理模型. 数据驱
动的方法只需要利用设备运行的观测数据,即可对退
化过程建模,逐渐成为主流研究方法[5]. Zhang等[6]利

用高炉温度监测数据并结合两个随机过程,提出了一
种非齐次复合泊松过程的跳跃扩散过程描述系统退

化过程的方法,对高炉进行了退化建模与RUL预测;
Wen等[7]提出了一种贝叶斯框架下退化信号的多相建

模方法,并利用改进粒子滤波算法预测RUL; Zhang
等[8]利用卡尔曼滤波和期望最大化算法提出了一种迭

代估计方法来识别退化状态,研究了公共噪声下的非
线性多退化系统的RUL预测; Wang等[9]选用不同核

参数进行相关向量机回归对轴承退化过程建模,并结
合指数模型来提高RUL预测精度;喻勇等[10]分析了基

于协变量方法的数据驱动的剩余寿命预测进展,并总
结了存在的问题与挑战. Liu等[11]提出了一种基于证

据推理和置信规则库的设备寿命评估方法,将有限的
数据进行有效折合可以得到更可靠的寿命评估结果.
按照数据所反映的对象系统退化行为即HI划分,

可以将数据驱动的RUL预测方法分为两类: 直接预测
方法和间接预测方法[12]. 直接预测方法是将原始数据
直接作为系统的HI,通常这类方法得到的HI曲线性能
较差,不利于后续预测RUL.间接预测方法是对原始
数据进行特征提取,必要的情况下进行特征融合,通
过多种特征结合得到系统HI.间接HI构建方法能够更
有效的反映系统退化过程,便于预测RUL,因此近年
来得到了广泛的研究.传统的间接HI构建方法主要有
两大类,基于信号处理的方法如计算方均根值[13]、小

波分析[14]等,基于机器学习的方法如主成分分析[15]、

支持向量机[16]、神经网络[17]等. 近年来深度学习理论
以其强大的建模和表征能力迅速在语音识别[18]、故

障诊断[19]等领域兴起,并逐渐应用于预测与健康管理
领域中[20]. Guo等[21]利用深度卷积网络对轴承数据

进行特征提取,证明了所构建HI的有效性,然而构建
过程需要人工设计标签有监督训练网络. Hu等[22]利

用极限学习机和自编码器构成深度网络,得到了抗噪
较好的轴承HI曲线,然而未对RUL进行预测. Liao
等[23]提出了一种增强受限玻尔兹曼机结合自组织映

射网络来构建HI的方法,有效提高了轴承RUL预测精
度.
以上研究中,利用深度学习理论的HI构建方法大

多是通过人工设计标签进行有监督训练,过程费时费
力且方法不具有通用性. 深度置信网络 (deep belief
network, DBN)作为深度学习理论中主流网络之一,
可以从原始输入数据中学习其本质特征,具有强大的
自动特征提取能力. 基于此,本文提出了一种基于
DBN的无监督健康指标构建并结合隐马尔可夫模型
(hidden Markov model, HMM)进行系统剩余寿命预
测的方法. 所提出的方法能够自适应提取系统健康指
标,识别系统健康状态并进行剩余寿命预测. 首先,通
过无监督训练DBN对观测数据进行特征提取,构建系
统健康指标;其次,结合构建的健康指标训练HMM,
识别系统健康状态,在此基础上,得到系统剩余寿命
预测值;最后,在商用模块化航空推进系统仿真软
件 (commercial modular aero-propulsion system simul-
ation, C–MAPSS)航空发动机数据集中验证了所提方
法的有效性. 本文提出的方法具有以下优点: 1)利
用DBN网络自动提取特征,不需要大量专家经验,所
提出的HI构建方法具有通用性; 2)网络训练过程为无
监督方式,不需要人工预先设计标签,节约人力及时
间成本; 3)创新性地提出了DBN–HMM架构,可以有
效的提高RUL预测精度.

2 基基基于于于DBN的的的健健健康康康指指指标标标构构构建建建
深度置信网络由多个受限波尔兹曼机(restricted

Boltzmann machine, RBM)堆叠[24]以及一个分类层

(或回归层)组合而成,在提取数据特征方面有着速度
快、自动性好、不需要标签等优势,所以选择通过训练
DBN来实现观测数据的特征提取,进而构建出系统的
健康指标.

2.1 受受受限限限玻玻玻尔尔尔兹兹兹曼曼曼机机机

受限玻尔兹曼机RBM源于基于能量函数的建模
方法,在玻尔兹曼机基础上优化而来,结构上是一种
生成式随机网络,由可见层和隐藏层两层结构组
成[25],可见层神经元和隐藏层神经元之间相互连接,
同一层的神经元之间相互独立,即层内之间没有连接,
各层之间全部连接. 神经元状态取“1”和“0”代表
激活和未激活状态. 受限玻尔兹曼机结构示意图如
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图1所示.

图 1 RBM结构示意图

Fig. 1 The structure diagram of RBM

可见层神经元表示为v = {v1, v2, · · · , vm},隐藏
层神经元为h = {h1, h2, · · · , hm},受限玻尔兹曼机
RBM能量函数定义为

E(v, h) =

−aTv − bTh− hTWv =

−
m∑
i=1

aivi −
n∑

j=1

bjhj −
m∑
i=1

n∑
j=1

hjwijvi, (1)

式中: ai为可见层偏置; bj为隐藏层偏置; wij为可见

层与隐藏层之间的连接权重; RBM模型参数可表示为
θ = {ai, bj, wij}.

由能量函数可以得出隐藏层与可见层之间的联合

概率分布为

Pθ(v, h) =
1

Zθ

e−Eθ(v,h), (2)

式中Zθ =
∑
v

∑
h

e−Eθ(v,h)为归一化指标,也称配分函

数. 由式 (2)可得出可见层神经元概率分布Pθ(v)、隐

藏层神经元概率分布Pθ(h),表达式为

Pθ(v) =
∑
h

Pθ(v, h) =
1

Zθ

∑
h

e−Eθ(v,h), (3)

Pθ(h) =
∑
v

Pθ(v, h) =
1

Zθ

∑
v

e−Eθ(v,h). (4)

由于RBM结构中同一层神经元之间无连接,所以
给定某层神经元状态时,另一层神经元状态条件分布
相互独立,可得如下概率:

Pθ(v|h) =
m∏
i=1

P (vi|h), (5)

Pθ(h|v) =
n∏

j=1

P (hj|v). (6)

推导得出神经元激活概率:

p(hj = 1|v) = sigmoid(bj +
m∑
i=1

wjivi), (7)

p(vi = 1|h) = sigmoid(ai +
n∑

j=1

wjihj), (8)

式中激活函数为sigmoid =
1

1 + e−x
.

2.2 深深深度度度置置置信信信网网网络络络

深度置信网络DBN的底层为输入数据向量,中间

层堆叠数个RBM,低一层RBM的输出为高一层RBM
的输入,逐层网络实现输入数据的特征提取[26],本文
选用的DBN最上层叠加一层自编码器(AutoEncoder,
AE)网络,实现无监督特征提取,对整个网络权值进行
调整. 本文中以2个RBM为例,深度置信网络结构示
意图如图2所示.

图 2 DBN结构示意图

Fig. 2 The structure diagram of DBN

深度置信网络的训练包含两个过程,预训练阶段
和反向微调阶段[27]. 预训练阶段为前向贪婪学习,逐
层训练RBM,实现输入数据转换到隐层,逐层训练得
到最终提取出的特征数据. RBM模型参数表示为θ =

{ai, bj, wij}时,通过调整参数θ,使RBM在该参数下,
概率分布最大可能的符合输入数据分布,即通过最大
化似然函数来训练每一层RBM.似然函数表示为

Lθ,S =
m∏
i=1

P (vi), (9)

式中S = {v1, v2, · · · , vm}. 为了便于计算,极大化似
然函数Lθ,S可变为极大化lnLθ,S ,表达式为

lnLθ,S = ln
m∏
i=1

P (vi) =
m∑
i=1

lnP (vi). (10)

使用马尔可夫链蒙特卡罗(Markov chain Monte
Carlo, MCMC)方法可以对式(10)求出最大似然函数,
但存在训练时间长、过程缓慢的问题.通常使用
Hinton提出的对比散度(contrastive divergence, CD)算
法,也称CD–k算法,经验证k = 1即能够短时间实现

很好的训练效果.利用对比散度算法可得到权值和偏
置的更新:
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Wt = Wt−1 + ε(v · p(h|v) + v′ · p(h′|v′)), (11)

at = at−1 + ε(p(h|v)− p(h′|v′)), (12)

bt = bt−1 + ε(p(h)− p(v′|h′)), (13)

式中ε为学习率.

完成RBM逐层训练后,当下的前向最优特征数据
进入到AE网络,由于本文的目的是无监督提取数据
特征,不是数据分类或回归,所以选用AE网络而不是
BP网络. 通过反向传播算法微调,实现全局最优特征
数据提取.

2.3 健健健康康康指指指标标标构构构建建建

DBN训练过程中,输入数据由可见层映射到隐含
层,逐层传递,每一层中由隐藏层数据重构可见层数
据,重构数据与实际数据误差最小时,认为隐藏层数
据是可见层的最优特征,逐层训练后反向微调,得到
数据全局最优特征. 通过训练DBN网络提取数据特征
可以构建出合适的健康指标,首先对历史观测数据进
行滤波及标准化处理,处理后的数据输入DBN网络进
行训练,之后通过调节网络参数使得网络重构误差最
小,得到训练好的DBN网络模型,分别将历史失效数
据与实时观测数据代入DBN网络,输出失效特征与实
时特征,通过实时数据特征与失效数据特征做差,由
式(14)构造出HI:

HIK =

√
K∑
t=1

(ft − ffault)
2
, (14)

式中: ft为实时数据特征; ffault为失效数据特征; K为
HI序列长度.

算法评价方面,本文选择了单调性(monotonicity)
和鲁棒性(robustness)两个常用指标对构造出的HI进
行评价[28],表达式为

Mon(HI) =
1

K − 1
|Num > 0−Num < 0|,

(15)

Rob(HI) =
1

K

K∑
t=1

exp(−|HIt −HITt
HIt|

), (16)

式中: HI = {HIt}t=1:K为构造出的健康指标序列; K
为HI序列长度; Num = HIt+1 −HIt为HI曲线相邻点
之差.

3 基基基于于于HMM的的的健健健康康康状状状态态态识识识别别别
隐马尔可夫模型HMM是一种和时间顺序相关的

概率模型[29],由于它强大的数学基础,已经被成功应
用于许多领域. HMM阐述的是隐藏状态下的马尔可
夫链,与一个可见的随机序列相对应,组成一个整体,
只有每个可见的序列能够被观察到,通过可见的序列
去推断隐藏的状态. 由于设备退化过程不可逆,所以
HMM模型选为左右型隐马尔可夫模型,示意图如图3
所示.

图 3 HMM结构示意图

Fig. 3 The structure diagram of HMM

隐马尔可夫链的方法一般用于具有离散退化状态

的情况,本文研究的是能表征复杂设备连续退化健康
状态的健康指标.而如果将连续状态进行离散化处理
则会丢失很多过程信息.因此,选用混合高斯分布作
为HMM观测值概率密度函数,得到混合高斯的隐马
尔可夫模型[30],进而实现复杂设备健康状态的退化过
程建模. 假设状态值序列可表示为S = {s1, s2, · · · ,
sN}, N为状态个数. 设备的k次的观测值序列可表示

为O = {O1, O2, · · · , Ok}. 混合高斯隐马尔可夫模型
数学形式可表示为

λ = (π,A,C, µ, U), (17)

式中: π代表初始概率矩阵, π = {π1, π2, · · · , πn},

πn = P[qt = sn] > 0,
N∑

n=1

πn = 1.

A为概率转移矩阵:

A =


a11 · · · a1N

...
. . .

...
aN1 · · · aNN

 ,

aij = P[qt+1 = sj|qt = si] > 0,
N∑
j=1

aij = 1;

C代表混合高斯分布的混合权重矩阵:

C =


c11 · · · c1m

...
. . .

...
cn1 · · · cnm

 ,

cnm>0,
M∑

m=1

cnm=1, 16n6N, 16m6M ;

µ代表混合高斯均值矩阵, U代表混合高斯的协方差
矩阵:

µ=


µ⃗11 · · · µ⃗1M

...
. . .

...
µ⃗N1 · · · µ⃗NM

 , U=


U11 · · · U1M

...
. . .

...
UN1 · · · UNM

,

式中: µ⃗NM是在混合xNM中的D维均值向量, UNM是

D ×D维协方差矩阵.

观测值o⃗
(k)
t 在状态Sn下的概率密度函数为

[31]

b
(k)
t,n =

M∑
m=1

cnm × b
(k)
t,nm =
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M∑

m=1

cnm ×

exp(−0.5(o⃗
(k)
t − µ⃗nm)

T
· U−1

nm(o⃗
(k)
t − µ⃗nm))√

(2× π)
2 × |Unm|

,

(18)

式中: b(k)t,n为在隐藏状态Sn下的观测向量o⃗
(k)
t 的概率

密度函数; b(k)t,nm为在混合xnm时观测向量o⃗
(k)
t 的概率

密度函数.
运用经典的Baum–Welch算法对HMM模型参数

进行调节,通过极大似然估计可求出观测序列下概率
最大的模型[32]. 得到HMM模型后,运用维特比算法,
可以得出设备健康状态转移过程,从而实现设备当前
健康状态的有效识别.

4 基基基于于于DBN–HMM的的的剩剩剩余余余寿寿寿命命命预预预测测测
传统的利用混合高斯HMM模型的设备健康状态

识别通常直接将数据代入模型,直接利用输入数据进
行模型训练、识别健康状态和计算剩余寿命. 本文提
出利用DBN网络对数据进行特征提取,通过处理特征
数据构造健康指标,将得到的健康指标用来训练
HMM,得到训练好的DBN–HMM模型,在此模型基
础上进行设备健康状态识别与剩余寿命的计算,能够
得到更准确的健康状态划分,同时克服了单独依据健
康指标或健康状态来进行剩余寿命预测的缺点,有效

提高了预测精度.基于DBN–HMM的剩余寿命预测整
体流程如图4所示. 具体步骤如下:

1) 对原始数据进行线性最小二乘滤波及标准化
处理,去除噪声影响的同时便于DBN网络调节,得到
处理后的训练集数据;

2) 处理后的训练集数据划分为退化过程数据与
失效数据,代入DBN网络,通过前向预训练与反向微
调网络权值实现重构误差最小化,得到训练好的DBN
网络模型,输出退化特征与失效特征;

3) 利用退化数据特征与失效数据特征,由式(14)
构造得出系统健康指标;

4) 将构造的HI代入HMM模型,通过Baum–
Welch算法对HMM进行训练实现模型概率最大化,得
到训练好的DBN–HMM模型;

5) 对实时数据进行滤波及标准化处理,代入得到
的DBN–HMM模型中,构建健康指标后,进行健康状
态识别并计算剩余寿命. 剩余寿命由式(19)计算得出:

RUL =
m∑
i=1

E(di)pi, (19)

式中: E(di)=
1

1−aii

为状态 i停留时间的期望, aii为

HMM中状态i的自身转移概率; pi为状态概率; m为
当前一共经历的状态数.

图 4 基于DBN–HMM的剩余寿命预测整体框架
Fig. 4 The framework of lifetime pronostics based on DBN–HMM

本文选用常用的算法性能指标RMSE[33], MAE,
FPR, FNR和准确度A[34]来对RUL进行评价.

RMSE =

√
1

N

N∑
i=1

(errori)
2, (20)

式中: errori = RÛL− RUL为RUL预测误差; i为样
本序号, 1 6 i 6 N .

MAE =
1

N

N∑
i=1

|errori|, (21)

FPR =
Nump

100
× 100%, (22)

式中Nump为errori < −10的个数.

FNR =
Numn

100
× 100%. (23)

式中Numn为errori > 13的个数.

A =
100

N

N∑
i=1

I(errori), (24)

式中

I(errori) =

{
1, − 10 6 errori 6 13,

0, errori < −10, errori > 13.
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5 实实实例例例验验验证证证

5.1 数数数据据据集集集描描描述述述

本文选用PHM’08故障预测与健康管理国际会议
的C–MAPSS航空发动机数据集[35]对提出的方法进行

应用验证. 数据集包含不同故障模式和工况下的4组
数据,本文选用第1组编号为FD001的单一故障模式
数据. FD001数据中包含100台全寿命训练数据、100
台部分测试数据和测试数据对应的真实剩余寿命数

据,测试数据中每台发动机的起始状态不同,所以观
测序列长度也不同.观测数据为21个含噪声的传感器
变量时间序列.

5.2 实实实验验验结结结果果果及及及分分分析析析

选取100台发动机中14个有变化的变量数据作为
训练集,进行滤波及标准化处理,选取训练集中后5%
的数据作为失效数据,代入DBN网络提取失效特征.
DBN网络中, RBM设为2层,第1层节点数为50,第2层
节点数为14,对DBN网络进行无监督训练,输出实时
数据特征. 实时数据特征与失效特征按式(14)处理得
出发动机健康指标.图5为100台发动机训练集数据构
建出的健康指标. 1代表初始健康状态, 0代表系统失
效,曲线1到0的下降过程直观的表示出了系统的退化
过程.

图 5 通过DBN网络构建的训练集HI曲线

Fig. 5 The health indicator curves conctructed by DBN

本文对比了传统的线性回归、BP神经网络构建出
的健康指标的单调性、鲁棒性,在100台发动机测试数
据上进行测试,平均评价指标对比如表1所示.

表 1 HI评价指标对比
Table 1 Comparison of HI evaluation index

构建HI方法 Mon Rob

线性回归 0.8011 2.4311× 10−5

BP 0.5399 1.3298

DBN 0.6822 1.6798

对比可以看出,传统的线性回归HI单调性良好,但
鲁棒性较差,不能得到较好的系统退化过程健康指标.
通过DBN网络构建的HI更加平滑,单调性、鲁棒性均
强于BP网络,更适合后续进行RUL预测.

构建健康指标后,利用得到的HI对隐马尔可夫模
型进行训练. 本文设定设备退化共会经历4个状态[36]:
正常状态、初步退化状态、严重退化状态、失效状态,
分别用状态1, 2, 3, 4表示,初始设备处于正常状态,逐
步退化至失效. 将DBN网络构建出的系统健康指标代
入HMM,得到训练好的模型后,代入测试集数据. 结
合HI的健康状态转移路径(第34台为例)如图6所示.
能够直观的表示出发动机退化状态,便于依据退化状
态制定维修计划.

为便于对比基于传统 HMM方法与基于DBN–
HMM方法的健康状态识别结果,选取第34台发动机
测试数据(时间循环数为203)为例,受篇幅限制,选取
两种方法的7个时间循环的健康状态识别结果分别列
于表2和表3,此发动机实际处于第4个健康状态. 对比
可以看出,基于DBN–HMM方法的健康状态识别率明
显高于基于传统HMM方法得到的结果.

图 6 通过DBN–HMM识别的健康状态转移曲线
Fig. 6 The health states transition curves recongnized

by DBN–HMM

表 2 传统HMM识别结果
Table 2 The recognition results of traditional HMM

时间循环 状态1 状态2 状态3 状态4 状态识别率/%

197 0 0 0.9969 0.0031 0.31

198 0 0 0.9957 0.0043 0.43

199 0 0 0.9941 0.0059 0.59

200 0 0 0.9922 0.0078 0.78

201 0 0 0.9901 0.0099 0.99

202 0 0 0.9878 0.0122 1.22

203 0 0 0.9854 0.0146 1.46
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表 3 DBN–HMM识别结果
Table 3 The recognition results of DBN–HMM

时间循环 状态1 状态2 状态3 状态4 状态识别率/%

197 0 0 0.9297 0.0703 7.03
198 0 0 0.8496 0.1504 15.04
199 0 0 0.6658 0.3342 33.42
200 0 0 0.3675 0.6325 63.25
201 0 0 0.1236 0.8764 87.64
202 0 0 0.0278 0.9722 97.22
203 0 0 0.0049 0.9951 99.51

将实时数据代入构建好的DBN–HMM模型中,由
式(19)计算出剩余寿命. 本文对比了多源信息融合、
多层感知机(MLP)、深度卷积网络(DeepCNN)、长短
期记忆网络(LSTM)和传统的隐马尔可夫模型(HMM)
的剩余寿命预测结果,对比结果如表4所示. NR表示
此项数据原文没有提到. 可以看出在RMSE指标上,
基于DBN–HMM的结果大于DeepCNN的结果,但明
显小于基于MLP和传统HMM的结果. MAE指标上,
多源信息融合方法效果最好.在FPR、FNR和A等准

确度指标上, DBN–HMM预测效果更好,剩余寿命预
测准确度相对较高. 此外,本文提出的DBN–HMM方
法能够对系统健康状态进行识别,相比于以上方法,
在预测RUL的基础上能够更全面地监测系统退化过
程,便于给出系统健康状态评估结果.

表 4 RUL预测结果对比
Table 4 Comparison of RUL prediction results

预测RUL方法 RMSE MAE FPR FNR A

多源信息融合[37] NR 5.02 NR NR NR
MLP[38] 37.5629 NR NR NR NR

DeepCNN[38] 18.4480 NR NR NR NR
LSTM[34] NR 18 34% 30% 36%

HMM 45.1071 34.0401 51% 31% 18%
DBN–HMM 33.8181 24.5448 18% 40% 42%

6 结结结论论论

本文通过基于DBN的无监督健康指标构建,结合
隐马尔可夫模型提出了一种系统剩余寿命预测新方

法. 在C–MAPSS航空发动机数据集中应用结果表明,
所提出的方法能够自适应提取系统健康指标,利用
DBN网络自动提取特征的HI构建方法具有通用性,
且训练过程为无监督方式,不需要人工预先设计标签,
省时省力. 通过DBN–HMM架构可以全面的对系统退
化过程建模,识别系统健康状态,并可以有效的提高
RUL预测准确度.
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