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有有有偏偏偏最最最小小小最最最大大大概概概率率率模模模型型型及及及在在在汽汽汽油油油属属属性性性预预预测测测中中中的的的应应应用用用
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摘要:汽油属性的在线预测多采用无偏估计方法建立的近红外定量分析模型实现,累积预测误差的正负偏差范
围难以控制,这会严重影响汽油调合优化控制的投运效果.针对这一问题,本文提出了一种采用有偏估计实现油品
属性在线预测的方法. 首先从最小最大概率学习机出发,提出了有偏最小最大概率回归模型. 然后利用即时学习方
法设计了有偏回归模型的局部建模与更新策略,用以提高回归模型的自适应能力. 最后在国内某炼厂汽油调合过
程中采集的工业数据上进行实验,结果表明该方法与传统方法相比具有明显优势,有利于大幅度提高调合优化控制
的投运率.
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Abstract: The online prediction of gasoline properties is mostly realized by the near-infrared quantitative analysis model
which established by the unbiased estimation method. However, the range of the positive and negative deviations of the
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1 引引引言言言

汽油调合是汽油出厂前的最后一道工序,油品的
质量主要取决于该阶段. 为了保证调合成功,并最大
程度的减少油品属性的质量过剩,需要对调合过程进
行优化控制[1]. 调合优化控制的实施需要对汽油属性
进行实时检测,而研究法辛烷值 (research octane
number, RON)、马达法辛烷值 (motor octane number,
MON)等关键属性的在线检测显得尤为重要.目前辛
烷值的检测主要依赖美国材料实验协会 (American
Society of Testing Materials, ASTM)标准的汽油辛烷
值试验机;该方法只能用于离线检测,检测费用高、检
测周期长,难以为调合优化控制提供及时的属性值反
馈[2].

自1989年Jeffery等人[3]首次将近红外技术引入到

汽油属性的分析以来,在国内外炼厂中汽油辛烷值的
在线预测普遍依赖近红外分析仪. 该仪表是二次测量
仪器,需要预先建立汽油属性与其近红外光谱(near
infrared spectrum, NIR)之间的软测量模型(近红外模
型)[4]. 为了解决这一问题,很多基于统计学习的方
法被提出和应用. 其中在工业上应用最为广泛的方
法有多元线性回归(multiple linear regression, MLR)、
主成分回归 (principal component regression, PCR)
和偏最小二乘回归 (partial least squares regression,
PLSR)[5–6]. 此外,机器学习领域的一些新方法也不断
被应用于近红外模型的建立上: 如支持向量机回归
(support vector machine regression, SVR)、神经网络
(artificial neural networks, ANN)、随机森林 (random
forest, RF)等[7–9].

近红外模型的输出特性决定了调合优化控制的效

果:若调合头后汽油属性的预测值偏高,优化控制器
会根据出厂指标调整调合配方、拉低该属性值,这容
易引起优化失败并造成产品不合格;反之则抬高相
应的属性值,而属性值升高太多,又会造成质量过
剩[10–11]. 一个调合批次若调合失败,则需要将该批次
汽油重新调合直至合格,重调不仅会造成巨大的油品
挥发损失还会延误订单交付、占用储罐资源[12]. 因此
调合优化控制首先要保证调合成功,然后再优化配
方、减少质量过剩.要保证调合优化控制的顺利进行,
需要近红外模型给出精确的无偏估计.现有的建模方
法虽然在离线应用验证中可以取得较为满意的结果,
但是它们都难以在较长时间周期内提供精确无偏估

计,在一个批次内累积误差的正负也难以把握,模型
的维护工作也耗时耗力[13–15]. 解决上述问题的一种
有效的方法是建立有偏估计模型,使模型输出的预测
值略小于实际值并维持在可以接受的精度范围内;这
样一来,优化控制器便可将成品油的属性向上调节并
保证在可接受的范围内,从而最大限度的保证一次调
合成功并减少质量过剩.

查阅文献可知,基于有偏估计的辛烷值在线检测
方法在理论和应用上的研究尚未引起足够的重视,也
缺乏有效的解决方案.为解决这一问题,本文提出
一种基于即时学习 (just in time learning, JITL)和有
偏最小最大概率学习机 (biased minimax probability
machine, BMPM)的有偏估计方法. 该方法将有偏估
计的理念引入到汽油属性的在线预测中;把最小最大
概率学习机拓展到回归领域,使所建立的近红外模型
能够较好地平衡预测精度和预测范围.此外, JITL策
略的引入有效提高了模型对实时工况的跟踪能力,有
利于减少模型维护的工作量. 为了验证算法的性能,
本文以国内某炼厂的实际工业数据以及公开的基准

数据为例,与现有方法进行对比研究,结果验证了所
提方法的有效性及其在调合优化控制中的重要现实

意义.

2 有有有偏偏偏最最最小小小最最最大大大概概概率率率回回回归归归

2.1 回回回归归归模模模型型型概概概述述述

假设x服从任一有界分布Λ, x和y满足y = f(x)

+ ε,且E(ε) = 0, var(ε) = σ2,则函数f(·)为x和y之

间的回归模型[15]. 给定同分布的数据集{X,Y }
= {(x1, y1), (x2, y2), · · · , (xn, yn)},其中: xi = (xi,1

xi,2 · · · xi,m) ∈ R1×m, Y =(y1 y2 · · · yn) ∈ Rn×1,

i = 1, 2, · · · , n. 则可通过{X,Y }计算出函数f(·)的
估计

⌢

f (·),进而对于任一x ∈ Λ,都可以得到因变量的

估计值
⌢
y =

⌢

f (x). 假设估计值的绝对误差为ε = |⌢y
− y|,考虑到实际问题对估计精度的要求,对任一观测
样本x的估计误差,希望其满足

Ωf = inf
(x,y)

P{|⌢y − y| 6 ε}, (1)

即要求对于所有观测样本,估计值的绝对误差小于等
于ε的概率达到最大.从这一点出发,可将回归问题归
结为如下二分类问题[16–17]:

max
α,a̸=0,b

α, (2)

s.t. inf
uv(ū,

∑
u)
P{aTu− b > 0} > α, (3)

inf
vv(v̄,

∑
v)
P{aTv − b 6 0} > α, (4)

其中: α为分类正确概率的下确界, ui = (yi + ε xi,1

xi,2 · · · xi,j · · · xi,m), U = (u1 u2 · · · un)
T, vi =

(yi−ε xi,1 xi,2 · · · xi,j · · · xi,m), V =(v1 v2 · · ·
vn)

T.

对于线性回归问题,对上述二分类问题进行求解,
解出分类超平面aTz = b(z = (

⌢
y x1 x2 · · · xm)),

即可按下式计算出回归系数:

b = a1
⌢
y + a2x1 + · · ·+ am+1xm ⇒

⌢
y = −a2

a1

x1 −
a3

a1

x2 − · · · − am+1

a1

xm +
b

a1

=
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βTx+ β0, (5)

采用任一种二分类算法均可对该回归问题求解.

2.2 有有有偏偏偏最最最小小小最最最大大大概概概率率率分分分类类类机机机

式(2)−(4)中定义的二分类问题,类别U和V的分

类正确概率下确界都是α,属于无偏分类. 为了引出本
文所提的方法,本节将介绍有偏二分类问题以及
BMPM[18–19].

定义如下有偏二分类问题:

max
α,a ̸=0,b

α, (6)

s.t. inf
uv(ū,

∑
u)
P{aTu− b > 0} > α, (7)

inf
vv(v̄,

∑
v)
P{aTv − b 6 0} > η0, (8)

其中0 6 η0 < 1为常数,代表次要类别的可接受分类
精度,一般由先验知识确定. 据文献[20],式(6)−(8)可
以归结为一个带约束的优化问题:

max
α,a̸=0,b

α, (9)

s.t. 1 > κ(α)
√
aTΣUa+ κ(η0)

√
aTΣV a, (10)

aT(ū− v̄) = 1, (11)

其中: κ(α) =
√

α

1− α
, κ(η0) =

√
η0

1− η0
. 假设ΣU

为正定矩阵,由式(10)可推出

κ(α) 6 1− κ(β0)
√
aTΣV a√

aTΣUa
, (12)

又因κ(α)是α的增函数,故式(9)−(11)定义的优化问
题等价于

max
a̸=0

1− κ(η0)
√
aTΣV a√

aTΣUa
, (13)

s.t. aT(ū− v̄) = 1, (14)

这是一个分数规划问题,可采用梯度映射解出使α最

大的参数a, b.

3 融融融合合合即即即时时时学学学习习习的的的有有有偏偏偏最最最小小小最最最大大大概概概率率率回回回归归归

在汽油管道调合过程中,调合后的油品首先泵入
成品油罐,静置一段时间再采样检测,待检验合格后
方可出厂[21]. 若检验不合格,该罐成品汽油需作为一
种特殊的组分油进行重新调合,直至油品属性满足出
厂标准[22]. 重调过程不仅过多占用储罐资源、延误订
单交付,而且重调循环还会带来油品挥发损失;因此
在实际调合过程中要尽可能的保证一次调合成功. 现
有的调合优化控制方案以油品属性的在线检测为基

础: 优化控制器根据调合头后成品油属性的实时检测
值,参调组分油的属性,罐底油属性等计算成品油罐
内属性的累积平均值并确定下一个优化周期的配方,
从而达到优化成品油罐内油品属性的目的. 从这一角
度来看,如果调合头后油品属性的检测值偏高,则调

合配方经优化调整后会使下个周期的属性降低;如果
检测值持续偏高,调合配方向下的调整幅度会变大,
这极有可能造成该批次油品属性不合格.因此,希望
调合头后的油品属性检测值偏低于实际值,并保持在
允许的误差范围内;这样配方经优化调整后不但能使
罐内油品属性达标、保证一次调合成功,而且能够尽
可能减少质量过剩.为了解决这一问题,本文采用
有偏最小最大概率机回归(biased minimax probability
machine regression, BMPMR)算法建立模型,即用有
偏最小最大概率分类机(式(6)−(8))代替式(2)−(4)中
定义的无偏二分类回归问题,并用梯度下降法求解分
类超平面,再根据式(5)求出回归方程系数.
考虑到有偏最小最大概率回归算法是一种全局建

模方法: 即训练样本结构、模型参数均为离线设定,在
线应用过程中保持不变.对于汽油调合过程,组分油
种类的改变,上游物料属性的波动,配方的改变,订单
切换以及生产条件的变化等都会使过程样本偏离初

始训练数据覆盖的范围,从而造成模型衰减,预测偏
差变大.因全局模型的更新只能离线进行,在实际工
业现场往往需要配备专门人员负责模型的维护和更

新,需要耗费大量的人力成本. 为了解决这一问题,本
文将 JITL策略[23–24]融入有偏最小最大概率回归算

法中,提出自适应有偏最小最大概率机回归(adjust
BMPMR, ad-BMPMR)算法以扩展BMPM,实现模型
的在线自适应更新.

3.1 即即即时时时学学学习习习建建建模模模方方方法法法

JITL是一种惰性学习策略,它不预先建立模型,而
是当每个待测样本到来时再建立局部模型,并且给出
相应的预测输出[25–27]. 通常来说,对于t时刻的待测样

本xt,用JITL策略建立局部模型需要以下3个步骤: 1)
计算xt与历史数据{X, y}中所有xi ∈ X, i = 1, 2,

· · · , n的相似度,根据预先设定的相似度阈值选出k个

样本组成局部训练集; 2)基于该训练集,用预先选定
的建模算法建立预测模型f(x); 3)计算预测值⌢

y t =

f(xt)并释放局部模型. 上述步骤中,相似度的定义决
定了每个局部训练集的规模以及训练数据对当前工

况的代表性,一般采用基于欧式距离和马氏距离的方
法. 本文中,采用下式定义相似度[28–30]:

ωi = exp(−d2i
σ2
d

), (15)

di =

√
(xt − xi)

T
(xt − xi), (16)

式中: σd是控制参数,用于控制相似度ωi随距离di的

衰减率; σd越大, ωi衰减的越快,反之亦然. 图1给出了

ω = exp(−d2

σd

)在不同参数σd下的变化曲线.根据式

(15),给定阈值ωlim后,相似度满足ω > ωlim的样本将

被选中组成局部训练集.



1802 控 制 理 论 与 应 用 第 37卷

图 1 相似度函数特性曲线
Fig. 1 Characteristic curves of similarity function

3.2 融融融合合合JITL的的的有有有偏偏偏最最最小小小最最最大大大概概概率率率回回回归归归
在汽油调合优化控制过程中,希望汽油属性的预

测值尽量偏低于实际值,即−ε 6 ⌢
y − y 6 0. 因此希

望P{aTu−b>0}的概率下确界α达到最大,而P{aTv

− b > 0}的概率下确界η0由先验知识给定. 此外,为
了增强局部模型对当前工况的代表性,递归地将最新
获取的样本{xnew, ynew}更新入历史数据中. 对于每
个待测样本,当用JITL方法确定局部训练集后,即可
运用BMPM算法建立模型,用梯度优化求解分类超平
面,并按式(5)解出回归系数,进而给出对当前样本xt

的预测输出. ad-BMPMR算法的具体流程如图2所示.

图 2 ad-BMPMR算法流程图
Fig. 2 Model structure of ad-BMPMR

4 实实实验验验验验验证证证与与与工工工业业业应应应用用用

在汽油管道调合过程中,调合后成品汽油的RON,
芳烃含量(aromatic, ARO),苯含量等属性的检测主要
依赖在线近红外光谱分析仪. 该仪表是二次仪器,不
能直接检测属性,而是需要把在线采集的汽油NIR光
谱输入到预先建立的回归模型中,从模型输出相应属
性的预测值.本文采用所提出的自适应有偏最小最大
概率机回归(ad-BMPMR)算法建立模型,在柴油芳
烃–近红外光谱 (aromatic-NIR, ARO–NIR)基准数据
上对算法进行了比较分析,验证算法性能,之后基于
国内某炼厂汽油管道调合过程中采集的汽油数据集

对所提方法进行应用验证.

4.1 工工工业业业数数数据据据

1) 柴油ARO−NIR光谱数据: 该数据为一组公开
的基准数据,数据来源于http://www.eigenvector.com/
data/index.htm. 本文选用该数据包中柴油ARO−NIR
光谱数据集进行实验. 将该数据集按2:1的比例随机
划分为训练集和测试集,其中训练集包含182个样本,
测试集包含85个样本. 该数据集每条柴油NIR光谱包
含401个波长点,采用一阶微分法对光谱进行预处理,
以消除基线漂移和背景噪声,处理后的光谱变量作为
自变量,柴油芳烃含量作为因变量.

2) 汽油RON−NIR光谱数据: 该数据采集于国内
某炼化企业半成品车间汽油调合工业过程, NIR光谱
采用Guidewave公司的扫描光栅型在线近红外光谱
仪获取,波长范围为 1100 nm∼1300 nm,波长间隔
1 nm,共包含 201个波长点,所有光谱数据都采用
Unscrambler商用建模软件中自带的背景扣除法进行
预处理,以消除基线漂移. 处理后的汽油NIR光谱作
为自变量, RON含量作为因变量. 所用数据集中共包
含324组样本,按2: 1的比例随机选择216个样本组成
训练集,其余108个样本组成测试集.

4.2 实实实验验验方方方法法法与与与性性性能能能参参参数数数

为了比较分析本文所提出方法的性能和特点,该
部分用不同算法建立模型,并对比分析不同算法在同
一数据上的均方根误差 (root mean square error,
RMSE)和决定系数(R2); RMSE越小, R2越大,则模型
的精度越高、对数据的解释能力越强. RMSE, R2的具

体形式如下:

RMSE =

√√√√ n∑
i=1

(
⌢
y i − y)

2

n
, (17)

R2 = 1−

n∑
i=1

(yi −
⌢
y i)

2

n∑
i=1

(yi − ȳ)
2
. (18)



第 8期 贺凯迅等: 有偏最小最大概率模型及在汽油属性预测中的应用 1803

此外,考虑到对油品属性在线预测的目的是对当
前批次的油品属性进行优化,以保证该批次油品的总
体质量合格、并减少质量过剩.而且国内炼油企业的
成品汽油、柴油等都是经调合后泵入储罐,然后对储
罐内的油品进行抽样检查,合格后准予出厂;因此在
线过程中单个样本的预测偏差难以表征储罐内由累

积效应产生的最终成品油的属性偏差. 为了客观反映
成品油罐内油品的属性偏差情况,并定量评价分析模
型在一个连续批次内的精度,本文定义了平均累积偏
差,具体如下:

AcErr =

n∑
i=1

(
⌢
y i − yi)× fvi

n∑
i=1

fvi

, (19)

式中fv1为t = 0至t = 1时刻的总管流量,其余以此
类推. 当采样均匀、流量稳定时,式(19)等价于

AcErr =
n∑

i=1

(
⌢
y i − yi)/n, (20)

那么,一个调合批次的累积偏差为

AcErr =
n∑

i=1

(
⌢
y i − yi). (21)

由上式可知,在一个调合批次内,单个样本的正负
偏差累积后会有一部分抵消,抵消后余下的偏差为成
品油罐内油品属性的真实预测偏差;这一点符合油品
调合实际工况.

本文所采用的对比算法,具体如下:

1) 支持向量机回归 (support vector machine re-
gression, SVR): SVR采用台湾大学林智仁教授等开
发的 libsvm工具箱 (http: //www.csie.ntn.edu.tw/cjlin/
libsvm)实现,以历史数据作为训练集,并且保持训练
集结构不变;

2) 最小最大概率机回归 (minimax probability
machine regression, MPMR):用MPM求解本文定义
的二分类问题,并给出回归系数和预测结果,同样以
历史数据作为训练集,并且保持训练集结构不变;

3) 有偏最小最大概率机回归 (biased minimax
probability machine regression, BMPMR): 用BMPM
求解本文定义的二分类问题,并给出回归系数和预测
结果,同样以历史数据作为训练集,并且保持训练集
结构不变;

4) 递归偏最小二乘(recursive partial least squares,
RPLS):以历史数据作为初始训练集建立PLS模型,在
线过程中递归的利用新采样的标记样本更新PLS的协
方差矩阵,该算法的具体细节可参考文献[31].

4.3 结结结果果果分分分析析析

4.3.1 柴柴柴油油油芳芳芳烃烃烃含含含量量量预预预测测测结结结果果果分分分析析析

考虑到柴油近红外光谱包含的变量较多,而且波

长点变量之间的耦合严重,本案例中采用主成分分析
法对NIR光谱降维,并按累积贡献率> 98%提取主成
分,共提取3个主成分;降维后的数据分别送入
ad-BMPMR, BMPMR, MPMR和SVR建立回归模型.
RPLS采用原始数据建模,公平起见潜变量个数取3,
遗忘因子采用试差法在训练集中确定,该案例中整定
值为 0.3. 其他参数设置如下: η0=0.9, ε=3.65, ωlim

= 0.95均采用试差法确定; SVR算法选用RBF核,其
余采用libsvm里的默认参数.

实验结果详见表 1,结果保留 2位小数. 从表 1中
可见, ad-BMPMR在测试集上性能最佳.从RMSE
和 R2 的角度来看, ad-BMPMR, BMPMR, RPLS 和
MPMR差别不大, 4种算法对数据的解释能力以及预
测精度相当. 但是从累积误差来看,本文方法的累积
误差的绝对值较小而且是负偏差. 也就是说,在一个
批次内所有样本的正负预测误差抵消后的剩余误差

较小,且预测值比实际值偏低. 这一点非常有利于对
整个批次内属性进行优化控制,非常符合调合优化控
制的需求. BMPMR的累积误差也是负的,但是偏差
绝对值较大,整体性能不如ad-BMPMR,这主要是由
其静态模型的特性决定的. SVR算法在该案例中的性
能指标较差,一是因为SVR也是静态模型,难以及时
跟踪过程数据的变化;二是由于SVR算法内部的参数
较多,难以确定最优模型参数;此外SVR算法难以控
制有偏估计,导致累积误差偏大.作为常用的在线算
法RPLS,其RMSE比本文方法高出很多,没有获得满
意的精度.所有对比算法的时间损耗如表 1所示,
ad-BMPMR在测试集上总耗时1.06 s,比其他算法略
高,但是平均到每个待测样本的平均计算时间小于
0.1 s,完全能够满足在线预测的需求.

表 1 柴油数据不同建模算法的实验结果对比
Table 1 Comparison of different modeling strategies

for diesel dataset

方法 R2 RMSE AcErr 耗时/s

ad-BMPMR 0.85 2.46 –9.04 1.06
BMPMR 0.82 2.66 –38.37 0.83
MPMR 0.83 2.60 9.42 0.41

SVR 0.79 2.86 10.30 0.06
RPLS 0.77 3.04 3.45 0.07

图3为ad-BMPMR, BMPMR, MPMR以及SVR4种
算法对柴油ARO预测值的散点图,从中可见本文方法
的预测值更为均匀的分布在误差限之内,而其他3种
方法的拟合曲线均有较大的非期望偏置.这一点也验
证了表1中的实验结果.这4种对比算法的误差曲线见
图4,从中可见ad-BMPMR的误差变化范围要小于其
他对比算法,同样验证了上述分析结果.
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(a) ad-BMPMR (b) MPMR

(c) BMPMR (d) SVR
图 3 柴油ARO预测值散点图

Fig. 3 Scatter plots of model predictions: the ARO property of diesel

图 4 柴油ARO的预测偏差比较
Fig. 4 Bias curves for diesel ARO estimation

4.3.2 汽汽汽油油油RON含含含量量量预预预测测测分分分析析析
由于本案例收集的汽油NIR光谱的波长变量相对

较少,为了不损失有用信息,这里采用全光谱(201个
变量)作为输入变量,不对原始NIR光谱进行降维.参
数设置如下: η0 = 0.93, ε = 0.5, ωlim = 0.98均采用

试差法确定. SVR算法选用RBF核,其余采用libsvm
里的默认参数, RPLS的主元个数取6,遗忘因子取0.1,
采用试差交叉验证法在训练集中整定,实验结果详见
表2.

表 2 汽油数据不同建模算法实验结果对比
Table 2 Comparison of different modeling strategies

for gasoline dataset

方法 R2 RMSE AcErr 耗时/s

ad-BMPMR 0.92 0.32 – 5.41 1.92
BMPMR 0.90 0.36 –16.20 0.09
MPMR 0.76 0.56 2.22 0.28

SVR 0.84 0.47 5.64 0.11
RPLS 0.89 0.39 7.56 0.05

从R2和RMSE的角度来看, ad-BMPMR算法
取得了最好的结果, BMPMR的性能稍差于 ad-
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BMPMR,这两种算法的预测精度以及对数据的解
释能力均能够满足汽油调合工况的需求. RPLS与
BMPMR获得了相当的精度,但是RPLS的累积误差
绝对值较小,这是由算法的动态特性决定的. 在实
际调合应用中,若使用RPLS仍然难以在建模过程中
预判其预测输出与实际属性的偏差正负;若调合体
积较大,即使累积正偏差较小也仍可能造成调合产
品不合格. SVR的误差较大,模型的解释能力也较
低,其主要原因同第 4.3.1节中的分析:主要由于
SVR算法内部参数较多,参数设置以及核函数的选
择很难达到最优. 此外由于SVR的模型维护较为繁
琐,在实际工业现场很少使用. MPMR的性能表现
最差,已经超出0.5,难以满足调合优化的需求精度.
从累积误差AcErr来看, MPMR算法拥有最低的累
积误差,但是因其RMSE太高,在调合优化过程中会
导致调合配方前后调整幅度较大;大幅度的配方调
整会导致调合不均匀,进而会使成品油罐内的油品
发生分层,难以保证调合成功. 所以MPMR难以兼
顾预测精度和累积误差. 相比之下, ad-BMPMR的
累积误差为−5.41,偏低于实际值,这一点与所期望
的一致;累积误差绝对值比BMPMR要小很多. 综
合RMSE, R2和本文采用的累积误差指标, ad-
BMPMR具有最佳的性能,最适合用于汽油调合过
程中油品属性的在线预测. 所有对比算法的时间损
耗如表 2所示, ad-BMPMR在测试集上总耗时
1.92 s,虽然比其他算法略高,但是平均到每个待测
样本的平均计算时间小于0.1 s,完全能够满足在线
预测的需求.

图5为其中4种算法在测试集上的拟合散点图.
从中可见, ad-BMPMR的预测值比其他几种算法更
为均匀的分布在真实值稍偏下的位置,这一点也符
合前文的分析. MPMR和SVR算法中,有较多预测
点严重偏理想拟合线,这在调合优化过程中会造成
局部短时间内调合配方的大幅度调整. BMPMR算
法的拟合曲线也较为理想,但是由于算法的静态特
性造成整体上的累积误差较大.

(a) ad-BMPMR

(b) MPMR

(c) BMPMR

(d) SVR

图 5 汽油RON预测值散点图
Fig. 5 Scatter plots of predictions: the RON property of

gasoline

图6为ad-BMPMR与BMPMR, MPMR以及SVR
三种对比算法在测试集上的误差曲线,从中可见,
本文方法正负误差的变化幅度明显小于MPMR和
SVR.与BMPMR相比,误差曲线相当,但是其正负
误差的分布更为对称,这也是ad-BMPMR拥有更小
的累积偏差的原因.综上,从对数据的解释能力、预
测精度以及累积偏差来看, ad-BMPMR非常适合用
于油品调合优化控制过程中油品属性的在线预测.
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图 6 汽油RON的预测偏差曲线

Fig. 6 Bias curves for gasoline RON estimation

5 结结结语语语

汽油调合是汽油产品出厂前的最后一道工序,
调合过程的优化控制直接关系到产品的质量. 为了
保证一次调合成功,避免重调带来的油品损失、储
罐资源浪费,订单交付延迟等;希望优化过程中汽
油属性的预测值等于或偏低于实际值,并保持在可
接受的误差范围内.这样优化控制器会始终确保调
合产品合格,同时又能有效控制属性质量过剩.针
对这一特性,本文提出采用有偏最小最大概率回归
算法建立汽油属性的近红外分析模型;考虑到初始
近红外模型会随着组分油属性,调合配方等的改变
而逐渐衰减,使模型预测误差不断增大,本文将即
时学习算法与最小最大概率回归相结合,采用局部
建模策略提高模型的自适应能力,从而既可保证对
油品属性的有偏估计,又能及时跟踪生产过程的最
新动态. 在柴油和汽油近红外数据上的实验结果验
证了方法的有效性,本文方法有望大幅度提高油品
调合优化控制的投运率.
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