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摘要:等距映射算法(ISOMAP)是一种典型的非线性流形降维算法,该算法可在尽量保持高维数据测地距离与低
维数据空间距离对等关系的基础上实现降维.但ISOMAP容易受噪声的影响,导致数据降维后不能保持高维拓扑结
构.针对这一问题,提出了一种基于最优密度方向的等距映射(ODD–ISOMAP)算法.该算法通过筛选数据的自然邻
居确定每个数据沿流形方向的最优密度方向,之后基于与各近邻数据组成的向量相对最优密度方向投影的角度、
方向和长度合理缩放局部邻域距离,引导数据沿流形方向计算测地距离,从而降低算法对噪声的敏感度.为验证算
法有效性,选取了2类人工合成数据和5类实测数据作为测试数据集,分别使用ISOMAP, LLE, HLLE, LTSA, LEIGS,
PCA和ODD–ISOMAP算法对数据集降维,并对降维数据进行K-mediods聚类分析.通过比对聚类正确率以及不同幅
度噪声对此正确率的影响程度评价各算法降维效果优劣.结果表明, ODD–ISOMAP算法较其他6种常见算法降维效
果提升显著,且对噪声干扰有更强的抵抗能力.
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Abstract: As a typical nonlinear dimensionality reduction algorithm, ISOMAP can realize the dimensionality reduction
based on the corresponding relationship between the high-dimensional geodesic distance and the low-dimensional spatial
distance. However, the classical ISOMAP algorithm is heavily affected by noise making it difficult to maintain the topol-
ogy in low dimensionality. To address this problem, an optimal density direction based ISOMAP algorithm is proposed.
Firstly, the algorithm screens the optimal density direction of each data along the manifold direction by filtering its natural
neighbors, then composes a vector with the data and its neighbors. After that, the local neighborhood distance is reasonably
scaled according to the angle, direction and length of the projection of the vector relative to the optimal density direction.
In this way, the geodesic distance is guided to be calculated along the manifold direction so as to reduce the sensitivity
to noise. In order to verify the effectiveness of the algorithm, 2 types of artificial data sets and 5 types of measured data
sets are selected as the test cases. ISOMAP, LLE, HLLE, LTSA, LEIGS, PCA, and ODD–ISOMAP algorithms are applied
on data sets respectively. Moreover, K-mediods clustering algorithm is performed after dimension reduction. The dimen-
sionality reduction effect of each algorithm is evaluated by comparing the clustering accuracy and the influence degree of
different amplitude noise on the accuracy. Experimental results show that the effect of ODD–ISOMAP algorithm has been
significantly improved comparing with the other 6 common algorithms, and it has stronger resistance to noises as well.
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1 引引引言言言

随着信息技术的飞速发展,数据产生与获取方式

的渠道增多,数据样式呈现多样化,如音视频数据、图

像数据、文本数据等.众多研究领域的数据维度也越

来越高,如人脸识别[1]、信息检索[2]、气候变化、恒星

光谱、基因分布[3]等.高维数据会导致数据计算的高

度复杂化,给后期数据处理工作带来巨大挑战,这通

常被称为“维数灾难”[4].高维数据包含大量的冗余

信息,体现为数据的稀疏性,数据降维是应对高维稀

疏数据的有效手段.常用的线性降维方法有主成分分

析(principal components analysis, PCA)算法[5]、线性

判别(linear discriminant analysis, LDA)算法[6]、多维

尺度变换(multi-dimensional scaling, MDS)算法[7]等.

在实际应用中大多数数据各维度间呈现非线性相关

特征,因此出现了一些非线性降维方法,如拉普拉斯

映射(Laplacian eigenmaps, LEIGS)算法[8]、局部线性

嵌入 (locally linear embedding, LLE)算法[9]、局部切

空间排列(local target space alignment, LTSA)算法、

等距映射 (isometric mapping, ISOMAP)算法[10]等.

其中, ISOMAP算法是一种使用广泛的典型非线性降

维算法,该算法基于局部邻域距离计算各数据点之间

的全局测地距离,在尽量保持高维数据测地距离与低

维数据空间距离对等关系的基础上实现降维.但

ISOMAP算法本身缺乏噪声应对能力,噪声会破坏算

法的拓扑稳定性影响降维效果[11];局部邻域距离的计

算没有方向性,当高维流形存在较大曲率时将导致

“短路现象”[12],降维后数据不能很好保持高维拓扑

结构.

为解决以上问题,提出了一些改进方法,例如,监

督的 ISOMAP (supervised isometric mapping, S–ISO-

MAP)算法[13]、多流形判别 ISOMAP (multi-manifold

dimensional isometric mapping, MMD–ISOMAP) 算

法[14]等.但此类方法无法适用于无标签数据集.基于

密度缩放因子的ISOMAP(density scaling factor based

isometric mapping, D–ISOMAP)算法[15]虽然降低了

对噪声的敏感性,但仍无法应对较大曲率引起的“短

路现象”.本文针对现有算法存在的上述问题,提出了

一种基于最优密度方向的流形降维方法(optimal den-

sity direction based ISOMAP, ODD–ISOMAP),该算

法用向量表征高维数据与近邻关系,通过寻找高维数

据最优密度方向构建距离缩放矩阵,旨在增强算法应

对强的噪声抗干扰的能力并避免高维流形较大曲率

导致的“短路现象”.文章将对比ODD–ISOMAP算法

与ISOMAP, HLLE, LTSA, LEIGS, LLE和PCA算法的

降维性能,验证了算法的有效性.

2 经经经典典典ISOMAP算算算法法法
设原始高维数据为X = [x1 x2 · · · xm]

T ∈
Rm×n,降维后的数据矩阵为Y = [y1 y2 · · · ym]

T

∈ Rm×d;其中: m为采样数, n为原始变量维度, d为降
维后变量维度.经典的ISOMAP算法包括以下几个核
心环节: 1)构建无向邻域距离矩阵; 2)获取测地距离
矩阵; 3)获取低维嵌入表示矩阵.
无向邻域距离的计算方式有两种:一种基于距离,

将xi与其邻域半径r范围内的数据间距离作为邻域距

离;另一种基于数量,将xi与其k个最近邻集合k(xi)

数据间的距离作为邻域距离.本文选择后者构建邻域
距离矩阵,将xi与X中数据间的无向邻域距离定义为

d(xi,j) =


∥xi − xj∥2, xj ∈ k(xi),

0, xj = xi,

∞, xj /∈ k(xi),

(1)

则X数据间的无向邻域距离矩阵D可表示为

D =


d(x1,1) d(x1,2) · · · d(x1,m)

d(x2,1) d(x2,2) · · · d(x2,m)
...

...
...

d(xm,1) d(xm,2) · · · d(xm,m)


m×m

. (2)

再使用Dijkstra或Floyd最短路径算法即可得到任
意两个数据间的最短路径距离,即测地距离dG(xi,j).
获取低维嵌入表示可通过求解以下最优化问题来

实现:

min
Y

=
∑
i,j

(d(xi,j)− dG(xi,j))
2
. (3)

使用MDS算法求解该问题,即得到高维数据X的

低维嵌入表示矩阵Y .

3 ODD–ISOMAP算算算法法法
ODD–ISOMAP算法的基本思想是首先确定每个

高维数据xi的最优密度方向,然后获取xi的k个近邻

在最优密度方向上的投影.再以投影角度、方向和相
对大小修订xi与k个近邻的局部邻域距离,即得到有
向邻域距离,从而引导数据沿着流形方向计算测地距
离,降低短路风险,增强算法抵制噪声干扰的能力.

3.1 基基基于于于自自自然然然邻邻邻居居居的的的最最最优优优密密密度度度方方方向向向

高维流形上的任一数据xi都有一个指向局部最高

数据密度且处于流形表面的方向,将该方向定义为最
优密度方向,并记为x̄i.为了确保最优密度方向沿流
形方向,同时具有较强的抗噪声干扰能力,本文引入
自然邻居(natural neighbor, NN)概念.
先按照经典ISOMAP算法计算高维数据X中任一

采样数据xi的k近邻集合k(xi).在k(xi)基础上xi的

自然邻居集合定义为

ψ(xi) = {xj|xi ∈ k(xj), xj ∈ k(xi)}, (4)
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上式中ψ(xi)表示xi的自然邻居集合.由该式可知,数
据xj属于ψ(xi)表示xi与xj都在对方的k近邻集合中.
图1展示了三维流形中xi自然邻居选取过程及自

然邻居的抗干扰能力,此例中近邻数k =4. k(xi)包

含4个数据xj , xp, xt与xn, xi与xn由于流形紧密折

叠出现了短路现象.如图1(a)所示,在噪声干扰前xj与

xp被选为xi的自然邻居, xn和xt虽然属于xi的最近

邻但xt局部范围内有更相近的数据, xn在流形的另一

端其近邻数据大概率也不包含xi,故xn和xt均未入

选xi的自然邻居.可见自然邻居的选取标准比较严格,
这一特征能确保xi筛选出的自然邻居沿局部最大密

度方向,由于数据xi的局部最大密度方向一般沿着局

部流形的方向分布,故可以基于自然邻居得到的最优
密度方向也会沿着局部流形方向.另一方面,如图
1(b)所示,当部分数据受到噪声干扰发生位移时,自然
邻居的筛选结果不容易改变.这是由于自然邻居选择
过程需要检查数据双方相互的近邻关系,这一近邻关
系是基于近邻位置顺序而非直接距离的,因此具有一
定稳定性.所以基于自然邻居得到的最优密度方向也
将是稳定的.

xj

xt
xi

xn

xp

(a) 受噪声干扰前

xt
xi

xn

xp

xj

(b) 噪声干扰后

图 1 自然邻居的抗干扰能力

Fig. 1 Resistance of noise of natural neighbors

将x⃗i视为xi在高维空间对应的向量,同理x⃗j为xj

的对应向量, k(x⃗i)为k(xi)中所有数据在高维空间对

应向量的集合, ψ(x⃗i)为ψ(xi)中所有数据在高维空间

对应向量的集合.则所有属于自然邻居集合ψ(x⃗i)的

向量x⃗j与x⃗i的差向量x⃗
N
i,j可表示为

x⃗N
i,j =

⇀
xj −

⇀
xi, s.t.

⇀
xj ∈ ψ(x⃗i). (5)

在示意图2中,差向量如红色箭头所示.

xt

xi

xn

xp

xj

图 2 差向量

Fig. 2 Difference vector

获取差向量后,可进一步获得xi对应的最优密度

方向向量x̂i

x̂i =
∑ x⃗N

i,j

|x⃗N
i,j|2

/|
∑ x⃗N

i,j

|x⃗N

i,j|2
|. (6)

差向量的模标识数据间距离的远近.式(6)中,将
差向量的模取平方是为了确保xi的自然邻居集合中

距离其越近的数据对最优密度方向的影响越大.在图
3所示示例中,红色箭头表示了xi未归一化的最优密

度方向,结合前文分析可知xi的最优密度方向将指向

xi的局部流形方向并且具有稳定性,下文将利用最优
密度方向对xi与其最近邻的位置关系进行缩放,并设
计缩放因子的大小与噪声对数据的影响程度相关,进
而降低噪声影响,还原数据与其近邻间的原始分布情
况.

xt

xi

xn

xp

xj

图 3 未归一化的最优密度方向

Fig. 3 Unnormalized optimal density direction

3.2 基基基于于于最最最优优优密密密度度度方方方向向向的的的距距距离离离缩缩缩放放放矩矩矩阵阵阵

设x⃗k
i,j为k(x⃗i)中向量x⃗j与x⃗i的差向量,则差向量

x⃗k
i,j与最优密度方向向量x̂i夹角的余弦cos γj可表达

为

cos γj =
⟨x⃗k

i,j, x̂i⟩
|x⃗k

i,j|
. (7)
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进而可获得差向量x⃗k
i,j在最优密度方向向量x̂i上

的相对投影长度x̃i,j

x̃i,j = |x⃗k
i,j|(ε+ abs(sin γj)) =

|x⃗k
i,j|(ε+

√
1− cos2γj) =

ε|x⃗k
i,j|+

√
|x⃗k

i,j|2 − ⟨x⃗k
i,j, x̂i⟩2, (8)

式(8)中: abs(·)表示取绝对值, | · |表示取向量模, ε为
系数调节因子.

k(x⃗i)中数据在最优密度方向x̂i上的相对投影长

度和夹角求取过程如图4所示.

xt

xn

xp

γp

γj
γt

γn

xj

xi , t

xi , n

xi , p

xi , j

xi

图 4 K近邻在最优密度方向上映射

Fig. 4 Projection of K-nearest neighbors on optimal density
direction

cos γj的符号代表了k(x⃗i)中向量与x̂i的方向关系,
这里进一步定义符号函数sg以区分同向与反向数据

sg = − sgn(cos γj), (9)

其中sgn(·)表示符号函数运算.
则xi相对于xj的密度缩放因子x̂i,j可按照下式计

算:

x̂i,j =

exp(sg(x̃i,jρ
sg)

sg
) + ε, cos γj ̸= 0,

exp(x̃i,jρ), cos γj = 0,
(10)

其中: exp(·)表示指数运算,引入密度缩放因子ρ是为
了方便控制沿最优密度方向的数据间距离的缩放程

度, ρ越大缩放程度越剧烈.
遍历X中所有数据后,将得到所有数据相对于其

k个最近邻的密度缩放因子矩阵DMm×n. X中某一
数据xi相对于其k最近邻xj的密度缩放因子与xj相

对于xi的密度缩放因子并不相同,故DM为非对称

矩阵. DM需要按下式进行对称处理:

DM ′ = DM ·DMT. (11)

使用DM ′对高维数据X数据间的无向邻域距离

矩阵D进行缩放,可得有向邻域距离矩阵OM

OM = D ·DM ′. (12)

使用密度缩放因子对高维数据的局部邻域距离进

行缩放,会使得与最优密度方向同向的近邻点之间的

距离缩小,且投影向量与最优密度方向夹角余弦绝对
值越小或与当前高维数据点距离越近收缩程度越大;
相反的,与最优密度方向反向的近邻点之间的距离会
被放大,且投影向量与最优密度方向夹角余弦绝对值
越大或与当前高维数据点距离越远则放大程度越大.
图5示例中展示了数据缩放后的距离与图1所示原始
距离的对比.

xjxt

xi

xn

xp

图 5 缩放后距离

Fig. 5 Scaled distance

3.3 ODD–ISOMAP算算算法法法步步步骤骤骤
步步步骤骤骤 1 输入待处理原始高维数据矩阵X ,设定

最近邻集合的个数k,设定密度缩放因子ρ及系数调节
因子ε (一般取10−4 < ε 6 10−1),设定密度缩放因子
矩阵DMm×n为全1矩阵.从X中任选一高维数据xi

作为待处理数据.

步步步骤骤骤 2 按照式 (4)计算 xi 的自然邻居集合

ψ(xi).若ψ(xi)为空集,则xi为离群点,若实际情况
允许可将xi剔除,否则可将k(xi)视为ψ(xi).

步步步骤骤骤 3 基于ψ(xi)按照式(5)–(6)获取xi最优密

度方向向量x̂i.

步步步骤骤骤 4 从k(x⃗i)中任选一向量x⃗j ,计算x⃗j与x⃗i

的差向量x⃗k
i,j ,按照式(7)–(8)分别计算差向量x⃗k

i,j与最

优密度方向向量x̂i夹角的余弦cos γj及在x̂i上的相对

投影x̃i,j .重复此步骤,直到获取k(x⃗i)中所有向量与

x̂i夹角的余弦及所有向量在x̂i上的相对投影集合.

步步步骤骤骤 5 按照式(9)–(10)计算xi相对于k(xi)中

每一个近邻数据的密度缩放因子.

步步步骤骤骤 6 将xi相对于k(xi)的密度缩放因子存入

矩阵DM对应位置.从X中任选一没有处理过的高

维数据,重复步骤2–5,直到X中所有数据被处理完

毕.

步步步骤骤骤 7 按照式(11)对DM对称处理,在获取有
向邻域距离矩阵D基础上按照式(12)计算距离缩放后
的有向邻域距离矩阵OD.
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步步步骤骤骤 8 基于OD使用Dijkstra或Floyd最短路径
算法获取测地距离矩阵,最后使用多维尺度变换算法
MDS得到原始高维数据矩阵X降维后数据矩阵Y .

需要说明的是,文中最近邻及自然邻居的求取仍
然使用欧式距离.而随着数据集维度的增加该距离计
算方式将呈现出一定的弊端.

3.4 ODD–ISOMAP算算算法法法复复复杂杂杂度度度分分分析析析
ODD–ISOMAP算法步骤2中需要计算原空间数据

的自然邻居,应用了KD树优化后的自然邻居选择时
间复杂度为O(m logm)[16].步骤3计算所有数据的最
优密度方向的复杂度为O(m).步骤4与步骤5中计算
空间所有数据与其k个最近邻的差向量、相对最优密

度方向夹角余弦和投影以及计算所有数据相对其k个

近邻的密度缩放因子的复杂度均为O(km),故此步骤
总体时间复杂度为O(4km).步骤6中获取DM矩阵

的复杂度为O(1).步骤7与步骤8是经典的ISOMAP算
法步骤,该步准确复杂度为O(m3 + dm2 logm)[17].
故ODD–ISOMAP算法准确时间复杂度为O(m·

logm +m + 4km + 1 + 1 + dm2 logm +m3),考
虑到k≪m及d≪m,则ODD–ISOMAP总体时间复
杂度与经典ISOMAP算法的时间复杂度大致相同,为
O(m3).
另外,经典ISOMAP算法中获取无向邻域矩阵D

(也称为构建邻域图)需要筛选数据的k个最近邻,
ODD–ISOMAP算法中自然邻居的选取只需要在此基
础上进一步筛选出自然邻居即可,额外付出的计算单
位为 O(m).故相对经典 ISOMAP算法而言, ODD–
ISOMAP算法中需要额外付出的总体计算单元为
O(2m + 4km+ 1 + 1).相比O(m3)的总体时间复杂

度, ODD–ISOMAP算法付出了较少的额外算力消耗
取得了较好的噪声抗干扰能力.

4 实实实验验验及及及效效效果果果分分分析析析

为检验文章所提算法的算法降维效果,本节在
Swiss roll, Gauss, Iris, Seeds, Wine, Vertebral column-
2c, QCM sensor alcohol共7种数据集上对ODD–ISO-
MAP算法进行了测试,并将降维效果与其他6种常见
降维算法HLLE, LTSA, LEIGS, LLE, PCA, ISOMAP
进行了对比,实验环境为MATLAB 2019a.

4.1 测测测试试试数数数据据据集集集与与与评评评价价价指指指标标标

7种数据集中前2种为人工合成数据集,后5种来
自UCI machine learning实测数据库,去除异常值后各
数据集基本参数如表1所示.
为直观展示各算法降维效果,将所有数据降维为

2维,并使用统一参数设置的经典K-mediods算法对
第2至7种多类别数据集降维后数据进行聚类分析.由
于数据集的类别数量已知,因此若降维算法能够保持

高维数据的拓扑结构,经各算法降维后的2维数据聚
类结果应该与真实数据类标相同,否则说明算法降维
效果较差.基于以上规律,引入聚类正确率指标
(clustering accuracy, CA)定量描述聚类结果与数据真
实类别相似程度, CA表示为

CA =

{
t∑

p=1

m∑
i=1

[xi,yi]|xi ∈ Cp, yi ∈ Cp}

m
, (13)

上式中: yi表示高维数据xi映射后对应的低维数据,
[xi, yi]表示高低维数据对的数据量, Cp表示类标, t为
数据簇类别数量, m为数据簇数据的总量. CA表示所
有类别中映射前后属于同一个类标的高低维数据对

数据量总和与数据簇总数据量的比值. CA的值介于
0到1之间,取值越大表示聚类结果与高维数据真实类
别相似度越高,即算法降维效果越好.

表 1 测试数据
Table 1 Test datasets

序号 数据集 数据量 变量维度 类别数量

1 Swiss roll 1000 3 1
2 Gauss 965 3 5
3 Iris 150 4 3
4 Seeds 201 7 3
5 Wine 178 13 3
6 Vertebral column 2c 309 6 2
7 QCM3 Sensor Alcohol 25 10 5

4.2 合合合成成成数数数据据据实实实验验验

Swiss roll数据为3维人工合成数据,常用来进行流
形降维测试,本节为了模拟较大曲率及噪声对数据的
影响,对1000组Swiss roll数据的维度3进行了适度压
缩,并添加了60%的随机噪声,最终生成的Swiss roll
数据如图6(a)所示.使用本文提出的ODD–ISOMAP
算法及其他6种降维算法将该数据降为2维,其中各算
法近邻数k取最优,各算法降维效果如图6(b)–6(h)所
示.
分析图 6可知,在模拟强噪声和大曲率情况下,

HLLE算法降维效果出现了重叠, LTSA, LLE, PCA算
法降维效果未能保持 3维数据流形, LEIGS与 ISO-
MAP算法的降维效果受到了一定影响,只有ODD–
ISOMAP保持了较好的降维效果.

Gauss数据为3维5簇人工合成数据,各数据簇边缘
贴近但不重叠,如图7(a)所示.图7(b)–7(h)展示了各算
法在该数据上的降维表现,从效果来看 ODD–ISO-
MAP算法能够有效促使各数据簇向簇中心靠拢,进而
减少降维后簇间数据重叠度,而其他算法降维后都不
可避免的出现了数据重叠.
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图 6 各算法在Swiss roll数据上降维表现

Fig. 6 Dimensionality reduction performance of each algorithm on Swiss roll dataset
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图 7 各算法在Gauss数据上降维表现

Fig. 7 Dimensionality reduction performance of each algorithm on Gauss dataset
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为进一步研究各算法对噪声的敏感度差别,对
Gauss数据集逐步添加3%至15%的高斯噪声,统计各
算法在各噪声幅度下的CA值,如表2所示.图8以曲线
形式展示了Gauss数据各算法CA值随噪声幅度变化
规律,分析表2与图8可知,随着高斯噪声幅度的增加
各算法对应的CA值呈下降趋势,说明噪声确实对降
维效果有负面影响,但不同算法受影响程度不同.在
不同幅度噪声影响下ODD–ISOMAP算法的CA值均
高于经典ISOMAP算法.表明在最优密度方向引导下,
噪声干扰被密度缩放因子有效修正,在一定程度上保

持了数据间的真实位置关系.另外,在噪声幅度不大
于15%情况下,只有LEIGS与ODD–ISOMAP算法的
CA值保持在0.8以上,并且总体来看后者优于前者;其
他算法均受到了较大影响,其中LLE算法效果最差.
从噪声角度来看,只有在添加3%噪声时LEIGS算法降
维效果略优于ODD–ISOMAP算法,其他情况下后者
效果均优于其他6种算法,说明尽管噪声影响了数据
的原始分布,但是多个数据间近邻关系存在一定的稳
定性,而利用了此规律的ODD–ISOMAP算法对噪声
有较好的抵抗能力.

表 2 Gauss数据值随CA噪声变化
Table 2 CA values of algorithms vary with noises on Gauss dataset

CA/k/ρ

算法 0 3% 6% 9% 12% 15%

ODD–ISOMAP 0.965/9 /0.17 0.905/9 /0.17 0.897/9 /0.17 0.888/9 /0.17 0.844/9 /0.17 0.820/9 /0.17
ISOMAP 0.961/9 0.851/9 0.804/9 0.841/9 0.830/9 0.784/9

LLE 0.620/10 0.618/10 0.608/10 0.594/10 0.532/10 0.520/10
HLLE 0.875/10 0.855/10 0.847/10 0.812/10 0.792/10 0.782/10
LEIGS 0.938/6 0.911/6 0.890/6 0.868/6 0.837/6 0.808/6
LTSA 0.924/10 0.906/10 0.861/10 0.841/10 0.811/10 0.796/10
PCA 0.856 0.834 0.814 0.803 0.753 0.723

注: PCA算法主元贡献率取0.95, ε统一取0.001.
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图 8 Gauss数据集各算法CA值随噪声变化曲线
Fig. 8 CA curves of algorithms vary with noises on Gauss

dataset

图9展示了ODD–ISOMAP算法与ISOMAP算法在
添加3%高斯噪声的Gauss数据上降维后聚类效果.图
中不同形状表示原始高维数据真实类标,不同颜色表
示降维后数据聚类类标,红色圈中数据为分类错误数
据.从图 9中可看出,相比 ISOMAP算法, ODD–ISO-

MAP算法能够有效放大各数据簇间距离,并使各簇数
据向簇心收缩,从而减少分类错误,较好保持了高维
数据原始样式.

4.3 实实实测测测数数数据据据实实实验验验

本节在优化近邻数值k、系数调节因子ε和密度缩

放因子 ρ前提下,对比了ODD–ISOMAP算法与 ISO-
MAP, HLLE, LTSA, LEIGS, LLE, PCA算法在5类实
测数据上的降维表现.表3统计了各算法在实测数据
集上的CA值,图10至图14分别展示了各数据集上CA
值最高的前2种算法降维效果.各图中不同形状表示
原始高维数据的真实类标,不同颜色表示降维后数据
聚类类标,红色圈中数据为错误分类数据.
从图10来看,对Iris数据降维效果最好的为ODD–

ISOMAP算法和ISOMAP算法.对比图10(a)与图10(b)
的聚类簇1,可以发现ODD–ISOMAP算法能够使真实
簇更加聚集.对比两图聚类簇2–3可知,两种算法降维
后聚类效果均出现了重叠,但ODD–ISOMAP算法能
够使两个不同簇沿着各自簇内数据密集方向收拢,从
而减少了错分数据,提高了分类正确率.图11至图13
展示了Seeds, Wine和Vertebral column2c数据集的结
果,获得了与图10同样的结论.这是由于ODD–ISO-
MAP算法能够根据高维数据的原始分布情况沿最优
密度方向合理缩放了数据间距离,使得降维后各数据
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集同一簇内数据更加紧密,不同簇间距离更加分散,
簇边缘数据向簇内靠拢,较好保持了高维数据真实簇
分类特征,从而有效改善了聚类效果.图 14中虽然
ODD–ISOMAP, ISOMAP和 PCA算法都能在 QCM
Sensor Alcohol数据上取得极高正确率(CA = 1),但是
前者通过数据缩放功能使得分类效果更加显著.从表
3数据角度来看,在Wine数据集上ODD–ISOMAP算
法和HLLE算法均能得到最高的CA值,其他数据集
上ODD–ISOMAP算法的CA值为最高,说明本文所提

算法降维效果最好.
为进一步研究各算法对噪声的敏感度差别,在

Seeds数据集上逐步添加5%至25%的高斯噪声,统计
各算法在各噪声幅度下的CA值,如表4所示.图15以
曲线形式展示了Seeds数据集上各算法CA值随噪声
幅度变化规律.从表4据图15可以看出,除了在25%强
噪声干扰下 ODD–ISOMAP算法降维效果略低于
LTSA算法外;在其他情况下ODD–ISOMAP算法都能
保持更好的降维效果.
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Fig. 11 Two-dimensional maps of Seeds dataset
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Fig. 14 Two-dimensional maps of QCM Sensor Alcohol dataset

表 3 各算法在多个实测数据上的CA值
Table 3 CA values of algorithms on difference datasets

CA/k/ρ

算法 Iris Seeds Wine Vertebral column 2c QCM Sensor Alcohol

ODD–ISOMAP 0.906/25 /0.1 0.930/25 /0.1 0.787/10 /0.004 0.809/7 /0.08 1.000/10 /0.025
ISOMAP 0.893/30 0.915/25 0.708/10 0.728/7 1.000/10

LLE 0.900/30 0.880/30 0.708/15 0.738/15 0.920/10
HLLE 0.867/26 0.876/40 0.787/10 0.670/45 0.920/10
LEIGS 0.773/23 0.910/20 0.730/10 0.751/3 0.880/5
LTSA 0.853/25 0.891/15 0.764/28 0.702/60 0.960/6
PCA 0.886 0.915 0.702 0.676 1.000

注: PCA算法主元贡献率取0.95, ε统一取0.001.

表 4 各算法在不同噪声幅度Seeds数据上的CA值
Table 4 CA values of algorithms vary with noises on seeds dataset

CA/k/ρ

算法 5% 10% 15% 20% 25%

ODD–ISOMAP 0.881/25 /0.15 0.816/30 /0.3 0.726/14 /0.3 0.687/64 /0.3 0.647/80 /0.3
ISOMAP 0.851/25 0.706/25 0.572/25 0.572/25 0.507/25

LLE 0.801/30 0.697/30 0.597/30 0.537/30 0.477/30
HLLE 0.771/40 0.667/40 0.597/40 0.602/40 0.567/40
LEIGS 0.776/20 0.627/20 0.587/20 0.572/20 0.537/20
LTSA 0.821/15 0.786/15 0.701/15 0.687/15 0.667/15
PCA 0.841 0.711 0.522 0.562 0.483

注: PCA算法主元贡献率取0.95, ε统一取0.001.
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图 15 Seeds数据集各算法CA值随噪声变化曲线
Fig. 15 CA curves of algorithms vary with noises on Seeds

dataset

5 结结结论论论

由于数据的多个近邻间的关系能够反映数据的本

质分布情况,在一定噪声的影响下,数据与其自然邻
居间的关系存在一定的稳定性,并且由于自然邻居的
获取过程取决于近邻数据间的相互位置关系,因此数
据的自然邻居一般沿着高维流形方向分布.本文利用
了此种规律引入了最优密度方向概念,提出了具有较
好噪声抗干扰能力的ODD–ISOMAP算法.该算法从
高维数据点的k个最近邻中筛选出自然邻居集合,进
一步得到了各个数据的最优密度方向,此最优密度方
向指向流形方向且不易受噪声干扰.之后通过计算高
维数据的k个最近邻在最优密度方向上投影的角度、

方向和长度,获取各近邻数据相对高维数据距离的密
度缩放因子.此密度缩放因子的大小与噪声对数据的
影响程度密切相关,因此使用该密度缩放因子对数据
间的局部邻域距离进行缩放,能够在一定程度上还原
数据与其近邻间的原始分布情况,从而降低噪声对降
维过程的影响.在实验环节对比了 ODD–ISOMAP
算法与ISOMAP, HLLE, LTSA, LEIGS, LLE和PCA算
法在2类人工合成数据集和5类实测数据集上的降维
表现,并测试了各算法在不同噪声压力下的降维性能,
验证了本文所提算法的实用性和有效性.
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