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摘要:我国建筑能耗约占社会总能耗的30%,其中集中式暖通空调系统能耗约占一半以上.为提高节能效率,本文
提出基于负荷预测的空调冷冻站系统神经网络预测控制策略.本文采用神经网络作为优化反馈控制器,将满足负荷
需求和系统能效比需求作为优化目标,将变分法和随机梯度下降法相结合,对神经网络权值进行滚动优化,既能解
决传统变分法由开环控制引发的对随机干扰和不确定性敏感的问题,又可避免基于动态规划的非线性优化算法的
“维数灾”问题.本文以北京某国企科研楼的空调系统为研究对象,实验结果表明,本文所提出的神经网络预测控
制策略与PID控制算法相比,系统总能耗节省约8.57%,并且在控制过程中能够克服各种变化和不确定性因素的影
响,具有更好的动态和稳态性能,且该算法占用存储空间适中、计算量小,易于工程实现.
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Abstract: Building energy consumption accounts for about 30% of the total social energy consumption in China, among
which the energy consumption of heating, ventilation and air-conditioning systems accounts for more than half. In this
paper, a neural network model predictive control strategy based on load forecasting is proposed for an air-conditioning
refrigeration system to improve its energy efficiency. The neural network is used as the optimal feedback controller, and
the load demand and energy efficiency ratio demand of the system are taken as the optimization objectives. By combining
the variational method with the stochastic gradient descent method, the weights of the neural network are optimized, which
can not only solve the problem of sensitivity to random disturbances and uncertainties caused by the open-loop control of
the traditional variational method, but also avoid the “dimension disaster” problem of the traditional nonlinear optimization
algorithm based on dynamic programming. In this paper, the air-conditioning system of a research building in Beijing is
taken as the research object. The experimental results show that, compared with PID control algorithm, the proposed neural
network predictive control strategy, which has better dynamic and steady-state performance, can save about 8.57% of the
total energy consumption of the system and overcome the influence of various changes and uncertainties in the control
process. Moreover, the algorithm occupies moderate storage space and has small amount of calculation, which is easy to be
implemented in engineering.
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1 引引引言言言

近年来,建筑物能源消耗处于不断上升的趋势.在
中国,建筑能耗约占社会总能耗的30%[1].集中式暖通
空调(HVAC)系统是建筑物重要的组成部分之一,其
能耗约占建筑能耗总量的40%∼50%[2–3].由于空调冷
冻站系统拥有众多设备,包括冷水机组、水泵和冷却
塔等,使得系统结构复杂,具有非线性、大滞后以及时
变等复杂特性,且冷冻水回路和冷却水回路间存在耦
合关系,造成传统PID控制方法设计和调试困难,因此
系统控制效果不佳.本文通过调研发现,由于参数整
定困难,造成PID控制在空调系统负荷变化时极易产
生振荡,所以目前90%以上的集中式空调系统采用手
动控制,造成能源的大量浪费.即使采用自动控制的
系统,也没有把冷冻站系统看成一个整体,只针对局
部设备进行控制,通常达不到理想的节能效果.已有
研究表明,智能控制方法具有自适应、自学习和自协
调能力,可以对复杂系统进行全局控制,提升空调系
统的性能和节能效果.其中,模型预测控制(MPC)被
视为一种有效的方法,它可以解决耦合和约束问题,
并基于建筑动态特性,在保证人员较高舒适度的前提
下,得到一组最优控制规律,从而最大限度地降低系
统能耗[4]. Hovgaard等人[5]提出了一种适用于商用多

区域制冷系统的模型预测控制策略,该方法通过采用
快速凸二次规划求解器进行迭代,具有较高的实时运
行速度. Picard等人[6]系统地研究了建筑物获得最佳

控制性能所需的控制器模型复杂度,并将建筑模型线
性化,得到线性时不变状态空间模型,然后用模型预
测控制策略来提升系统的性能. Huang[7]利用MPC控
制变风量空调系统中的区域温度和风阀位置.与PI控
制器相比,基于模型预测控制的送风量控制器具有更
好的瞬态响应性能,并且在风管压力扰动下具有更强
的鲁棒性.为了达到所需的区域温度, Karlsson等人[8]

使用MPC方法控制地板供暖系统的供水温度.其中,
预测控制器利用天气预报和建筑物的死区时间,始终
将室温保持在所需的范围内. Yang等人[9]提出了一种

新的用于室外空气系统的模型预测控制策略.其中,
预测模型采用状态空间模型捕捉建筑热力学和热舒

适性特性,进行建筑响应预测.随后,作者采用多目标
成本函数,在满足预测平均投票率(PMV)和相对湿度
的约束条件下,对建筑能耗和热舒适性进行了优化.
尽管目前相关领域学者已经进行了大量的研究工

作,工程中对模型预测控制技术的应用仍处于初级阶
段.首先,模型预测控制的实现需要一个精确的建筑
模型,然而,获得这样一个性能良好的模型是一项困
难的任务.其次,在模型预测控制中,需要多次求解相
应的优化问题,大多数现有的优化算法对计算量和存
储空间都有很高的要求,使得模型预测控制在空调系
统控制中的应用不易于工程实现.此外,现有研究成

果大多数是针对冷冻站的局部设备进行控制,而冷冻
站系统包含冷水机组、冷冻水回路和冷却水回路,针
对局部设备的控制无法实现系统整体上的节能.
为了降低计算和存储问题的复杂性, Seong等[10]

提出了一种非线性多输入多输出系统的神经网络

(ANN)动态优化方法,主要特点是用神经网络逼近动
态规划的最优反馈解,从而降低了动态规划等经典方
法的计算和存储问题的复杂性.然而,该方法不适用
于受时变和不确定因素影响的工业过程.相比之下,
模型预测控制采用滚动优化方法,并利用优化过程中
测量到的系统信息进行反馈校正,这有助于消除未建
模干扰或建模误差,增强了系统的鲁棒性,适用于复
杂工业过程.因此,本文针对空调冷冻站系统,提出基
于负荷预测的神经网络预测控制策略,将满足负荷需
求和系统能效比需求作为优化目标,以达到在满足冷
量需求的前提下降低系统整体能耗的目的.目前,空
调冷冻站系统控制中主要采用恒压差或者恒温差策

略[11],在实际工程中,恒压差和恒温差的控制并没有
按照实际负荷需求调节各设备,且无法考虑系统整体
节能,不能达到预期的节能效果.本文所提出的基于
负荷预测的控制策略使系统主动跟随负荷变化趋势,
能够保证系统根据实时需求调节设备参数,在时间、
数量方面实现供需匹配,同时由于优化目标函数考虑
到系统整体能效最优,能够有效减少能源浪费.另外,
针对目前非线性预测控制优化算法计算量大、不易于

工程实现的问题,本文采用神经网络作为优化反馈控
制器,将系统优化目标函数作为神经网络控制器在线
寻优性能指标,基于变分法与随机梯度下降法对神经
网络控制器进行在线滚动优化,从而获得使系统优化
目标函数最佳的控制量序列.优化算法充分利用了变
分法计算量小、占用存储空间少,以及神经网络能够
处理非线性并能实现反馈优化的优势,解决了变分法
无法实现反馈优化和动态规划算法的“维数灾”问题,
易于工程实现.本文以北京某国企科研楼的空调冷冻
站系统为研究对象,基于系统实际运行数据,利用神
经网络构建了系统负荷预测模型和空调冷冻站系统

能效比预测模型,在此基础上设计了神经网络控制器.
仿真实验结果表明,本文所提出的控制策略能够在负
荷变化的情况下使系统稳定运行,满足冷量需求,同
时与PID控制方法相比节能8.57%,并可有效减少传统
PID控制方法所需的调试工作量.

2 系系系统统统描描描述述述

2.1 研研研究究究对对对象象象

集中式空调系统的整体组成如图1所示,主要由空
气处理器、冷冻站、风机、风管系统、末端设备等组

成.空气处理器的主要设备是过滤器和盘管表冷器,
混风(新风与部分回风)进入空气处理器后在过滤器处
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进行过滤处理,在盘管表冷器处进行热、湿处理;冷冻
站根据室内负荷为空调系统提供所需的冷量;风机的
功能是为空调系统提供空气循环动力;风管系统的功
能是对空调系统的空气进行输送和散布;各末端区域
根据自身的需求来调整末端设备,以使各区域温度达
到设定值.

( )

图 1 集中式空调系统组成

Fig. 1 Composition of a central air-conditioning system

本文主要以空调冷冻站系统为研究对象,如图2所
示,该系统主要包括冷水机组、冷冻水回路和冷却水
回路.

fpumpc , mcw

Tcws

fpumpch , mchwTchwr

Tchws

Tcwr

f t

图 2 冷冻站系统图

Fig. 2 Diagram of an air-conditioning refrigeration system

冷水机组是系统的核心部件,在空调系统中,冷水
机组负责制备冷量,主要由蒸发器、压缩机、冷凝器和
膨胀阀4部分组成.当系统处于制冷阶段时,制冷剂在
这四大部件中周期循环.首先,液态制冷剂在蒸发器
内吸收冷冻水回水的热量,变成气态,再经过压缩机,
被压缩成高温高压的气体.然后,该气体流经冷凝器
放出热量,使其温度降低,变成液体,放出的热量被冷
却水带到冷却塔排出.最后,高压液态制冷剂在系统
的推动下流经膨胀阀,降压后再次流向蒸发器进入下
一个循环.

冷冻水回路由冷冻泵及冷冻水管道组成.循环过
程中,冷冻水首先在蒸发器处与制冷剂进行热交换,
降温后由冷冻泵加压送入冷冻水管道,然后流到空气
处理器,与混风进行热交换.降温后的冷风由风机吹
向空调末端,经末端设备进入室内,达到降温的目的.
同时,冷冻水因吸收混风热量而温度升高.最后,升温
后的冷冻水再与冷水机组进行热交换.
冷却水回路主要由冷却泵、冷却水管道和冷却塔

组成.系统运行过程中,冷却水在冷凝器处吸收制冷
剂释放的热量,从而温度升高.然后,冷却泵将升温后
的冷却水压入冷却塔,使之与外界环境进行热交换.
最后,降温后的冷却水又回到冷水机组处进入下一次
循环.该建筑冷冻站系统的各设备信息如表1所示.

表 1 冷冻站系统设备信息
Table 1 Equipment information of the refrigeration

system

名称 设备参数 数量

离心式冷水机组
制冷量1458 kW,功
率334 kW

2

离心式冷冻水泵
功率18.5 kW,流量

316 m3/h,扬程38 m
2

离心式冷却水泵
功率15 kW,流量

353 m3/h,扬程32 m
2

方形冷却塔
风量11500 m3/h,功

率5.5 kW
2

2.2 系系系统统统能能能效效效分分分析析析

2.2.1 冷冷冷水水水机机机组组组

冷水机组是空调冷冻站系统的主要设备之一,其
能耗约占系统总能耗的一半.冷水机组负责制备冷量,
空调末端区域负责消耗冷量,冷水机组制备的冷量通
常表示为

Qch = c ·mchw · (Tchwr − Tchws), (1)

其中: Qch表示冷水机组制备的冷量,单位kW; c表示
水的比热容,单位kJ/(kg ·K); mchw表示冷冻水流量,
单位kg/s; Tchws表示冷冻水供水温度,单位◦C; Tchwr

表示冷冻水回水温度,单位◦C.
同时,冷水机组的运行能效比可表示为

COP = Qch/Pchiller, (2)

其中: COP表示冷水机组的运行能效比,无量纲;
Pchiller表示冷水机组的运行功率,单位kW.能效比
COP可以被用来衡量冷水机组的能效.影响COP的因
素主要有冷冻水供水温度Tchws、冷却水回水温度Tcwr

(可以通过改变冷却塔风机运行频率ft来进行控制)、
冷冻水流量mchw (可以通过改变冷冻水泵频率fpumpch

来进行控制)、制备的冷量Qch及冷水机组台数.冷水
机组COP随Tchws, Tcwr的变化关系曲线如图3所示[12].
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图 3 COP–Tchws–Tcwr关系曲线

Fig. 3 The curve of the relation between COP and Tchws, Tcwr

2.2.2 水水水泵泵泵

水泵是空调冷冻站系统的重要设备之一,包括冷
冻水泵和冷却水泵.在空调系统中,水泵起到动力循
环作用,约有15%∼20%的能耗来自水泵.水流量大小
的改变可以通过调节水泵频率来实现.目前工程应用
中,使用较多的是变频水泵,其功率计算公式为

Ppump = ρgV H /3.6× 106 · η, (3)

η = ηp · ηm · ηVFD, (4)

其中: Ppump表示水泵的功率,即驱动水泵的电机功率,
单位kW; ρ为流体的密度,单位kg/m3; g为重力加速
度,单位m/s2; V表示流体的体积流量,单位m3/h; H
表示水泵的扬程,单位m; η表示水泵的全效率; ηp为
水泵效率; ηm为电机效率; ηVFD为变频器效率.

2.2.3 冷冷冷却却却塔塔塔

在空调系统的总能耗中,大约5%的能耗来自冷却
塔.冷却塔风机的运行功率可表示为

Ptower = (
ft
f0

)3Ptower, rated, (5)

其中: Ptower表示风机的运行功率,单位kW; Ptower, rated

表示风机的额定功率,单位kW; ft表示风机的运行频
率,单位Hz; f0表示风机的额定频率,一般为50 Hz.
影响冷却塔能效的因素主要有室外空气湿球温度

Twb、冷却水流量mcw (可以通过改变冷却水泵频率
Tpumpc来进行控制)、冷却水回水温度Tcwr及冷却塔台

数.

2.3 系系系统统统预预预测测测控控控制制制目目目标标标

集中式空调冷冻站系统预测控制目标是使空调冷

冻站系统各设备运行在高能效状态,在满足大楼冷量
需求的前提下,尽可能节约能源,使空调冷冻站系统
能效比EER达到设定值.式(6)为空调冷冻站系统能效
比EER的计算公式.

EER = Qch/Ptotal, (6)

式中:冷水机组制冷量Qch可由式(1)求得, Ptotal表示

空调冷冻站系统各设备的运行功率总和,单位kW,计
算公式为:

Ptotal = Pchiller + Ppumpch + Ppumpc + Ptower, (7)

其中:冷水机组的运行功率Pchiller可直接测量获得,冷
冻水泵运行功率Ppumpch、冷却水泵的功率Ppumpc和冷

却塔运行功率Ptower可分别由式(3)和式(5)求得.

3 负负负荷荷荷预预预测测测与与与系系系统统统建建建模模模

为实现本文所提出的模型预测控制策略,首先需
要对负荷和系统能效比进行建模.冷冻站系统设备众
多,设备型号、规格多样,以冷水机组为例,其包括离
心式、螺杆式和磁悬浮式,且系统的负荷和能效比与
设备控制参数之间是非线性关系,使用传统基于机理
建模的方法,很难建立系统的模型[13].为此,研究人员
提出了多种基于数据驱动的建模方法,如数据挖掘算
法(人工神经网络–ANN[14]、支持向量机–SVM[15])、
统计模型(回归[16]等)、几何模型[17],以及随机模型
(概率密度函数逼近[18])等.在这些建模方法中,神经
网络算法无需繁冗的建模过程,且模型精度较高[19],
相比于其他方法,它在非线性系统建模方面更具优势.
因此,本文采用神经网络获取系统负荷预测模型和能
效比预测模型.
建立神经网络模型需要采集覆盖系统所有动态特

性的丰富数据集.适当选择参数或变量可以提高模型
的可理解性、可扩展性和准确性[20].因此,需要合理
选择建模参数.

3.1 模模模型型型参参参数数数

3.1.1 负负负荷荷荷预预预测测测模模模型型型参参参数数数

准确的负荷预测是空调系统预测控制的前提条件.
空调负荷可分为冷负荷和热负荷两种[21].空调负荷的
影响因素众多,主要由整个大楼空调区域的内部扰动
与外部扰动组成.其中,内部扰动一般指由大楼内部
的照明设备、室内人员及其他电气设备等产生的热

量;外部扰动主要包括室外空气温湿度、太阳辐射强
度、风速、风向等.当建筑物投入使用后,建筑物的空
间结构与使用材料等为固定参数,此时影响空调系统
负荷的最重要参数是室外气象参数、室内空间的使用

以及设备的开启情况.因此,本文选择负荷预测模型
的输入参数有以下6个:

1) 室外温度Tout[k];
2) 室外相对湿度RHout[k];
3) 太阳辐射强度S[k];
4) 室外风速(北向)Wnorth[k];
5) 室外风速(东向)Weast[k];
6) 室内负荷(人员及电气设备)Qin[k].
其中k表示当前时刻,负荷预测模型的输出为下一

时刻系统负荷预测值Q[k + 1].
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3.1.2 系系系统统统模模模型型型参参参数数数

本文选择冷冻站系统能效比EER预测模型的输入
参数有[13]:

1) 冷冻水供水温度Tchws[k];
2) 冷却水回水温度Tcwr[k];
3) 冷冻水泵频率fpumpch[k] (即冷冻水流量mchw);
4) 冷却水泵频率fpumpc[k] (即冷却水流量mcw)
5) 回风温度Tin[k];
6) 室外空气干球温度Tdb[k];
7) 室外空气湿球温度Twb[k];

8) 负荷预测值Q[k];
9) 当前时刻的系统能效比EER[k].
模型的输出为下一时刻系统能效比EER[k + 1].

3.2 数数数据据据采采采集集集

本文选取夏季6月至9月的系统实测样本数据进行
负荷预测和系统能效比建模,采样周期为10分钟,这
些数据都是由该国企科研楼的集中式空调监控管理

系统提供.样本数据被分成3个不同的数据集,用于对
神经网络模型的训练、验证和测试,数据占比分别为
70%, 10%和20%.部分数据如表2所示.

表 2 部分数据信息
Table 2 Partial data information

参数个数 1 2 3 4 5 6 7 8 9 10

室外干球温度(◦C) 22.2 22.5 26.8 26.6 26.7 26.5 31.6 31.4 32.8 32.4
室外湿球温度(◦C) 19 19.2 19.1 18.9 18.9 18.8 22.4 22.1 20.9 20.5
室外相对湿度(%) 74.7 74.1 48.9 49.1 48.5 48.4 46.2 44.8 34.5 34
室内负荷(kW) 1021 1035.7 1120.5 1280 1300.9 1312.4 1380.9 1366.6 1380.9 1370.2
回风温度(◦C) 25.9 26 26 26.2 26.4 26.6 27 27 27.1 27.3

冷冻水供水温度(◦C) 14.6 14.9 9.6 10.6 12.6 15 12.4 14.5 13 14.1
冷却水回水温度(◦C) 26.1 23.5 26.8 27 26.6 25.2 28.2 27.2 27.3 25
冷冻水泵频率(Hz) 37 37.7 35.2 35.7 36.2 36.8 36.4 37 36.9 37.5
冷却水泵频率(Hz) 38.1 30.2 32.3 34.8 35.1 33.6 30.7 31.3 31.1 30.3

3.3 数数数据据据预预预处处处理理理

为了消除尖峰噪声和随机噪声,本文对数据进行
了滑动平均滤波处理.滑动平均滤波算法需要先确定
滑动窗口的宽度N ,即连续取N个数据看成一个队列,
每次获取一个新数据放入队尾,并扔掉原来队首的一
个数据,滤波器每次输出的数据总是当前队列中N个

数据的算术平均值,本文选取N为15.
另一方面,在神经网络的训练过程中,由于模型各

输入变量的量纲不同,并且数据值的大小差异非常大,
会使训练速度变慢,甚至会出现训练最终无法收敛的
情况.因此,有必要对实测样本数据进行归一化和反
归一化处理.本文在进行处理时,采用线性函数转换
方法[22],将数据转换成0至1范围内的数值.

3.4 ANN结结结构构构
本文采用两个三层BP神经网络(一个输入层、一

个隐含层和一个输出层)建立负荷预测模型和系统能
效比预测模型,三层神经网络已被证明能以高精度有
效逼近任何一个非线性过程[23].网络隐层神经元数目
对预测模型的性能有显著影响,然而,现有文献中并
没有提出明确的解析函数来预先确定隐层神经元的

数量,一般可通过基于式(8)的试错法[24]来计算得到

隐层神经元数量.

m =
√
n+ l + α, (8)

其中: n和l分别代表输入层和输出层节点数; m表示

隐含层节点数; α是试凑常数,取值范围通常是[1, 10].
利用上述公式,本文计算得出负荷预测模型的隐

含层节点数取值范围是[4, 13].为了确定隐含层神经
元的最佳数量,必须进行实验试凑比较.综合考虑网
络误差和网络泛化性能,通过实验测定,本文发现当
隐含层节点数为12时,网络训练效果最佳,实验比较
结果如表3所示.同样,系统能效比预测模型的最优隐
层节点数为10.

表 3 不同情况下, BP神经网络模型的均方根误差
Table 3 The RMSE of the BP model in different cases

隐含层神经元个数 RMSE

8 0.0131
9 0.0147

10 0.0132
11 0.015
12 0.0127
13 0.0145
14 0.0148

神经网络的训练通常采用反向传播(BP)算法[25]、

Levenberg-Marquardt (LM)算法[26]和贝叶斯正则化算

法[27]. BP算法是最常用的算法,它使用梯度下降法来
寻找极小值.然而,它存在局部极小和过拟合问题[19].
LM算法收敛速度最快,均方误差最小,但其泛化能力
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较弱.对于具有数百个权值的中小型神经网络,贝叶
斯正则化算法能够有效提高神经网络的泛化能力,避
免过拟合问题[28].因此本文采用贝叶斯正则化算法对
神经网络进行训练.

3.5 确确确定定定初初初始始始权权权值值值和和和学学学习习习率率率

神经网络初始权值的范围和学习率对网络的性能

和学习速度有一定的影响,太大的初始权值和学习率
会导致网络无法收敛,影响建模精度,而太小的初始
权值和学习率会浪费计算资源,降低训练速度.因此
有必要找到合适的初始权值范围和学习率,使网络获
得更好的性能和学习速度.通过实验发现,学习率为
0.1,初始权值范围在(−0.1, 0.1)之间时,训练结果的
均方误差较小,训练时间较短.因此本文将神经网络
初始权值确定为(−0.1, 0.1)之间的随机小数,学习率
确定为0.1.

3.6 模模模型型型性性性能能能分分分析析析

3.6.1 负负负荷荷荷预预预测测测模模模型型型

本文利用所构建的负荷预测模型对未来1天的冷
负荷进行了预测.
图4和图5是负荷预测模型的测试实验结果,横坐

标表示140组测试数据.所得到的测试输出误差曲线
如图4所示.由图可以看出,模型测试输出与对应的目
标输出之间的误差在−20–36 kW之间,相对误差为
1.82%,对于实际工程应用而言,该误差在可接受范围
内.
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图 4 负荷预测误差

Fig. 4 Prediction error of the load

模型测试输出与对应的目标输出之间的比较结果

如图5所示.由图可以看出,模型测试输出与对应的目
标输出之间的拟合度良好;受到天气因素等时变参数
的影响,在空调系统负荷发生改变时,预测模型的值
可以较好地跟随目标值.这表明本文所构建的空调系
统负荷预测模型可以以较高的精度反映输入–输出样

本数据对中固有的非线性映射关系.
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图 5 负荷的实际输出和预测输出比较图

Fig. 5 Comparison diagram of actual output and predicted
output of the load

由以上结果可以看出,本文所构建的神经网络负
荷预测模型具有结构简单的特点,同时能够避免进行
繁琐的非稳态传热计算;并且该模型很好地描述了建
筑物空调负荷与输入参数之间的复杂非线性关系,具
有工程实用价值.

3.6.2 系系系统统统能能能效效效比比比模模模型型型

图6和图7是利用200组数据(训练集采用700组数
据)对冷冻站系统能效比预测模型进行测试的实验结
果.所得到的测试误差输出曲线如图6所示.由图可以
看出,模型输出与对应的目标输出之间误差值大部分
都维持在−0.04∼0.04之间,相对误差为1.11%.模型
输出与对应的目标输出之间的比较结果如图7所示.
可见,模型输出与对应的目标输出之间的拟合度良好,
表明所提出的预测模型有效地跟踪了系统的动态过

程.
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图 6 EER预测误差

Fig. 6 Prediction error of EER
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图 7 EER实际输出与网络输出的比较

Fig. 7 Comparison diagram of actual output and predicted
output of EER

4 神神神经经经网网网络络络预预预测测测控控控制制制

4.1 算算算法法法概概概述述述

模型预测控制是处理耦合和约束问题的一种有效

方法,人们广泛认为它是继PID控制之后又一代实用
的控制技术[29].然而,空调冷冻站系统的非线性特性
使得模型预测控制的在线优化难以实现.
动态规划和变分法是解决最优化问题的常用方法,

但两者都有一定的局限性.当使用动态规划方法时,
存储容量随维度呈指数增长,将会出现“维度灾”问
题[30].变分法相对简单,但由于缺乏反馈校正,容易受
到干扰和不确定性因素的影响[31].为此,本文提出一
种基于神经网络的非线性预测控制策略,采用神经网
络作为优化反馈控制器,将系统优化目标函数作为神
经网络控制器优化性能指标,将系统动态模型和神经
网络控制器方程作为约束,基于变分法和随机梯度下
降法[32]相结合的训练算法,对神经网络权值(阈值)进
行在线寻优,实现预测控制滚动优化,达到使系统优
化目标函数最佳的控制目标.该算法既能够解决传统
变分法由开环控制引发的对随机干扰和不确定性敏

感的问题,又可避免基于动态规划的非线性优化算法
的“维数灾”问题,易于工程实现.

4.2 基基基于于于ANN的的的MPC算算算法法法
集中式空调系统是多输入多输出非线性系统,假

设系统预测模型为

x[k + 1] = f(x[k],u[k]), (9)

其中: x[k]表示状态向量, x[k]=[x1(k) x2(k) x3(k)

· · · xn(k)], n表示状态向量的维数; u[k]表示控制向
量, u[k] = [u1(k) u2(k) u3(k) · · · um(k)], m表 示

控制向量的维数; k表示采样周期的当前时刻,取值范
围是(0, 1, 2, · · · ); k + 1表示k的下一时刻.
神经网络控制器方程可以表示为

u[k] = g(x[k],x∗[k + 1],W ), (10)

其中: W表示神经网络的权值系数矩阵(包括阈值);
x∗[k + 1]表示下一时刻状态变量的期望值.该网络输
入层包含2n+ 1个神经元,输入变量为x[k], x∗[k +

1],和−1 (神经元阈值).输出层包含m个神经元,输出
变量为最优控制量u[k].

J = φt1+M(x[t1 +M ], t1 +M)+

t1+M−1∑
k=t1

L(x[k],u[k], k), (11)

式中: M表示预测时域, t1表示每个预测时域中的初
始时刻, φt1+M(x[t1 +M ], t1 +M)表示末端时刻的

性能指标, L(x[k],u[k], k)表示预测过程中的性能指
标.
在预测模型(9)和控制器方程(10)给出的等式约束

条件下,优化问题可以表示为最小化性能指标函数
(11).本文所提出的模型预测控制策略使用预测模型
(9)预测系统的未来状态.然后,在存在干扰和约束的
情况下,控制器生成控制向量(10)以最小化预测时域
内的性能指标函数(11).在每个时刻,测量系统输出
x[t0],并将其反馈给控制器,用作优化过程中的初始
状态向量x[t1].通过引入拉格朗日乘子[33]和哈密顿

函数[34],可以获得包含约束的增广性能指标函数,表
示为

Ja=λ
T[t1](x[t0]− x[t1])+

φt1+M(x[t1 +M ], t1 +M)+

t1+M−1∑
k=t1

{L(x[k],u[k], k)+λT[k+1](f(k)−

x[k+1])+qT[k](g(k,W )−u[k])}, (12)

其中: λ和q是拉格朗日乘子向量; f(k)和g(k,W )分

别代表等式(9)和式(10)的右侧部分.
哈密顿函数可以表示为

H(k) = H(x,x∗,u,λ, q, k,W ) =

L(x[k],u[k], k)+

λT[k + 1]f(k) + qT[k]g(k,W ). (13)

然后,增广性能指标可以重新表示为

Ja = λT[t1]x[t0] + φt1+M(x[t1 +M ], t1 +M)−
λT[t1 +M ]x[t1 +M ]+

t1+M−1∑
k=t1

{H(k)− λT[k]x[k]− qT[k]u[k]}.

(14)

根据状态向量变分δx[k]、控制向量变分δu[k]和

神经网络控制器权值(包括阈值)变分δW ,对式(14)求
取一次变分,得

δJa = {∂φt1+M(x[t1 +M ], t1 +M)

∂x[t1 +M ]
−
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λT[t1 +M ]}δx[t1 +M ] + λT[t1]δx[t0]+

t1+M−1∑
k=t1

{(∂H(k)

∂x[k]
−λT[k])δx[k]+(

∂H(k)

∂u[k]
−

qT[k])δu[k]+
∂H(k)

∂W
δW }. (15)

对于任意的变分向量δx[k], δu[k]和δW ,最小化
性能指标Ja的必要条件是δJa = 0.因为x[t0]是已知

常量,所以δx[t0] = 0.
因此,式(15)为0的必要条件为

λT[k] =
∂H(k)

∂x[k]
, (16)

qT[k] =
∂H(k)

∂u[k]
, (17)

λT[t1 +M ] =
∂φt1+M(x[t1 +M ], t1 +M)

∂x[t1 +M ]
, (18)

t1+M−1∑
k=t1

∂H(k)

∂W
= 0. (19)

式(16)和式(17)称为哈密顿正则(伴随)方程,其中
k = t1, t1 + 1, · · · , t1 +M − 1.式(18)和式(19)分别
为是横截条件和极值条件.

4.3 系系系统统统控控控制制制

图8所示为系统模型预测控制策略的结构图.图中
x[k] = EER[k]表示冷冻站系统能效比; x̂[k + i] (i =

1, 2, 3, · · · )表示预测模型输出的系统能效比预测值;
x∗[k + i] (i = 1, 2, 3, · · · )表示能效比期望值; z[k]表
示其它变量(室外干球温度、室外湿球温度、回风温
度); Qact[k]表示空调负荷的实际值; y[k]表示k时刻

的冷冻水流量、冷冻水供水温度及冷冻水回水温度.

u[k]Qact[k]

Q[k]

z[k]

Q[k +1]

x*[k +1]

x*[k + i]

x[k +1]

+

z-1

-1

-

x[k]
y[k]

x[k]

EER

+ - x[k +1]ˆx[k + i]ˆ

图 8 系统MPC策略结构图

Fig. 8 Chart of model predictive control of the system

根据第2.2节的分析可知,通过提高冷冻水供水温
度、降低冷却水回水温度可以提高冷水机组能效;通
过改变水泵的频率,可以控制冷冻水流量和冷却水流

量.由于冷水机组内部有厂家设置好的控制器,且原

理复杂、造价昂贵,不允许直接对其进行控制,因此控

制算法是计算使系统优化性能指标达到最佳时的冷

冻水供水温度设定值,设定值传给冷水机组后,冷水

机组会自动进行控制,使其出水温度跟上冷冻水的设

定值.故对于空调冷冻站系统需要寻优的运行参数有

冷冻水供水温度Tchws、冷却水回水温度Tcwr、冷冻水

泵频率fpumpch和冷却水泵频率fpumpc,即控制向量

u[k] = (Tchws[k], Tcwr[k], fpumpch[k], fpumpc[k]).

此外,空调系统各设备都受到一定条件的约束,运

行参数的取值有一定的限定范围.控制变量参数的约

束范围如下:

冷冻水供水温度: 7◦C 6 Tchws 6 15◦C;

冷却水回水温度: 20◦C 6 Tcwr 6 37◦C;

冷冻水泵频率: 30 Hz 6 fpumpch 6 50 Hz;

冷却水泵频率: 30 Hz 6 fpumpc 6 50 Hz.

系统预测模型即采用第3节中神经网络建立的预

测模型.在kT (T是采样周期)时刻的性能指标可以表

示为

J(EER)[k] =
1

2

t1+M−1∑
k=t1

{(EER[k]− EERset[k])
2 +

(Q[k]−Qact[k])
2, (20)

其中: EERset[k]表示k时刻能效比设定目标值, Q[k]和

Qact[k]分别表示k时刻负荷的预测值和实际值.

5 仿仿仿真真真验验验证证证

5.1 神神神经经经网网网络络络控控控制制制器器器设设设计计计

本文基于所提出的预测控制策略设计神经网络控

制器,其包含3个网络层.输入层有7个参数,包括系统

状态EER和影响EER的室外环境变量、负荷值及回风

温度,具体为当前时刻室外干球温度、室外湿球温度、

负荷、回风温度、EER值和EER的设定值,以及与阈值

(−1);输出变量有4个,分别是当前时刻冷冻水供水温

度、冷却水回水温度、冷冻水泵频率及冷却水泵频率.

该神经网络控制器的结构如图9所示.

5.2 预预预测测测控控控制制制优优优化化化算算算法法法

本文所提出的基于神经网络的预测控制器的在线

优化按以下9个步骤进行,根据需求,其中控制器的预

测时域M取6,即对未来1小时系统的状态进行预测,

根据经验,学习率µ = 0.1.

1) 初始化神经网络控制器,将神经网络的连接权

值W设为较小的随机数(0.01或更小);确定预测时域

M和控制器权值更新率µ (又称学习率).

2) 根据系统输出反馈值x[t0]确定预测时域内的

状态初值x[t1].
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3) 设当前时刻为k = t1,在预测时域内,根据控
制目标,设置期望输出x∗[t1 + 1]在各个时刻的值.

4) 将x[t1]和x∗[t1 + 1]等输入变量作用于神经网

络控制器,得到控制量u[t1].然后根据负荷预测模型
得到当前时刻负荷预测值Q[t1],再将u[t1], x[t1]和
Q[t1]等作用于预测模型,得到x̂[t1 + 1].

5) 将x̂[t1 + i]和x∗[t1 + i+ 1]等输入变量作用于

神经网络控制器,得到控制量u[t1 + i],其中i = 1, 2,

· · · ,M .然后根据负荷预测模型得到负荷预测值Q[t1
+ i],再将u[t1 + i], x̂[t1 + i]和Q[t1 + i]等作用于预

测模型,得到x̂[t1 + i+ 1],并存储计算结果.
6) 重复步骤4)和5),根据Hamilton正则方程(16)–

(17),从后向前计算拉格朗日乘子向量λ[k]和q[k].
7) 根据计算出的q[k],采用以下方程,基于随机梯

度下降法修正神经网络控制器的权值.

∆W = −µ
t1+M−1∑

k=t1

∂g(k,W )

∂W
q[k], (21)

W = W +∆W , (22)

其中W是神经网络控制器的权重矩阵.
8) 重复步骤4)至7),不断修改神经网络控制器权

值,直至∆W = 0.
9) 令t1 = t1 + 1,重复步骤3)至8),计算出以后各

个时刻控制量的值u,直至控制过程结束.

 Qact[k]

Q[k +1]

Tchws[k]

Tcws[k]

fpumpch[k]

fpumpc[k]

 Twb[k]

 Tdb[k]

Tin[k]

EER 

EERset[k]

EER[k]

 -1

图 9 神经网络控制器结构图

Fig. 9 Structure diagram of the neural network controller

假设在上述寻优过程中,控制量有m个,状态量有
n个,控制器的连接权值有nw个,则对于图8所示的预
测优化控制系统,在寻优过程中需要进行约(2n(n +

m) + nw(m+ 2))M步迭代运算,占用(n+m)M +

2nw个存储单元.据此可知,本文所提出的神经网络预
测控制算法运行时所占用的存储单元与m, n, nw成简

单线性关系,而动态规划算法所需存储单元与控制
量、状态量维数成指数关系.因此,在对非线性系统进
行求解时,本文提出的神经网络预测控制优化算法计
算量小、占用存储空间少.同时,该方法通过神经网络
控制器实现了系统反馈优化,能够处理非线性和模型
不确定性问题.

5.3 性性性能能能分分分析析析

本文采用上述方案对空调冷冻站系统在MATLAB
环境下进行预测控制算法仿真验证.在验证实验中,
将通过神经网络辨识的空调冷冻站系统能效比模型

既作为预测模型使用,同时也作为被控对象使用.本
文从所采集的数据计算得知系统能效比EER值大多
分布在3.2左右,只有极少数达到3.5,故将EER期望值
设定为3.5,相关参数的变化过程如图10–14所示.图
10显示系统运行80分钟以后基本达到稳定,可以将系
统能效比值稳定在3.5左右.
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图 10 空调系统能效比EER变化情况

Fig. 10 Changes of EER of the air-conditioning system
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图 11 冷冻水供水温度Tchws变化情况

Fig. 11 Changes of Tchws
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图 12 冷却水回水温度Tcwr变化情况

Fig. 12 Changes of Tcwr
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图 13 冷冻水泵频率变化情况

Fig. 13 Frequency changes of the chilled water pump
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图 14 冷却水泵频率变化情况

Fig. 14 Frequency changes of the cooling water pump

图11显示了冷冻水供水温度Tchws变化情况,图12
显示了冷却水回水温度Tcwr变化情况.由图3可知,冷
冻水供水温度的提高,表示冷水机组工作在较高的
COP值下, Tchws基本可以稳定在11◦C左右.而冷却水

回水温度稳定在32◦C左右,达到了设计出水温度,使
冷却塔工作在高能效状态下.
图13、图14显示的是水泵频率控制信号变化情况,

该数值与水泵的流量值成正比例关系,可以间接反映
水泵的流量变化情况.
由以上结果可以看出,本文所提出的预测控制算

法能够很快地将空调系统相关运行参数稳定在最佳

值附近,并使系统能效比EER达到预期目标值,控制
效果良好.

5.4 预预预测测测控控控制制制与与与PID控控控制制制性性性能能能比比比较较较
本文分别采用所提出的基于神经网络的预测控制

策略与PID控制策略对空调冷冻站系统进行控制,表4
所示为整定后的PID控制增益参数,图15所示为500分
钟内两种方法的控制结果比较图.从图中可看出,利
用预测控制算法能够使空调冷冻站系统能效比以较

快的速度跟踪到期望值.而在只有PID控制时,参数整
定需要经过两个制冷季,调试工作量大,且只能对单
个设备的参数进行定值控制,无法实现系统整体性能
优化;另外,本文研究对象的状态量EER值不是直接
被控量,利用PID方法无法对该参数进行控制,也无法
将能耗作为性能指标进行优化控制,因此,能效比达
不到期望值,无法实现节能.

表 4 PID参数
Table 4 PID parameters

控制量PID参数 Kp Ki Kd

Tchws 35 0.2 0.05
Tcwr 35 0.2 0.05

fpumpch 40 0.15 0.05
fpumpc 40 0.15 0.05
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图 15 MPC与PID控制的比较

Fig. 15 Comparison between MPC and PID control

根据图15计算得知,采用预测控制算法与采用传
统的PID控制方法相比,系统的总能耗节省约8.57%
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((3.5 − 3.2)/3.5 = 0.0857).可见,采用本文提出的预
测控制算法对空调冷冻站系统进行优化具有较大的

节能潜力.

6 结结结论论论

本文针对集中式空调系统回路间耦合、非线性、

大滞后以及时变性等复杂特性,以实际工程空调冷冻
站系统为研究对象,提出了基于神经网络的预测控制
策略.本文首先分析了冷冻站系统相关运行参数变化
对系统运行能效的影响,以及环境参数、建筑参数与
负荷之间的关系,在此基础上利用BP神经网络构建了
空调系统负荷预测模型和能效比预测模型;然后,为
了减少计算量和存储空间,解决变分法无法实现反馈
优化和基于动态规划的优化算法的“维数灾”问题,本
文采用神经网络作为优化反馈控制器实现预测控制

滚动优化,将变分法与随机梯度下降法相结合,并以
满足系统能效比要求和负荷要求为目标,设计了空调
系统神经网络预测控制器.仿真实验结果表明,基于
神经网络的预测控制策略在控制过程中能够克服不

确定性因素的影响,在负荷不断变化的情况下使系统
稳定在高能效比工况下,且与PID控制算法相比,总能
耗节省约8.57%.
虽然本文所提出的控制策略在用于空调冷冻站系

统控制时取得了良好的效果,但是由于实验条件和时
间方面的限制,还需要在以下几个方面对控制策略做
进一步研究:

1) 本文建立了基于神经网络的空调系统负荷预
测模型.模型的输入量没有考虑由于建筑物热容量引
起的冷负荷在时间上的延迟,即气象参数的延迟效应.
因此,有必要进一步研究室外温湿度以及太阳辐射强
度的延迟效应对空调系统负荷的影响;

2) 本文所研究的冷冻站系统为一次泵系统,未来
可以进一步针对二次泵系统或含有蓄能设备的空调

系统进行研究,对于二次泵系统,需要根据负荷变化
调整二次泵的运行参数,以满足负荷要求,同时根据
冷水机组能效比调整一次泵的运行参数;对于含有蓄
能设备的冷冻站系统,则需要研究蓄冷设备与冷水机
组相配合的控制策略;

3) 本文仅是从冷冻站系统的角度对空调系统节
能优化进行了研究,但是实际工程空调系统还包括末
端系统.因此,在今后的研究中,可从空调系统整体的
角度来研究在线节能运行优化策略.
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